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I 

RESUMEN 

 

 El presente Trabajo de Fin de Grado pretende analizar el sector energético con un 

enfoque en las fuentes renovables. En los últimos años, las energías alternativas han 

ganado cada vez más presencia como respuesta al cambio climático y al alto coste de las 

energías convencionales. El objetivo principal es estudiar la evolución de la energía 

renovable a escala mundial y predecir su desarrollo en los próximos años.  

 

 Se ha realizado una reducción de dimensionalidad de los datos a través de Análisis 

de Componentes Principales para eliminar información redundante. Además, se han 

aplicado modelos de redes neuronales para predecir nuevos datos y obtener la proyección 

de la proporción de generación y uso de energía renovable frente al total.  

 

 Las predicciones obtenidas indican que la evolución de la cuota de energía 

renovable variará según el país: en algunos la tendencia es positiva mientras que en otros 

se mantendrá más estable. Sin embargo, estos resultados no son representativos a nivel 

global ya que solo se han obtenido las proyecciones para un número limitado, por lo que 

no se puede concluir que este comportamiento ocurra de manera generalizada para todos 

los países.  A pesar de que los resultados son coherentes, se ha identificado la necesidad 

de ampliar el conjunto de datos o emplear modelos de regresión más sencillos a los 

utilizados para conseguir predicciones más precisas y evitar incurrir en overfitting. 

 

 

 

 

 

 

 

 

 

Palabras clave: energías renovables, machine learning, predicción de energías 
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II 

 

SUMMARY 

 

This project aims to analyze the energy sector with a focus on renewable energy. 

In recent years, alternative energies have gained increasing prominence in response to 

climate change and the high costs of conventional energy sources. The main objective is 

to study the evolution of renewable energy on a global scale and predict its development 

in next years. 

 

Principal Component Analysis (PCA) was used to reduce data dimensionality and 

eliminate redundant information. Additionally, neural network models were employed to 

predict new data and project the proportion of renewable energy generation and usage 

relative to the total energy. 

 

Predictions indicate that the evolution of the renewable energy share will vary by 

country: in some, the trend is positive, while in others, it will remain more stable. 

However, these results are not globally representative, as projections were only made for 

a limited number of countries, so it cannot be concluded that this behavior is generalized 

worldwide. Although the results are coherent, the need to expand the dataset or use 

simpler regression models has been identified to achieve more accurate predictions and 

avoid overfitting. 
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1. INTRODUCCIÓN 

 

1. Estudio de la cuestión 

 

En los últimos años, la energía renovable ha experimentado un crecimiento a 

escala global. Esto se debe a la tendencia de disminuir las emisiones de carbono, frenar 

el cambio climático, y conseguir un precio y rendimiento similar al de las fuentes de 

energía convencionales, donde el precio de la energía solar ha disminuido en un 85% en 

solo diez años, desde 2010 a 2020. Sin embargo, todavía muchos países siguen siendo 

importadores de energías fósiles pudiendo ser ellos mismos los generadores de energía 

renovable.  

 

En el presente trabajo se estudiará el sector energético con un enfoque particular 

en el crecimiento de la generación de las energías renovables a escala global y regional. 

Se examinará cómo las diferentes energías sostenibles como la solar, eólica, geotérmica, 

hidroeléctrica y oceánica han obtenido más presencia en el mercado energético y cuál es 

el futuro de estas.  

 

A lo largo del trabajo se realizará un análisis exhaustivo de una base de datos 

(Data on Sustainable Energy (2000-2020)) que recopila información sobre indicadores 

energéticos para conocer y predecir la evolución de las energías renovables y qué 

variables son las más determinantes para conseguir una transición a energías verdes y 

sostenibles.  

 

2. Marco Teórico 

 

La energía es uno de los principales motores de la economía ya que contribuye al 

funcionamiento de las industrias y al desarrollo de innovaciones, que tiene como 

consecuencia un crecimiento económico. Sin embargo, el sector energético está sufriendo 

grandes cambios ya que las principales economías están invirtiendo para conseguir una 

transición energética y que las energías renovables sean la principal fuente de electricidad.  
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Según la Agencia Internacional de la Energías, se prevé que en el año 2030 el 65% 

de la electricidad mundial será generada por energías renovables, y que en el año 2050 

estas llegarán a suministrar cerca del 90% de la electricidad global (Naciones Unidas, 

2023). Por el momento, las energías eólica y solar han generado en 2021 un 10,3% de la 

electricidad mundial en comparación con el 4,6% en 2015 (Ember, 2022). 

 

Otros estudios centrados en el sector energéticos han observado tendencias 

positivas en la transición hacia fuentes renovables a partir de técnicas de machine 

learning. Para ello, se ha definido un nuevo indicador compuesto Rastreador de 

Emisiones de Generación Eléctrica (EGE) que compara el rendimiento de sostenibilidad 

en la creación eléctrica de diferentes países. Esta investigación refleja de manera general 

una reducción en las emisiones, indicando que esta tendencia varía en función del país 

(Portela et al., 2023) 

 

3. Objetivos 

 

El presente Trabajo de Fin de Grado (TFG) tiene como objetivos: 

- Estudiar el sector energético y determinar las fuentes de energía que están más 

explotadas actualmente y también en el futuro.  

- Comparar la presencia y el crecimiento de las energías renovables entre diferentes 

regiones.  

- Examinar y predecir la generación de energías renovables de manera global y por 

regiones. 

- Conocer las variables que influyen en la generación de energías renovables. 

 

4. Metodología 

 

Para llevar a cabo el estudio del sector energético, se ha seleccionado la base de 

datos “Data on Sustainable Energy (2000-2020)” de la fuente Kaggle. Esta base de datos 

cuenta con más de 3600 observaciones y 21 variables que recopilan indicadores de 

energía sostenible a escala global desde el año 2000 hasta el año 2020.  
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En primer lugar, se ha realizado un tratamiento de la base de datos donde se ha 

llevado a cabo una limpieza de la información contenida junto con una descripción y un 

análisis descriptivo de las variables para extraer las características más representativas de 

los datos cuantitativos. Se ha hecho uso de medidas de tendencia central, dispersión, 

asimetría, percentiles y correlación de las variables. Además, se ha identificado la 

composición de variables que más afecta a la generación de energía renovable a través de 

un Análisis de Componentes Principales (PCA, por sus siglas en inglés), que sirve para 

disminuir la dimensionalidad y la probabilidad de incurrir en errores de multicolinealidad. 

Por último, se ha desarrollado un análisis de las redes neuronales para predecir la 

generación de energías renovables en el futuro.  
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2. BASE DE DATOS 

 

1. Tratamiento y limpieza de datos 

 

Como ya se ha mencionado anteriormente, la base de datos que se ha seleccionado 

es “Data on Sustainable Energy (2000-2020)” que cuenta con más de 3600 observaciones 

y 21 variables. Recoge información de indicadores energéticos y otros factores desde el 

año 2000 hasta el año 2020.  Antes de comenzar con el análisis de la base de datos, se ha 

realizado una limpieza para poder identificar la información contenida que pueda ser 

incorrecta o incompleta. Esta limpieza nos dará la seguridad de que el análisis del sector 

energético será lo más preciso, coherente y válido posible.  

 

En primer lugar, se ha modificado el nombre de las variables del dataset original 

y se ha observado el número de valores “Not Available” (NA en adelante) que existe en 

cada uno de los campos, como se representa la Tabla 1.  

 

Tabla 1. Valores NA (Not Available) de cada una de las variables del conjunto original. 

Variable Valores NA 

País (Country) 0 

Año (Year) 105 

Acceso Electricidad (A_Electricty_PercP)  115 

Acceso Fuentes Renovables (A_CleanFuelsCooking_PercP)  274 

Capacidad de Generar Energía Renovable (Ren_Gen_Cap_PerCap)  1015 

Flujos Financieros (Fin_Flows_USD) 2120 

Cuota de Energía Renovable (RenShare_TotEnergyConsump)  294 

Electricidad de Combustibles Fósiles (Electricity_FossilFuels_TWh) 126 

Electricidad Nuclear (Electricity_Nuclear_TWh) 231 

Electricidad Renovable (Electricity_Ren_TWh)  126 

Porcentaje Electricidad Baja Emisión (Electricity_LowCarbon_Perc) 147 

Consumo Energía Primaria Per Cápita (Energy_Consump_KWhPC) 105 

Nivel de Intensidad Energética (Energy_IntLevel_PrimE)  307 

Emisiones CO2 Per Cápita (CO2Emissions_TonsPerCap) 528 

Proporción Energía Renovable de Primaria (Ren_PercEquiv_PrimE) 2179 

Crecimiento anual del PIB (GDPGrowth_AnPerc)  422 

PIB Per Cápita (GDP_PerCap) 387 

Densidad de Población (Pop_Density)  106 

Superficie (Land_Area_Km2)  106 

Latitud (Latitude)  106 

Longitud (Longitude) 
 

Fuente: Elaboración propia. 
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A pesar de que la mayoría de variables no superan los 300 valores NA, existen 

algunas donde este número es muy elevado y puede afectar la calidad de los resultados 

del análisis. Para evitar esto, se ha llevado a cabo un análisis comparativo entre dos 

conjuntos de datos diferentes. A lo largo de todo el proyecto, se hará una comparación 

entre ambos conjuntos de datos y se referirá al primer conjunto como “conjunto original” 

donde se incluyen todas las variables y al segundo como “conjunto seleccionado” que 

está compuesto por 18 variables al haberse excluido las tres variables con más valores 

NA: Proporción Energía Renovable de Primaria (Ren_PercEquiv_PrimE), Flujos 

Financieros (Fin_Flows_USD) y Capacidad de Generar Energía Renovable 

(Ren_Gen_Cap_PerCap). A la hora de omitir los valores NA y eliminar todas aquellas 

filas con algún valor faltante, se obtiene que el conjunto de datos original presenta una 

reducción más significativa en el número de observaciones, manteniendo un total de 324 

observaciones como consecuencia de contar con más valores NA. En el otro conjunto de 

datos que contiene menos variables y menos valores NA, existen un total de 2768 

observaciones. 

 

2. Descripción de las variables 

 

 

Las variables que forman parte de esta base de datos cubren aspectos como la 

generación de energía a partir de fuentes renovables y no renovables, indicadores 

económicos clave y otros factores geográficos para comprender el sector energético y su 

evolución hacia una alternativa más sostenible. La base de datos cuenta con 21 variables 

donde se encuentran las siguientes: 

 

- País (country): variable de tipo carácter (chr) que contiene el nombre del país. 

- Año (year): variable de tipo entero (int) que indica el año. 

- Acceso Electricidad (A_Electricty_PercP): variable de tipo numérico (num) que 

refleja el porcentaje de la población que tiene acceso a la electricidad. 

- Acceso Fuentes Renovables (A_CleanFuelsCooking_PercP): variable de tipo 

numérico (num) que representa el porcentaje de la población que utiliza 

combustibles de fuentes renovables únicamente para cocinar.  
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- Capacidad de Generar Energía Renovable (Ren_Gen_Cap_PerCap): variable de 

tipo numérico (num) que indica la capacidad de generar energía renovable por 

persona medido en vatios per capita (W/persona).  

- Flujos Financieros (Fin_Flows_USD): variable de tipo numérico (num) que 

muestra el total de flujos financieros destinados a países en desarrollo para 

proyectos de energía renovable, medido en dólares. 

- Cuota de Energía Renovable (RenShare_TotEnergyConsump): variable de tipo 

numérico (num) que indica el porcentaje de energías renovables en el consumo 

total de energía. 

- Electricidad de Combustibles Fósiles (Electricity_FossilFuels_TWh): variable de 

tipo numérico (num) que muestra la cantidad de electricidad generada de 

combustibles fósiles, donde se incluyen carbón, petróleo y gas, medido en 

teravatios-hora.  

- Electricidad Nuclear (Electricity_Nuclear_TWh): variable de tipo numérico 

(num) que recoge información sobre la cantidad de electricidad generada a partir 

de energía nuclear medido en teravatios-hora.  

- Electricidad Renovable (Electricity_Ren_TWh): variable de tipo numérico (num) 

que representa la cantidad de electricidad generada a partir de fuentes renovables, 

donde se incluyen hidráulica, solar, eólica, geotérmica, hidroeléctrica y oceánica, 

medido en teravatios-hora.  

- Porcentaje Electricidad Baja Emisión (Electricity_LowCarbon_Perc): variable de 

tipo numérico (num) que representa el porcentaje de electricidad proveniente de 

fuentes de energía bajas en emisión de carbono, donde encontramos las fuentes de 

energía nuclear y renovables.  

- Consumo Energía Primaria Per Cápita (Energy_Consump_KWhPC): variable de 

tipo numérico (num) que indica el consumo total de energía primaria por persona, 

medido en kilovatios-hora. 

- Nivel de Intensidad Energética (Energy_IntLevel_PrimE): variable de tipo 

numérico (num) que muestra el uso de energía por unidad del Producto Interior 

Bruto (PIB en adelante) medido en paridad de poder adquisitivo (USD 2011). 
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- Emisiones CO2 Per Cápita (CO2Emissions_TonsPerCap): variable de tipo 

numérico (num) que representa la cantidad de emisiones de carbono por persona 

medido en toneladas métricas. 

- Proporción Energía Renovable de Primaria (Ren_PercEquiv_PrimE): variable de 

tipo numérico (num) que recopila información sobre la proporción de energía 

producida a partir de fuentes renovables en relación con la cantidad total de la 

energía primaria utilizada.  

- Crecimiento anual del PIB (GDPGrowth_AnPerc): variable de tipo numérico 

(num) que muestra la tasa de crecimiento anual del PIB medido en porcentaje y 

basado en la moneda local. 

- PIB Per Cápita (GDP_PerCap): variable de tipo numérico (num) que representa 

el PIB por persona. 

- Densidad de Población (Pop_Density): variable de tipo entero (int) que refleja la 

densidad de población medido en personas por kilómetro cuadrado. 

- Superficie (Land_Area_Km2): variable de tipo entero (int) que refleja la 

superficie terrestre total medido en kilómetros cuadrados. 

- Latitud (Latitude): variable de tipo numérico (num) que indica la latitud del país 

en grados decimales. 

- Longitud (Longitude): variable de tipo numérico (num) que representa la longitud 

del país en grados decimales. 

 

3. Análisis descriptivo de las variables 

 

La estadística descriptiva consiste en describir, examinar y resumir la información 

recopilada para obtener características relevantes de un conjunto de datos. El objetivo 

principal de llevar a cabo este análisis descriptivo es obtener una visión general 

explorando la base de datos y obtener información relevante sobre las variables. Este 

análisis se ha realizado para ambos conjuntos de datos excluyendo las variables Country 

y Year del estudio al proporcionar información ya conocida sin necesidad de llevar a cabo 

un estudio más exhaustivo.   

 

De manera general, se ha llevado a cabo el resumen de las distintas variables para 

conocer medidas como la tendencia central, la posición relativa y los valores máximos y 
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mínimos que estas pueden tomar. La herramienta utilizada para hacer el análisis ha sido 

R Studio. La diferencia más significativa entre ambas síntesis, la del conjunto original y 

la del conjunto seleccionado de datos, es la disparidad entre los resultados que se 

obtienen. Esto se debe a la diferencia entre el número de observaciones que hay en cada 

uno de ellos. Dicho con otras palabras, se justifica por la variación en la cantidad de 

registros que forman cada conjunto, haciendo que las medidas estadísticas se vean 

influenciadas.  

 

Sin embargo, a pesar de las diferencias ya mencionadas, se puede observar una 

consistencia y coherencia entre ellos en la distribución de los datos. La disposición 

relativa de los datos y la distribución se mantienen uniformes en ambos conjuntos de 

datos (Anexo 2 y Anexo 3). Cuando una variable tiene una distribución asimétrica en el 

primer conjunto, también la tendrá en el segundo. Por ejemplo, la variable 

“Electricity_LowCarbon_Perc” tiene una asimetría positiva en ambos conjuntos de datos.  

 

Comparando los histogramas de ambos conjuntos en la Figura 1 y la Figura 2, se 

puede confirmar la consistencia de los datos en términos de distribución. La mayoría de 

las variables se distribuyen asimétricamente, lo que indica que las observaciones se 

concentran más en los extremos, bien sean los inferiores o superiores dependiendo del 

tipo de asimetría. Esto difiere de la distribución normal o gaussiana, caracterizada por una 

frecuencia menor en las colas o extremos del histograma y mayor en el centro o la media 

de los datos. Además, la moda, la mediana y la media tienen valores iguales. La variable 

Crecimiento Anual PIB (GDPGrowth_AnPerc) se distribuye como una normal, donde la 

media y la mediana son prácticamente iguales, y la representación gráfica en el 

histograma respalda esta similitud.  
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Figura 1. Histogramas de variables del conjunto original de datos 

 

Fuente: Elaboración propia. 

 

Las variables de Electricidad generada a partir de combustibles fósiles 

(Electricity_FossilFuels_TWh) y Electricidad generada a partir de renovables 

(Electricity_Ren_TWh) y Electricidad generada a partir de nuclear 

(Electricity_Nuclear_TWh) son un ejemplo claro de asimetría puesto que la media es 

significativamente mayor que la mediana indicando que la asimetría es positiva. Variables 

como Electricidad Baja Emisión (Electricity_Low_Carbon_Perc), PIB Per Cápita 

(GDP_Per_Cap) e Intensidad Energética por PIB (Energy IntLevel_PrimE) también 

presentan una distribución de estas características. La Figura 1 y la Figura 2 ilustran que 

existe una asimetría pronunciada hacia la derecha en esas variables. Al contrario, otras 

variables como Acceso a Electricidad (A_Electricity_PercP) y Acceso Fuentes 

Renovables (A_CleanFuelsCooking_PercP) presentan una distribución asimétrica 

negativa donde la mayoría de los valores toman valores altos, haciendo que la media sea 

menor que la mediana.  
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Figura 2. Histogramas de variables del conjunto seleccionado de datos 

 

Fuente: Elaboración propia. 

 

Con el objetivo de complementar la información obtenida a través de los histogramas, 

se han representado diagramas de caja o boxplots que muestran gráficamente información 

sobre la dispersión y los valores atípicos, más conocidos como outliers, y pueden definirse 

como un subconjunto de observaciones cuyos valores se consideran inconsistentes o 

inusuales con el resto de las observaciones. Debe existir un conjunto de observaciones 

que se considere regular o típico donde poder identificar aquellos valores que se desvían 

de la norma (Sim, Gan, & Chang, 2005). 

 

La mediana representa el valor central de todo el conjunto de datos y lo divide en 

dos partes iguales en términos de cantidad de observaciones. Las variables Acceso 

Electricidad, Acceso Fuentes Renovables y Longitud presentan una mediana cercana a la 

parte superior de la caja, lo que indica que la mayoría de los datos se encuentran en el 

extremo superior siendo una distribución asimétrica hacia la izquierda, confirmando así 

la información extraída de los histogramas. Del mismo modo, la variable Crecimiento 

Anual PIB posee una distribución normal y el resto de las variables una distribución 

asimétrica hacia la izquierda (Anexo 4 y Anexo 5). 
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Algunas dimensiones presentan valores atípicos u outliers que se encuentran por 

encima de los límites representados por lo bigotes del diagrama de caja. Al encontrarse 

por encima de los valores máximos o mínimos, se consideran desviados del resto de datos. 

Es el caso de las variables Electricidad generada a partir de combustibles fósiles 

(Electricity_FossilFuels_TWh) y Electricidad generada a partir de renovables 

(Electricity_Ren_TWh) y Electricidad generada a partir de nuclear 

(Electricity_Nuclear_TWh) donde presentan valores atípicos en el extremo superior. 

Estos outliers pueden ser la causa por la que la distribución de estas dimensiones es 

altamente positiva. Otros casos similares a estos son las variables Electricidad Baja 

Emisión (Electricity_Low_Carbon_Perc), PIB Per Cápita (GDP_Per_Cap) e Intensidad 

Energética por PIB (Energy IntLevel_PrimE). A pesar de que en muchos casos se decide 

eliminar los outliers, esta omisión no representaría la realidad del sector energético. Por 

eso mismo, los outliers se mantendrán y se tendrán en cuenta para el análisis posterior.  

 

 Además, se ha analizado la relación que existe entre las variables. La correlación 

indica la dirección y la fuerza de asociación o relación lineal entre las variables. Si la 

correlación es positiva, las variables se desplazan en la misma dirección. Es decir, si una 

aumenta, la otra también tiende a aumentar y viceversa. Por el contrario, si la correlación 

es negativa, las variables se dirigen a direcciones contrarias.  

 

 Existen algunas diferencias en la correlación entre los dos conjuntos de datos. Las 

correlaciones entre las variables del conjunto de datos originales son más fuertes y 

negativas que las del otro conjunto. Esta diferencia afectará al Análisis de las 

Componentes Principales ya que cuanta más correlación exista entre las variables, más 

información o varianza se explicará (Anexo 6 y Anexo 7).  
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3. ANÁLISIS DE COMPONENTES PRINCIPALES 

 

1. Reducción de dimensionalidad: motivos y finalidad 

 

En conjuntos de datos con muchas variables, la cantidad de dimensiones puede 

dificultar el análisis, aumentar las necesidades computacionales y complicar la 

visualización de los datos. Además, muchas de esas variables pueden estar altamente 

correlacionadas entre ellas o aportar información redundante al análisis. Reduciendo este 

tipo de campos no solo se preserva la información relevante y se mantiene la varianza, 

sino que se consigue superar la maldición de la dimensionalidad. Existen múltiples 

métodos de reducción de dimensionalidad como mapas de difusión, Análisis Factorial 

método de Incrustación Localmente Lineal (LLE, por sus siglas en inglés) y Análisis de 

Componentes Principales (PCA, por sus siglas en inglés) además de sus variantes como 

el Análisis de Componentes Simples, entre otros. La base de estos métodos es la 

reducción de la estructura inicial con n dimensiones a otra estructura más pequeña a partir 

de esas variables originales con m dimensiones, siendo m<n (Rousson & Gasser, 2004).  

 

El objetivo principal de realizar PCA es la reducción de información redundante al 

haber variables que están muy correlacionadas entre ellas llegando a valores máximos, 

positivos y negativos. Por ejemplo, las variables “Electricidad de Combustibles Fósiles” 

(Electricity_FossilFuels_TWh) y “Emisiones CO2 Per Cápita” 

(CO2Emissions_TonsPerCap) para ambos dataset están altamente correlaciones ya que 

ambas indican el nivel de energía no renovable (Anexo 6 y Anexo 7).  

 

Para la elección del método de reducción de dimensionalidad, se ha realizado una 

comparativa entre tres técnicas comunes que son el Análisis de Componentes Principales, 

Análisis Factorial y t-SNE (por su nombre en inglés t-distributed Stochastic Neighbor 

Embedding), tal y como se muestra en la Tabla 2.  

 

 

 

 

 



 

13 

 Tabla 2. Comparativa entre diferentes métodos de reducción de dimensionalidad 

Método de  Definición Ventajas Limitaciones 

Análisis de 

Componentes 

Principales 

(PCA) 

Permite crear 

variables sintéticas a 

partir de 

combinaciones 

lineales de las 

originales.  

- Mantiene las 

características de las 

variables 

- Rápida ejecución 

- La información o 

varianza que se retiene 

es alta 

- En algunos casos 

los resultados 

pueden ser poco 

satisfactorios en 

modelos de 

regresión y 

clasificación  

- Dificultad de 

interpretación de 

las variables 

sintéticas 

- Los outliers pueden 

modificar el 

resultado 

-  

Análisis 

factorial 

Permite conocer las 

relaciones intrínsecas 

entre las diferentes 

variables a partir de 

correlaciones para 

identificar aquellas 

que explican la mayor 

parte de los datos  

- Información 

simplificada 

- Fácil interpretación 

- Pérdida de varianza 

no compartida 

entre las variables 

al centrarse en la 

común, perdiendo 

así información 

relevante 

t-SNE  Permite visualizar 

muchas dimensiones 

de datos en mapas 

bidimensionales o 

tridimensionales 

- Los outlier no afectan 

en el modelo 

- Gran esfuerzo 

computacional 

- La reducción está 

limitada a 2 o 3 

dimensiones 

Fuente: Adaptado de Morris & Opazo (s.f.).  

 

Tras la comparación, se ha escogido el Análisis de Componentes Principales como 

el método de reducción de dimensionalidad por sus ventajas, a destacar la fácil ejecución 

y poco esfuerzo computacional. Además, porque explica gran parte de la información del 

conjunto de datos inicial al mantener las relaciones entre las variables. Por otro lado, el 

análisis factorial es una técnica que identifica las correlaciones entre variables por lo que 

gran parte de la información puede ser perdida y, por el contrario, t-SNE es una técnica 

compleja con gran esfuerzo computacional y limitada en el número de dimensiones.  

 

El Análisis de Componentes Principales es una técnica de aprendizaje no 

supervisado que permite reducir el número de variables, que están correlacionadas, y 

crear combinaciones lineales normalizadas de las variables originales independientes 

entre sí, generando un conjunto de componentes principales que mantiene la mayor 

información o varianza posible. Sin embargo, además de las mencionadas previamente, 
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esta técnica también presenta otras limitaciones que se deben de tener en cuenta antes de 

realizar el análisis. Los análisis clásicos de reducción de dimensionalidad, como PCA, se 

basan en priorizar distancias entre puntos más separados en el espacio, es decir, en 

distancias más grandes. Por lo tanto, no se capturan las relaciones de todos los puntos en 

su totalidad especialmente aquellos que se encuentran cerca en el espacio de datos, 

preservando la estructura global de estos frente a la estructura local (Park & Zhao, 2019). 

Estas limitaciones pueden tener un impacto negativo en la representación del nuevo 

espacio de datos y afectar al posterior análisis.   

 

2. Proceso de aplicación del Análisis de Componentes Principales 

 

El análisis se ha realizado sobre los diferentes conjuntos de datos con la 

herramienta R Studio. Antes de aplicar PCA, es necesario centrar y estandarizar las 

variables para que estén medidas en las mismas unidades y tengan la misma importancia 

en términos de variabilidad. De no hacerlo, las variables con escalas de datos más altas 

en comparación con el resto tendrían más peso, como puede ser el caso de Flujos 

Financieros (Fin_Flows_USD). Esta técnica solo es aplicable a variables numéricas por 

lo que, de nuevo, se excluyen las variables Year y Country del análisis. Además, también 

se ha excluido la variable Cuota de Energía Renovable (RenShare_TotEnergyConsump) 

ya que es la variable target u objetivo que se pretende predecir.  

 

En primer lugar, se ha aplicado PCA en el conjunto original donde se han obtenido 

18 componentes principales, uno para cada variable original excluyendo las tres variables 

previamente indicadas. En la matriz de los scores (Anexo 8), cada columna corresponde 

a un componente principal y las filas a las variables originales, que se obtienen a partir de 

la combinación lineal de los datos escalados y la matriz de vectores de carga (loading 

vectors en inglés). La matriz de los scores indica la proyección de las variables originales 

en las componentes principales. La matriz de loading vectors (Anexo 9), se basa en los 

autovectores de la matriz de covarianza de los datos originales, cuyos valores representan 

el peso o dirección de cada variable original en la formación de las componentes 

principales. A su vez, los autovalores asociados a estos autovectores muestran la varianza 

retenida por cada variable sintética. Estos valores están ordenados de tal manera que la 

primera componente principal es aquella cuyo autovalor o dirección recoge la mayor 
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varianza. Además, estas direcciones son ortogonales o perpendiculares entre sí lo que 

indica que la siguiente componente principal (PC2) recoge la siguiente mayor varianza 

que no está correlacionada con la primera componente principal (Gil Martínez, 2018). A 

continuación, se ha examinado si los datos obtenidos son los correctos a partir de tres 

características de PCA: las componentes principales son independientes entre sí, es decir, 

existe una correlación nula entre las variables sintéticas (Figura 3), los loading vectors 

son ortogonales obteniendo que el producto escalar de las dos primeras componentes 

principales es cero, y la suma de las varianzas de las nuevas variables es igual a la suma 

de las varianzas de las variables originales estandarizadas.  

 

Figura 3. Matriz de correlación de las componentes principales del conjunto de 

datos originales 

 

Fuente: Elaboración propia. 

 

El número óptimo de componentes principales que se deben retener debe ser 

menor al número total de variables originales. Para establecer cuantas componentes 

principales se deben escoger, se analiza la proporción de varianza explicada de cada uno 

de estos componentes principales. Para las primeras variables sintéticas, la proporción de 

varianza explicada es mayor que para el resto de las componentes principales, 

representado en la Tabla 3, ya que los loading vectors están ordenados de tal manera que 

la primera componente principal recoja la mayor varianza.  
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Tabla 3. Proporción de varianza explicada de las componentes principales del 

conjunto de datos original 

PC1 PC2 PC3 PC4 PC5 PC6 PC7 PC8 PC9 

0,2668 0,2427 0,1897 0,0646 0,0569 0,0469 0,0358 0,0306 0,0196 

PC10 PC11 PC12 PC13 PC14 PC15 PC16 PC17 PC18 

0,0161 0,0107 0,0069 0,0048 0,0043 0,0021 0,0007 0,0005 0,0001 

Fuente: Elaboración propia. 

 

Sin embargo, la proporción de la varianza explicada no es muy elevada en las 

variables sintéticas, donde el mayor valor es de 0,2668. Esto indica que la primera 

componente principal explica el 26,68% de la información. Además, tal y como se ha 

indicado una de las limitaciones del análisis PCA es que es sensible a outliers. Cuanta 

más alta es la correlación, más información redundante existe entre las variables y la 

combinación de ellas explicaría gran parte de la varianza. En cuanto a la proporción de la 

varianza explicada, se obtiene la cantidad de información acumulada por las primeras 

componentes principales. Se obtiene a partir de los autovalores. Las tres primeras 

componentes principales explican casi el 70% de la información del conjunto, tal y como 

representa la Tabla 4.  

 

Tabla 4. Proporción de varianza explicada acumulada de las componentes 

principales del conjunto de datos original 

PC1 PC2 PC3 PC4 PC5 PC6 PC7 PC8 PC9 

0,2668 0,5096 0,6993 0,7639 0,8208 0,8678 0,9036 0,9342 0,9538 

PC10 PC11 PC12 PC13 PC14 PC15 PC16 PC17 PC18 

0,9698 0,9805 0,9874 0,9922 0,9965 0,9987 0,9994 0,9999 1,00 

Fuente: Elaboración propia.  

 

Para determinar el número óptimo de componentes principales, se ha escogido el 

método de la Regla del codo por su fácil interpretación y poco gasto computacional al no 

tener que añadir parámetros en comparación con otros métodos como Validación 

Cruzada. Esta regla consiste en encontrar el punto en el que la proporción de varianza 

explicada de las dimensiones disminuye, creando así una forma de “codo”, de donde 

proviene el nombre. En el gráfico de sedimentación de la Figura 4 se observa que hay una 
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disminución significativa en la pendiente de la varianza explicada en la cuarta 

componente principal. Siguiendo este método, se debería escoger las tres primeras 

componentes principales. Esto recogería casi el 70% de la información explicada. 

Además, en el gráfico de Proporción de Varianza Explicada (PVE) Acumulada de la 

Figura 4 también representa como el crecimiento de la proporción de varianza explicada 

se ralentiza y se vuelve más estable a partir de la tercera componente principal.  

 

Figura 4. Sedimentación y proporción de varianza explicada acumulada de las 

componentes principales del conjunto de datos original. 

 

Fuente: Elaboración propia. 

 

De las 18 variables iniciales, se escogen 3 componentes principales ya que estas 

dimensiones recogen la gran mayoría de las características de los datos. Para conocer 

cómo se componen las componentes principales, se observan los loading vectors de la 

Tabla 5, que indica el peso de las variables en cada una de las dimensiones. Los loading 

vectors negativos indican que hay una relación inversa entre la variable y la componente 

principal, mientras que los valores positivos reflejan una correlación directa.  
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Tabla 5. Loading vectors para las tres primeras componentes principales del 

conjunto de datos original. 

Variable PC 1 PC 2 PC 3 

Acceso Electricidad (A_Electricty_PercP)  -0,12 -0,34 0,03 

Acceso Fuentes Renovables 

(A_CleanFuelsCooking_PercP)  

-0,01 -0,43 0,08 

Capacidad de Generar Energía Renovable 

(Ren_Gen_Cap_PerCap)  

-0,04 0,07 -0,04 

Flujos Financieros (Fin_Flows_USD) 0,12 0,30 -0,34 

Electricidad de Combustibles Fósiles 

(Electricity_FossilFuels_TWh) 

-0,43 0,07 -0,09 

Electricidad Nuclear (Electricity_Nuclear_TWh) -0,40 0,04 -0,14 

Electricidad Renovable (Electricity_Ren_TWh)  -0,40 0,07 -0,23 

Porcentaje Electricidad Baja Emisión 

(Electricity_LowCarbon_Perc) 

0,12 -0,06 -0,48 

Consumo Energía Primaria Per Cápita 

(Energy_Consump_KWhPC) 

-0,20 -0,29 0,19 

Nivel de Intensidad Energética (Energy_IntLevel_PrimE)  -0,21 -0,02 0,29 

Emisiones CO2 Per Cápita (CO2Emissions_TonsPerCap) -0,43 0,07 -0,10 

Proporción Energía Renovable de Primaria 

(Ren_PercEquiv_PrimE) 

0,10 -0,06 -0,48 

Crecimiento anual del PIB (GDPGrowth_AnPerc)  -0,12 0,13 0,06 

PIB Per Cápita (GDP_PerCap) -0,08 -0,37 -0,12 

Densidad de Población (Pop_Density)  -0,00 0,43 -0,01 

Superficie (Land_Area_Km2)  -0,31 -0,05 -0,27 

Latitud (Latitude)  -0,14 0,17 0,25 

Longitud (Longitude) -0,16 0,34 0,19 

Fuente: Elaboración propia. 

 

En cuanto a la primera componente principal, los loading vectors con mayor valor 

absoluto son negativos y se encuentran las variables “Electricidad de Combustibles 

Fósiles”, “Electricidad Renovable” y “Emisiones de CO2 Per Cápita”, lo cual puede 

indicar una dimensión que captura el desarrollo energético al integrar electricidad 

renovable y no renovable. A pesar de que la interpretación es algo contradictoria al tener 

las variables la misma dirección de los autovectores, se podría decir que países con un 

alto valor de PC 1 representan mayor dependencia de energías no renovables.  

 

Para la segunda componente principal, destaca “Densidad de Población” con un 

vector de carga mayor a 0,40, y valores negativos en las variables “Acceso a Electricidad” 

y “Consumo de Energía Primaria Per Cápita”. Esta componente principal indica que el 

acceso a la energía es menor cuando existe mayor densidad de población. Por lo que, 
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países con un PC 2 menor serán aquellos que tengan mayor acceso y consumo de 

electricidad.  

 

Por último, los loading vectors más relevantes para PC 3 son “Latitud” y 

“Consumo de Energía Primaria” con un valor positivo y “Electricidad Renovable” con 

una relación negativa. Por lo que esta dimensión captura la relación entre factores 

geográficos y consumo de energía. Los países con valores altos de PC 3 pueden mostrar 

un mayor consumo de energía causado por dimensiones geográficas como latitud. Por el 

contrario, los países con un menor valor en esta componente principal indican que existe 

más electricidad renovable.  

 

 En relación con el conjunto de datos seleccionado, se ha aplicado el Análisis de 

Componentes Principales siguiendo la misma metodología que en el caso anterior. De 

igual manera, se han excluido las variables categóricas por condición del análisis y, dado 

que este conjunto de datos contiene un menor número de variables en comparación con 

el original, se obtendrán menos componentes principales, una para cada atributo.  

 

Se ha obtenido la matriz de los scores (Anexo 10) y la matriz de loading vectors 

(Anexo 11) que describen las características de las componentes principales. Por un lado, 

las proyecciones de los datos originales o combinaciones lineales de los loading vectors 

y los datos originales y, por otro lado, esos vectores de carga que representan la dirección 

donde las componentes principales explican una mayor varianza.  

 

 En cuanto a la proporción de varianza explicada de las componentes principales, 

se observa en la Tabla 6, que la primera componente principal explica el 28,3% de los 

datos y la segunda el 19%. Sin embargo, esta explicación de la varianza disminuye 

significativamente en la tercera componente principal con un valor de 8,9%. 
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Tabla 6. Proporción de varianza explicada de las componentes principales del 

conjunto de datos seleccionado 

PC1 PC2 PC3 PC4 PC5 PC6 PC7 PC8 

0,2827 0,1909 0,0893 0,0854 0,0642 0,0605 0,0541 0,0470 

PC9 PC10 PC11 PC12 PC13 PC14 PC15  

0,0418 0,0333 0,0231 0,0122 0,0081 0,0071 0,0005  

       Fuente: Elaboración propia. 

 

 Es por eso por lo que la proporción de varianza explicada acumulada recoge el 

47,3% de la varianza total en las dos primeras componentes principales, tal y como se 

muestra en la Tabla 7. La varianza explicada de este conjunto de datos seleccionado es 

menor en comparación con el original, es decir, se necesitan más dimensiones para poder 

capturar la misma información. Esto ocurre porque las variables están más 

correlacionadas en los datos originales lo que hace que las direcciones en las que se 

mueven las variables sean similares, compartiendo así gran cantidad de información entre 

ellas.  

 

Tabla 7. Proporción de varianza explicada acumulada de las componentes 

principales del conjunto de datos seleccionado 

PC1 PC2 PC3 PC4 PC5 PC6 PC7 PC8 

0,2827 0,4736 0,5623 0,6482 0,7125 0,7729 0,8271 0,8741 

PC9 PC10 PC11 PC12 PC13 PC14 PC15  

0,9158 0,9491 0,9722 0,9843 0,9924 0,9995 1,00  

       Fuente: Elaboración propia 

 

En cuanto al gráfico de sedimentación se observa como hay una caída entre la 

segunda y la tercera componente principal después de la cual la curva empieza a 

aplanarse. En relación con el gráfico de PVE Acumulada, se observa como a partir del 

tercer punto el incremento por la varianza explicada es menor. Se ha decidido escoger las 

tres primeras componentes principales a pesar de que la regla del codo indique escoger 

únicamente los dos primeros. Esto es porque a pesar de que la varianza explicada por la 

tercera componente principal sea baja, aporta más información del conjunto de datos, 

alcanzando así el 56% de PVE Acumulada. Además, no se pretende obtener un modelo 
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muy simple sino un modelo completo para realizar posteriormente análisis de modelos 

supervisados. 

 

Figura 5. Sedimentación y PVE Acumulada de las componentes principales del 

conjunto de datos seleccionado 

 

Fuente: Elaboración propia 

 

 Del mismo modo que en el conjunto de datos original, se han analizado los loading 

vectors de las tres componentes principales para identificar de qué variables se componen, 

y comprender lo que indican cada una, tal y como se muestra en la Tabla 8.  
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Tabla 8. Loading vectors para las tres primeras componentes principales del conjunto de 

datos seleccionado 

Variable PC 1 PC 2 PC 3 

Acceso Electricidad (A_Electricty_PercP)  0,25 -0,39 0,14 

Acceso Fuentes Renovables (A_CleanFuelsCooking_PercP)  0,26 -0,42 0,07 

Electricidad de Combustibles Fósiles (Electricity_FossilFuels_TWh) 0,40 0,28 0,03 

Electricidad Nuclear (Electricity_Nuclear_TWh) 0,33 0,13 0,06 

Electricidad Renovable (Electricity_Ren_TWh)  0,39 0,25 0,04 

Porcentaje Electricidad Baja Emisión (Electricity_LowCarbon_Perc) -0,03 0,08 -0,04 

Consumo Energía Primaria Per Cápita (Energy_Consump_KWhPC) 0,25 -0,32 -0,35 

Nivel de Intensidad Energética (Energy_IntLevel_PrimE) -0,03 0,15 -0,59 

Emisiones CO2 Per Cápita (CO2Emissions_TonsPerCap) 0,39 0,29 0,02 

Crecimiento anual del PIB (GDPGrowth_AnPerc) -0,04 0,12 -0,38 

PIB Per Cápita (GDP_PerCap) 0,26 -0,34 -0,16 

Densidad de Población (Pop_Density) 0,01 -0,09 0,09 

Superficie (Land_Area_Km2) 0,33 0,26 0,03 

Latitud (Latitude) 0,20 -0,29 -0,21 

Longitud (Longitude) -0,03 0,07 -0,52 

Fuente: Elaboración propia 

 

 En relación con la primera componente principal, parece indicar el nivel de 

consumo de energía y de electricidad, tanto de fuentes fósiles como renovables junto con 

medidas de desarrollo económico al haber variables como PIB con loadings vectors altos.   

 

 La segunda componente principal se compone de la variable “Emisiones de CO2 

Per Cápita”, “Electricidad de Combustibles Fósiles” y “Electricidad Renovable” con 

loading vectors positivos, y de variables con vectores de carga negativos como “Acceso 

a Electricidad” y “PIB Per Cápita”. Este componente principal indica la relación entre el 

nivel de electricidad con el desarrollo económico que permite acceder a fuentes de 

energía.  

  

La última componente principal se compone principalmente de variables con 

loading vectors negativos “Nivel de Intensidad energética”, “Consumo Energía Primaria 

Per Cápita” y “Longitud”. La variable con un valor positivo remarcable es “Acceso a la 



 

23 

Electricidad”. Esta relación puede indicar el nivel de uso energético con la disponibilidad 

de la electricidad.  

 

Para ambos conjuntos de datos se seleccionan las tres componentes principales ya 

que capturan la mayoría de las características de las variables. Sin embargo, la proporción 

de varianza explicada es mayor para el conjunto de datos original que para el seleccionado 

con una diferencia del 13%. Esto indica que las tres componentes principales del conjunto 

de datos original explican más la información de la totalidad de las variables que lo que 

hace el dataset seleccionado. La mayoría de las dimensiones tienen un loading vector en 

valor absoluto elevado en alguna de las tres componentes principales por lo que es 

complicado identificar cuáles son las que más influyen en variable de Cuota de Energía 

Renovable. Para ello, se realizará un modelo de regresión múltiple a lo largo del presente 

Trabajo de Fin de Grado. 
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4. ANÁLISIS DE REDES NEURONALES 

 

1. Motivos y finalidad  

 

Existen diferentes modelos de aprendizaje automático para resolver problemas de 

regresión. Algunos de estos modelos predictivos son los árboles de regresión y los 

modelos de regresión. Dentro de las aplicaciones de las redes neuronales se encuentra la 

capacidad de predecir datos. Además, las redes neuronales ofrecen ventajas como la 

capacidad de captar relaciones no lineales en los datos y ser más flexibles. Sin embargo, 

el tiempo de aprendizaje es elevado y no son fáciles de interpretar lo que aprende la red, 

simplemente los resultados (Rivera, 2003; Basogain, s.f.). Entre los diferentes modelos 

de predicción existen los arboles de regresión que consisten en dividir los datos mediante 

un criterio de partición en grupos homogéneos hasta obtener uno más pequeño (Serna 

Pineda, 2009). Por otro lado, también existen los modelos de regresión que pretenden 

explicar las relaciones entre variables o estimar valores futuros que puede tomar una 

variable en función de otra, es decir, predecir. Son modelos fáciles de aplicar e interpretar, 

sin embargo, solo identifican relaciones lineales entre las observaciones (Moral, 2006).  

 

La finalidad principal del uso de redes neuronales es conseguir uno de los 

objetivos principales del presente Trabajo de Fin de Grado, que es la predicción de los 

niveles de energía renovable en el futuro, de acuerdo con datos históricos.  Se ha escogido 

predecir la variable “Cuota de Energía Renovable” que mide el porcentaje de energías 

verdes frente al total de energías. No solo se busca evaluar la generación de electricidad 

renovable, sino el uso real de la misma que como contrapartida evita que se utilicen 

energías provenientes de combustibles fósiles.  

 

2. Conceptos básicos  

 

“Una red neuronal artificial es un sistema de procesamiento de información que 

tiene ciertas características de desempeño en común con las redes neuronales biológicas”. 

Se caracterizan por la arquitectura que conecta las neuronas, por el ajuste de los pesos de 
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las conexiones a través de logaritmos de entrenamiento y por la función de activación. 

(Fausett, 1994:3)   

 

El nodo o neurona es la menor unidad dentro de la arquitectura de la red neuronal 

artificial, pudiendo ser de entrada, de salida u oculta dependiendo de sus conexiones. En 

cuanto a las neuronas de entrada, son las que reciben señales de datos provenientes del 

entorno; las de salida transmiten su información fuera del sistema; y las ocultas se 

encuentran entre las dos anteriores, recibiendo entrada de datos y emitiendo señales a las 

siguientes capas de neuronas (Flórez López y Fernández Fernández, 2008). 

 

Figura 6. Arquitectura de una red neuronal 

 

Fuente: Flórez López y Fernández Fernández (2008). Tipos de neuronas 

 

Según IBM (s.f.), los modelos de machine learning, están formados por capas de 

neuronas que se conectan entre sí. Cada nodo es similar a una regresión lineal, que procesa 

información y transmite señales a otros nodos. A su vez, estos nodos están formados por 

los siguientes elementos principales: 

o Entradas (Inputs): es toda la información de entrada que recibe cada nodo del 

nodo anterior (salidas de otro nodo), o en caso de ser la primera capa, los datos 

de entrada.  

o Pesos: a cada entrada se le asigna un peso que es la importancia o influencia de 

esa entrada en la salida del nodo. Estos pesos son ajustables y se suelen 

modificar en el entrenamiento de la red.  

o Bias: es un valor adicional a los valores de entrada y que se incluye en la suma 

ponderada que hará la neurona. 



 

26 

o Función de suma: el nodo o neurona calcula una suma ponderada de las 

entradas, en función de los pesos e incluyendo el sesgo. 

o Función de Activación: es una función matemática, normalmente no lineal, de 

la suma de ponderaciones, que va a determinar la salida. 

o Salida (Outputs): es el resultado de la función de activación. Si pasa el umbral 

definido, el nodo se activa y será la entrada para los nodos posteriores o la salida 

final si el nodo está en la última capa.  

 

Una de las características esenciales de las redes neuronales es el aprendizaje, que 

“puede definirse como el proceso por el cual una red neuronal crea, modifica o destruye 

sus conexiones en respuesta a una información de entrada” (Flórez López y Fernández 

Fernández, 2008:31). En el momento de formación de la red neuronal, los pesos se 

establecen aleatoriamente, por lo que es necesario entrenar la red y ajustar los pesos en 

función del objeto de estudio minimizando al máximo funciones de error como el Error 

cuadrático medio, más conocido en inglés como Mean Squared Error (MSE), o la Raíz 

del error cuadrático medio (Root Mean Squared Error, RMSE) (Flórez López y 

Fernández Fernández, 2008). Dentro de los tipos de aprendizaje automático, existen dos 

grupos principales que son el aprendizaje supervisado y no supervisado. Por un lado, el 

supervisado es aquel que tiene información etiquetada como datos de entrada y de salida, 

por lo que el objetivo es clasificar o predecir datos. Por otra parte, el aprendizaje no 

supervisado tiene como objetivo identificar patrones ocultos de conjuntos de datos sin 

etiquetar (Delua, 2021).  

 

 Existen diferentes tipos de redes neuronales según la finalidad y la estructura de 

cada una de ellas. Se encuentran las redes monocapa que no cuentan con capas ocultas, 

sino que solo tienen una capa de entrada y otra de salida, como las redes de perceptrón 

simple. De estas se derivan las redes multicapa, o de perceptrón múltiple, que cuentan 

con capas ocultas donde los nodos procesan la información y se conectan con las de la 

capa siguiente. Además, existen las redes convolucionales donde al contrario que en los 

casos anteriores, solo algunas neuronas se relacionan con las de la siguiente, 

denominándose nodos especializados. Y, por último, las redes concurrentes que se 
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caracterizan por tener neuronas organizadas entre sí sin tener una organización en capas 

(UNIR, 2021).  

 

3. Proceso de aplicación de redes MLP 

 

Dentro de los diferentes tipos de redes neuronales que existen, se ha entrenado la 

red de perceptrón multicapa (MLP), un modelo predictivo de una o más variables objetivo 

dependientes, que aprende de los valores proporcionados por las variables predictoras 

(IBM, 2023). Estas redes se caracterizan por tener una capa de entrada, una oculta y otra 

salida, tal y como se ha indicado. Además, todas las neuronas de la capa están conectadas 

entre sí, teniendo así una conectividad completa, y la información de una capa a otra se 

transmite hacia delante de una manera unidireccional, por lo que se denominan redes 

feedforward. El aprendizaje de este tipo de redes neuronales feedforward es supervisado, 

donde el algoritmo más común para el entrenamiento es el de retropropagación o 

backpropagation. Es un algoritmo que permite propagar los errores identificados en las 

capas de salida a las capas ocultas, con el objetivo de modificar los pesos y el bias de las 

conexiones para reducir la función de error (Camejo et al, 2020; Fausett, 1994).   

 

Tal y como se ha comentado previamente, el objetivo final de emplear redes 

neuronales es predecir la evolución de la energía renovable a escala mundial, por lo que 

se ha escogido la red neuronal MLP donde la variable target es Cuota de Energía 

Renovable (RenShare_TotEnergyConsump) y las variables predictoras son los tres 

componentes principales que se han obtenido al realizar PCA para ambos conjuntos de 

datos. Del mismo modo que se ha ido realizando a lo largo del Trabajo de Fin de Grado, 

se han llevado a cabo las ejecuciones para cada conjunto de datos, el original y el 

denominado seleccionado.  

 

La herramienta empleada para realizar las predicciones a través de redes 

neuronales ha sido R Studio, con el paquete neuralnet que entrena la red utilizando el 

algoritmo de retropropagación, y permite realizar predicciones.  
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La aplicación para ambos conjuntos de datos es similar, sin embargo, difieren en 

los resultados. Para cada caso, el conjunto de datos que se ha utilizado para entrenar la 

red de perceptrón multicapa está formados por las variables Country, Year, PC 1, PC 2, 

PC 3 y la variable target Cuota de Energía Renovable. Antes del entrenamiento del 

modelo, se ha llevado a cabo un preprocesamiento de los datos. Por un lado, se ha 

estandarizado la variable objetivo para que todos los datos estén en la misma escala, dado 

que las componentes principales ya lo estaban al haber realizado PCA previamente. 

Además, se han filtrado aquellos países con información para los años entre 2005 y 2018, 

excluyendo al mismo tiempo los datos de otros años. De esta manera, el modelo es más 

consistente al incluir un mismo periodo temporal para todas las regiones. Se han añadido 

retardos a las variables predictoras por país para capturar la evolución temporal de las 

componentes principales en cada región y mejorar la predicción. Estos retardos reflejan 

el valor inmediatamente anterior de las observaciones. Dado que solo se tienen 

observaciones a partir del año 2005, y estas no tienen retardos, se eliminan para evitar 

valores NA.  

 

En cuanto al entrenamiento de la red neuronal, se ha realizado una partición de 

los datos, en datos de train y test. Esta división es necesaria para estimar el error de 

predicción. Para mantener la temporalidad de los datos, se han incluido en el conjunto de 

entrenamiento todos menos los dos últimos años para todos los países, que forman parte 

del dataset test. El error de predicción se ha estimado tanto para el conjunto de train como 

de prueba para evaluar la precisión y el ajuste del modelo a los datos, explicado a 

continuación. La métrica para calcular el error es el error medio cuadrático (RMSE, por 

su nombre en inglés Root Mean Squared Error) que es una medida estadística utilizada 

para evaluar modelos. El motivo de escoger este tipo de error frente a otros como MSE o 

MAE (error absoluto medio) es porque RMSE se emplea cuando la distribución de los 

errores es de tipo normal o gaussiana, mientras que MSE cuando los errores siguen una 

distribución laplaciana (Hodson, 2022). De esta manera, se han evaluado las 

distribuciones de las redes neuronales donde todas ellas seguían una distribución 

gaussiana tal y como se puede observar en la Figura 7, escogiendo entonces el RMSE 

para evaluar el modelo. La frecuencia de los errores difiere ya que el número de 

observaciones no es la misma para los diferentes conjuntos de datos, ni para test y train. 



 

29 

Figura 7. Histogramas de errores train y test 

 

 

Fuente: Elaboración propia 

 

En relación con la arquitectura, se han entrenado tres diferentes redes neuronales. 

Estos modelos no lineales cuentan con seis variables de entrada que son las componentes 

principales y los retardos asociados a cada una de ellas. En el caso del conjunto de datos 

original se ha entrenado una sola red neuronal dado que los resultados obtenidos son 

buenos, comentados a continuación. La red cuenta con dos capas ocultas de neuronas, 

cada una de cinco neuronas, e interconectadas entre sí con un peso asociado a cada 

conexión. En cuanto a la capa de salida, solo existe una neurona que predice el valor 

objetivo, tal y como se muestra en la Figura 8. Además, se han fijado únicamente dos 

hiperparámetros de threshold que indican por debajo de qué error el modelo debe dejar 

de entrenar, con un valor de 0,01, y stepmax que marca el número de pasos máximos de 

entrenamiento 1e+08. Ambos parámetros sirven para evitar que el modelo tarde más de 

lo necesario en entrenar.  
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Figura 8. Arquitectura red neuronal conjunto original 

 

Fuente: Elaboración propia 

 

En el caso del conjunto de datos seleccionado, se han ejecutado dos redes 

neuronales diferentes. La primera de ellas se ha realizado con el paquete neuralnet y tiene 

dos capas ocultas, de cinco y cuatro neuronas respectivamente. El ajuste de los parámetros 

e hiperparámetros se ha realizado de manera manualmente en función de los resultados 

obtenidos y del coste computacional, sin embargo, el error de entrenamiento y de prueba 

es muy alto y, además, se incurre en overfitting lo que significa que el modelo se ajusta 

demasiado a los datos de entrada y no es capaz de generalizar. Dado que los resultados 

no han sido los óptimos, se ha realizado una validación cruzada de grid search o búsqueda 

de cuadrícula, una técnica utilizada para encontrar las mejores combinaciones de 

hiperparámetros para minimizar el error de entrenamiento. Realiza un entrenamiento de 

diferentes modelos con hiperparámetros asociados a cada uno, escogiendo aquel cuyo 

desempeño sea el mejor. Se ha empleado esta técnica a la función “nnet” incorporada en 

R Studio, que entrena redes neuronales con una única capa oculta, dado que “neuralnet” 

no tiene una función incorporada de validación cruzada de grid search. Los 

hiperparámetros que se han obtenido con la validación cruzada de grid search son size=5 

que indicia el número de neuronas en la capa oculta y decay= 0,1 que es el hiperparámetro 

que controla la regularización, y esta a su vez, se emplea para controlar el sobreajuste y 

subajuste (Kolluri et al., 2020; Amat Rodrigo, 2018; Adnan et al, 2022).  
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Figura 9. Arquitectura red neuronal conjunto seleccionado 

 

Fuente: Elaboración propia 
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5. RESULTADOS 

 

En este capítulo se analizarán los resultados obtenidos de la aplicación de las redes 

neuronales. Este análisis incluirá una evaluación de precisión y de los resultados de cada 

uno de los conjuntos de datos, además de una comparativa entre ambos. Por otro lado, 

también se realizará un modelo de regresión logística para identificar las variables que 

más afectan a la objetivo, Cuota de energía renovable.  

 

Para conocer la precisión de las predicciones, evaluar la red neuronal y saber si 

existe sobreajuste o subajuste, se han estimado los errores de test y de entrenamiento. Por 

un lado, el sobreajuste u overfitting, ocurre cuando un modelo aprende características 

irrelevantes de los datos en lugar de aprender la relación general entre la variable objetivo 

y las variables predictoras. Por otro lado, el subajuste o underfitting, ocurre cuando un 

modelo no es capaz de aprender las relaciones entre las variables (Bashir et al., 2020). A 

la hora de evaluar una red neuronal, es preferible que el modelo generalice correctamente 

en lugar de intentar reducir su error al máximo. En otras palabras, es mejor que el error 

de aprendizaje sea algo elevado antes de que incurra en overfitting. El sobreaprendizaje 

u overfitting ocurre cuando el error de test es mayor que el error de aprendizaje o el error 

de entrenamiento tal y como se observa en la Figura 10 (Flórez López y Fernández 

Fernández, 2008).  

 

Figura 10. Ilustrativo del problema de sobreajuste 

 

Fuente: Flórez López y Fernández Fernández (2008). Análisis del fenómeno de “sobreaprendizaje de la 

red” 
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En cuanto a la red neuronal entrenada para el conjunto original, se puede observar 

en la Tabla 9 cómo el error de test es ligeramente mayor que el error de entrenamiento, 

sin embargo, este sobreajuste es mayor cuanto mayor sea la diferencia entre ambos 

errores, que en este caso es de 0,13. Por lo tanto, se puede indicar que la red generaliza 

bien.  

Tabla 9. Errores de la red neuronal del conjunto original 

 Red conjunto original 

Error de prueba o test 0,0702 

Error de entrenamiento 0,0576 

Fuente: Elaboración propia 

 

La Figura 11 muestra la comparación entre los valores reales y los valores 

predichos. La relación es positiva, lo que indica que los valores predichos se ajustan a los 

reales. Además, las observaciones representadas por puntos están muy cerca de la línea 

indicando un buen ajuste del modelo e incluso se podría considerar que existe algo de 

sobreajuste.  

 

Figura 11. Gráfico de dispersión de los valores predichos de la red neuronal del 

conjunto original 

 

Fuente: Elaboración propia 

 

En cuanto a las redes neuronales del conjunto seleccionado, presentan unos 

errores de prueba y entrenamiento muy dispares entre ellos, indicando en ambos casos 

overfitting. La red neuronal de dos capas ocultas tiene un error de prueba 

considerablemente mayor que el error de entrenamiento. La diferencia de estos errores es 
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excesivamente alta reflejando un overfitting en el entrenamiento del modelo. Del mismo 

modo y a pesar de haber empleado técnicas de optimización de hiperparámetros, la 

segunda red neuronal también incurre en overfitting. El entrenamiento generado por estos 

modelos no es correcto a diferencia del caso anterior.  

 

Tabla 10. Errores de las redes neuronales del conjunto seleccionado 

 Red 1 (2 capas) Red 2 (Validación Cruzada) 

Error de prueba o test 1,0770 0,1426 

Error de entrenamiento 0,4409 0,0337 

Fuente: Elaboración propia 

 

Uno de los motivos por los que el conjunto original aprende mejor que el conjunto 

seleccionado y no incurre en sobreajuste es la información contenida en cada dataset. Al 

realizar el Análisis de Componentes Principales (PCA), la proporción de varianza 

explicada por el conjunto original es mayor que la del conjunto seleccionado, con una 

diferencia de 0,13. Esto indica que se recoge más información en el conjunto original, 

permitiendo a las redes neuronales captar mejor las relaciones entre las variables. De este 

modo, la red neuronal aprende mejor y sus predicciones son más precisas. 

 

Dado que las predicciones de la red neuronal del conjunto original tienen un error 

más tolerable y no hay un sobreajuste excesivamente marcado, se han obtenido las 

proyecciones para los años futuros. Ya que tampoco se tienen los datos futuros de las 

variables predictoras, y son necesarias para conseguir la variable objetivo, se han 

estimado utilizando modelos de regresión lineal múltiple que pronostican en función de 

las relaciones con el resto de las variables regresoras (Hyndman, y Athanasopoulos, 

2021). De esta manera, se obtienen valores de las variables predictoras (PC1, PC2 y PC3) 

y así, predecir la “Cuota de Energía Renovable” en años futuros desde el 2019 al 2029.  

 

De esta manera, se puede observar en la Figura 12, la evolución de la variable 

objetivo “Cuota de Energía Renovable” para cada región. Además, se ha comparado con 

los valores de estas regiones en los años previos a las predicciones (Anexo 12) para 

confirmar que los niveles de cuota de energía renovable obtenidos son coherentes con los 

existentes. 
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Figura 12. Proyecciones de la Cuota de Energía Renovable 

 

 

Fuente: Elaboración propia 

 

 La variable objetivo mide el porcentaje de energía renovable que existe en cada 

país, representado en el eje de ordenadas. A pesar de que los países predichos no 

representan el total de estos, se pueden observar algunas tendencias en la evolución de la 

cuota de energía renovable. A excepción de países como Sri Lanka y Paquistán que sufren 

una caída de la cuota de energía sostenible y de otros que mantienen unos valores 

constantes a lo largo del tiempo, se estima que haya un crecimiento de la variable en 

algunos países en los próximos diez años. Estos son Perú, con un valor esperado superior 

al 50% en 5 años y, Colombia e India con una cuota cercana al 40%.  

 

 Por otro lado, también se han identificado las variables que más influyen en la 

Cuota de Energía Renovable, mediante un modelo de regresión múltiple, considerando 

todas las variables del conjunto de datos sin reducir la dimensionalidad. Las variables 

más significativas son las siguientes: 

- Acceso Electricidad: tiene una relación negativa, por lo que un aumento en el 

acceso de electricidad produce una disminución en la cuota de energía renovable. 

- Acceso a Fuentes Renovables: también se relaciona contrariamente con la variable 

dependiente, que es aquella que se pretende predecir, con un coeficiente alto. Esto 

parece contradictorio por lo que cabe recordar que solo se consideran las fuentes 
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renovables empleadas para cocinar. Existiendo otras fuentes de energía renovable, 

puede que las destinadas a la energía del hogar como la biomasa no tengan tanta 

relevancia en el total de la cuota de energía limpia. 

- Nivel de Intensidad Energética: tiene un valor cercano al -1, indicando una fuerte 

relación negativa entre las variables. A medida que aumenta la intensidad 

energética, la cuota de energía renovable disminuye significativamente. 
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6. CONCLUSIONES 

 

El presente Trabajo de Fin de Grado (TFG) tiene como objetivo principal estudiar 

la evolución del sector energético a partir de variables que engloban factores económicos, 

energéticos y demográficos en diferentes regiones.  

 

  A lo largo del trabajo se ha obtenido un análisis exploratorio de los datos iniciales 

que han permitido identificar las diferentes fuentes de energía y su presencia a escala 

mundial. Además, se ha logrado identificar las variables más relevantes y su relación con 

la variable objetivo que refleja la proporción de energía renovable, indicando así su 

influencia en la generación y el uso de energías renovables. Por otro lado, también se ha 

proyectado la proporción estimada de energía renovable para los próximos cinco años. Se 

ha examinado la evolución de las energías renovables como la proporción de energía 

renovable sobre el total de energía para no solo identificar su generación, sino también 

para conocer su uso real en comparación con otras. Los hallazgos obtenidos a partir del 

trabajo, considerando tanto los resultados como las áreas a mejorar, pueden considerarse 

como punto de partida para futuros análisis del campo energético con enfoque en la 

evolución de renovables. 

 

Los resultados obtenidos a partir de los modelos predictivos indican un 

crecimiento estable de la cuota de energía renovable en los próximos 5 años. Sin embargo, 

estos resultados solo se han obtenido para un número limitado de países como Sri Lanka 

o Perú que no representan la totalidad. Por lo tanto, no se pueden generalizar estos 

resultados a nivel global, sino solo para las regiones observadas.  

 

Algunas de las debilidades observadas a lo largo del Trabajo de Fin de Grado son 

la limitación en la cantidad de datos y el sobreajuste observado en el entrenamiento de las 

redes neuronales. Como consecuencia, los resultados obtenidos no han sido los óptimos. 

Con la finalidad de mejorar las predicciones y poder profundizar más en el análisis, se 

debería acceder a un mayor número de datos para que el modelo de redes neuronales sea 

capaz de captar todas las relaciones entre las variables sin aprender de ruido e incurrir en 

sobreajuste. Por otro lado, también se podrían emplear otros modelos predictivos más 
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simples como regresión logística o árboles de decisión para cumplir con los objetivos. De 

esta manera, se obtendrían proyecciones más realistas y sobre más regiones para poder 

tener una imagen representativa del total de los países. 

 

En resumen, este Trabajo de Fin de Grado (TFG) proporciona una base inicial 

para futuros análisis del sector energético. Los resultados obtenidos indican de manera 

general una evolución estable para los países estudiados. Además, también indican la 

necesidad de más datos y diferentes modelos predictivos para mejorar la precisión de las 

predicciones. De esta manera, se podrá profundizar sobre el análisis y obtener resultados 

más representativos. 
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Afirmo que toda la información y contenido presentados en este trabajo son producto 
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8. ANEXOS 

 

Anexo 1. Script del código en R 

datos_originales<- read.csv("global-data-on-sustainable-energy.csv") 

 

#Carga de las librerías  

library(dplyr) 

library(tidyr)  

library(readxl) 

library(ggplot2) 

library(corrplot) 

library(ggfortify) 

library(plotly)  

library("MASS") 

library(stats) 

library(caret) 

library(factoextra) 

library(neuralnet) 

library(forecast) 

library(nnfor) 

library(RSNNS) 

 

#####LIMPIEZA Y TRATAMIENTO DE DATOS#### 

head(datos_originales) 

str(datos_originales) 

 

#Cambio del nombre de variables 

Country <-datos_originales [,1] 

Year <- datos_originales[,2] 

A_Electricty_PercP<- datos_originales [,3] 

A_CleanFuelsCooking_PercP <- datos_originales[,4] 

Ren_Gen_Cap_PerCap <- datos_originales [,5] 

Fin_Flows_USD <- datos_originales[,6] 

RenShare_TotEnergyConsump<- datos_originales[,7] 

Electricity_FossilFuels_TWh <- datos_originales[,8] 

Electricity_Nuclear_TWh <- datos_originales[,9] 

Electricity_Ren_TWh <- datos_originales[,10] 

Electricity_LowCarbon_Perc<- datos_originales[,11] 

Energy_Consump_KWhPC <- datos_originales[,12] 

Energy_IntLevel_PrimE <- datos_originales[,13] 

CO2Emissions_TonsCap<- datos_originales[,14] 

Ren_PercEquiv_PrimE <- datos_originales[,15] 

GDPGrowth_AnPerc<- datos_originales[,16] 

GDP_PerCap<- datos_originales[,17] 

Pop_Density <- datos_originales [,18] 

Land_Area_Km2 <- datos_originales [,19] 

Latitude <- datos_originales [,20] 
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Longitude <- datos_originales [,21] 

datos_originales<-data.frame(Country, Year, A_Electricty_PercP, 

A_CleanFuelsCooking_PercP, Ren_Gen_Cap_PerCap, Fin_Flows_USD, 

RenShare_TotEnergyConsump, Electricity_FossilFuels_TWh, 

Electricity_Nuclear_TWh, Electricity_Ren_TWh, Electricity_LowCarbon_Perc, 

Energy_Consump_KWhPC, Energy_IntLevel_PrimE, CO2Emissions_TonsCap, 

Ren_PercEquiv_PrimE,GDPGrowth_AnPerc, GDP_PerCap, Pop_Density, 

Land_Area_Km2, Latitude, Longitude) 

 

#Número de NA que existen en cada variable  

sum(is.na(datos_originales$Country)) 

sum(is.na(datos_originales$Year)) 

sum(is.na(datos_originales$A_Electricty_PercP)) 

sum(is.na(datos_originales$A_CleanFuelsCooking_PercP)) 

sum(is.na(datos_originales$Ren_Gen_Cap_PerCap)) 

sum(is.na(datos_originales$Fin_Flows_USD)) 

sum(is.na(datos_originales$RenShare_TotEnergyConsump)) 

sum(is.na(datos_originales$Electricity_FossilFuels_TWh)) 

sum(is.na(datos_originales$Electricity_Nuclear_TWh)) 

sum(is.na(datos_originales$Electricity_Ren_TWh)) 

sum(is.na(datos_originales$Electricity_LowCarbon_Perc)) 

sum(is.na(datos_originales$Energy_Consump_KWhPC)) 

sum(is.na(datos_originales$Energy_IntLevel_PrimE)) 

sum(is.na(datos_originales$CO2Emissions_TonsCap)) 

sum(is.na(datos_originales$Ren_PercEquiv_PrimE)) 

sum(is.na(datos_originales$GDPGrowth_AnPerc)) 

sum(is.na(datos_originales$GDP_PerCap)) 

sum(is.na(datos_originales$Pop_Density)) 

sum(is.na(datos_originales$Land_Area_Km2)) 

sum(is.na(datos_originales$Latitude)) 

sum(is.na(datos_originales$Longitude)) 

 

#Se crean dos datasets diferentes 

#PRIMER DATA SET - Todas las variables  

sum(is.na(datos_originales)) 

datos_originales_noNA<-na.omit(datos_originales) 

 

#SEGUNDO DATA SET - Se han excluido las variables que más valores NA tienen: 

Renewable_Perc_Equiv_Primary_Energy, Financial_Flows_USD, 

Renewable_Generating_Capacity_PerCap  

datos_selec<-data.frame(Country, Year, A_Electricty_PercP, 

A_CleanFuelsCooking_PercP, RenShare_TotEnergyConsump, 

Electricity_FossilFuels_TWh, Electricity_Nuclear_TWh, Electricity_Ren_TWh, 

Electricity_LowCarbon_Perc, Energy_Consump_KWhPC, Energy_IntLevel_PrimE, 

CO2Emissions_TonsCap,GDPGrowth_AnPerc, GDP_PerCap, Pop_Density, 

Land_Area_Km2, Latitude, Longitude) 

sum(is.na(datos_selec)) 

datos_selec_noNA<-na.omit(datos_selec) 
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#ANÁLISIS DESCRIPTIVO 

 

#Resumen de las variables del conjunto original y seleccionado 

resumen_original <-summary(datos_originales_noNA[,-c(1,2)]) 

resumen_selec <-summary(datos_selec_noNA[,-c(1,2)]) 

 

#Histogramas Conjunto original 

par(mfrow=c(4,4)) 

hist(x=datos_originales_noNA$A_Electricty_PercP, main ='Acceso Electricidad', 

xlab='% Acceso Electricidad', ylab= 'Frecuencia', col='blue', cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$A_CleanFuelsCooking_PercP, main ='Acceso Fuentes 

Renovable', xlab='% Acceso Renovables', ylab= 'Frecuencia', col='blue', cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$RenShare_TotEnergyConsump, main ='Cuota de 

Energía Renovable', xlab='Energía Renovable/Consumo Total', ylab= 'Frecuencia', 

col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Electricity_FossilFuels_TWh,  main ='Electricidad 

Generada Combustible TW/h', xlab='Electricidad Combustible Fósil TW/h', ylab= 

'Frecuencia', col='blue',cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Electricity_Nuclear_TWh, main ='Electricidad 

Generada Nuclear TW/h', xlab='Electricidad Nuclear TW/h', ylab= 'Frecuencia', 

col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Electricity_Ren_TWh,  main='Electricidad Generada 

Renovables TW/h',xlab='Electricidad Renovable TW/h', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Electricity_LowCarbon_Perc, main ='Electricidad Baja 

Emisión', xlab='Electricidad Baja Emisión', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Energy_Consump_KWhPC, main ='Consumo Energía 

Primaria', xlab='Consumo Energía', ylab= 'Frecuencia', col='blue',  cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Energy_IntLevel_PrimE, main ='Intensidad Energética 

por PIB', xlab='Intensidad Energética', ylab= 'Frecuencia', col='blue',cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$CO2Emissions_TonsCap, main ='Emisiones CO2 Per 

Cápita', xlab='Emisiones CO2', ylab= 'Frecuencia', col='blue', cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$GDPGrowth_AnPerc, main ='Crecimiento anual PIB', 

xlab='% Crecimiento PIB', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, 

cex.axis=0.6) 

hist(x=datos_originales_noNA$GDP_PerCap, main ='PIB Per Cápita', xlab='PIB Per 

Cápita', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Pop_Density, main ='Densidad Populación', 

xlab='Populación', ylab= 'Frecuencia', col='blue',cex.main=1.4, cex.lab=0.9, 

cex.axis=0.6) 

hist(x=datos_originales_noNA$Land_Area_Km2, main ='Superficie', xlab='Km2', 

ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 
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hist(x=datos_originales_noNA$Latitude, main ='Latitud', xlab='Electricidad Nuclear 

TW/h', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_originales_noNA$Longitude, main ='Longitud', xlab='Electricidad 

Nuclear TW/h', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

par(mfrow=c(1,1)) 

 

#Histogramas Conjunto seleccionado 

par(mfrow=c(4,4)) 

hist(x=datos_selec_noNA$A_Electricty_PercP, main ='Acceso Electricidad', xlab='% 

Acceso Electricidad', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, 

cex.axis=0.6) 

hist(x=datos_selec_noNA$A_CleanFuelsCooking_PercP, main ='Acceso Fuentes 

Renovable', xlab='% Acceso Renovables', ylab= 'Frecuencia', col='blue', cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$RenShare_TotEnergyConsump, main ='Cuota de Energía 

Renovable', xlab='Energía Renovable/Consumo Total', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Electricity_FossilFuels_TWh,  main ='Electricidad Generada 

Combustible TW/h', xlab='Electricidad Combustible Fósil TW/h', ylab= 'Frecuencia', 

col='blue',cex.main=1.2, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Electricity_Nuclear_TWh, main ='Electricidad Generada 

Nuclear TW/h', xlab='Electricidad Nuclear TW/h', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Electricity_Ren_TWh,  main='Electricidad Generada 

Renovables TW/h',xlab='Electricidad Renovable TW/h', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Electricity_LowCarbon_Perc, main ='Electricidad Baja 

Emisión', xlab='Electricidad Baja Emisión', ylab= 'Frecuencia', col='blue', 

cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Energy_Consump_KWhPC, main ='Consumo Energía 

Primaria', xlab='Consumo Energía', ylab= 'Frecuencia', col='blue',  cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Energy_IntLevel_PrimE, main ='Intensidad Energética por 

PIB', xlab='Intensidad Energética', ylab= 'Frecuencia', col='blue',cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$CO2Emissions_TonsCap, main ='Emisiones CO2 Per 

Cápita', xlab='Emisiones CO2', ylab= 'Frecuencia', col='blue', cex.main=1.4, 

cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$GDPGrowth_AnPerc, main ='Crecimiento anual PIB', 

xlab='% Crecimiento PIB', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, 

cex.axis=0.6) 

hist(x=datos_selec_noNA$GDP_PerCap, main ='PIB Per Cápita', xlab='PIB Per Cápita', 

ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Pop_Density, main ='Densidad Populación', 

xlab='Populación', ylab= 'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, 

cex.axis=0.6) 

hist(x=datos_selec_noNA$Land_Area_Km2, main ='Superficie', xlab='Km2', ylab= 

'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 
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hist(x=datos_selec_noNA$Latitude, main ='Latitud', xlab='Grados decimales', ylab= 

'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

hist(x=datos_selec_noNA$Longitude, main ='Longitud', xlab='Grados decimales', ylab= 

'Frecuencia', col='blue', cex.main=1.4, cex.lab=0.9, cex.axis=0.6) 

par(mfrow=c(1,1)) 

 

#Boxplot Conjunto Original 

par(mfrow=c(4,4)) 

boxplot(datos_originales_noNA$A_Electricty_PercP, main ='Acceso Electricidad', 

col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$A_CleanFuelsCooking_PercP, main ='Acceso 

Fuentes Renovable', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$RenShare_TotEnergyConsump, main ='Cuota de 

Energía Renovable', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$Electricity_FossilFuels_TWh,  main ='Electricidad 

Generada Combustible TW/h', col='blue',cex.main=1.4) 

boxplot(x=datos_originales_noNA$Electricity_Nuclear_TWh, main ='Electricidad 

Generada Nuclear TW/h', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$Electricity_Ren_TWh,  main='Electricidad 

Generada Renovables TW/h', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$Electricity_LowCarbon_Perc, main ='Electricidad 

Baja Emisión',  col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$Energy_Consump_KWhPC, main ='Consumo 

Energía Primaria',  col='blue',  cex.main=1.4) 

boxplot(x=datos_originales_noNA$Energy_IntLevel_PrimE, main ='Intensidad 

Energética por PIB',  col='blue',cex.main=1.4) 

boxplot(x=datos_originales_noNA$CO2Emissions_TonsCap, main ='Emisiones CO2 

Per Cápita',  col='blue', cex.main=1.4 ) 

boxplot(x=datos_originales_noNA$GDPGrowth_AnPerc, main ='Crecimiento anual 

PIB', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$GDP_PerCap, main ='PIB Per Cápita', col='blue', 

cex.main=1.4) 

boxplot(x=datos_originales_noNA$Pop_Density, main ='Densidad Populación', 

col='blue',cex.main=1.4) 

boxplot(x=datos_originales_noNA$Land_Area_Km2, main ='Superficie', col='blue', 

cex.main=1.4) 

boxplot(x=datos_originales_noNA$Latitude, main ='Latitud', col='blue', cex.main=1.4) 

boxplot(x=datos_originales_noNA$Longitude, main ='Longitud', col='blue', 

cex.main=1.4) 

par(mfrow=c(1,1)) 

 

#Boxplot Conjunto Seleccionado 

par(mfrow=c(4,4)) 

boxplot(datos_selec_noNA$A_Electricty_PercP, main ='Acceso Electricidad', 

col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$A_CleanFuelsCooking_PercP, main ='Acceso Fuentes 

Renovable', col='blue', cex.main=1.4) 
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boxplot(x=datos_selec_noNA$RenShare_TotEnergyConsump, main ='Cuota de 

Energía Renovable', col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$Electricity_FossilFuels_TWh,  main ='Electricidad 

Generada Combustible TW/h', col='blue',cex.main=1.4) 

boxplot(x=datos_selec_noNA$Electricity_Nuclear_TWh, main ='Electricidad Generada 

Nuclear TW/h', col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$Electricity_Ren_TWh,  main='Electricidad Generada 

Renovables TW/h', col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$Electricity_LowCarbon_Perc, main ='Electricidad Baja 

Emisión',  col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$Energy_Consump_KWhPC, main ='Consumo Energía 

Primaria',  col='blue',  cex.main=1.4) 

boxplot(x=datos_selec_noNA$Energy_IntLevel_PrimE, main ='Intensidad Energética 

por PIB',  col='blue',cex.main=1.4) 

boxplot(x=datos_selec_noNA$CO2Emissions_TonsCap, main ='Emisiones CO2 Per 

Cápita',  col='blue', cex.main=1.4 ) 

boxplot(x=datos_selec_noNA$GDPGrowth_AnPerc, main ='Crecimiento anual PIB', 

col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$GDP_PerCap, main ='PIB Per Cápita', col='blue', 

cex.main=1.4) 

boxplot(x=datos_selec_noNA$Pop_Density, main ='Densidad Populación', 

col='blue',cex.main=1.4) 

boxplot(x=datos_selec_noNA$Land_Area_Km2, main ='Superficie', col='blue', 

cex.main=1.4) 

boxplot(x=datos_selec_noNA$Latitude, main ='Latitud', col='blue', cex.main=1.4) 

boxplot(x=datos_selec_noNA$Longitude, main ='Longitud', col='blue', cex.main=1.4) 

par(mfrow=c(1,1)) 

 

#Correlación - datos originales 

matriz_correlacion_datos_originales_noNA <-cor(datos_originales_noNA[,-c(1,2)]) 

corrplot(matriz_correlacion_datos_originales_noNA, tl.cex = 0.7,tl.col ="black", 

main="Matriz de Correlación del conjunto original") 

#Correlación - datos seleccionados 

matriz_correlacion_datos_selec_noNA<-cor(datos_selec_noNA[,-c(1,2)]) 

corrplot(matriz_correlacion_datos_selec_noNA, tl.cex = 0.7,tl.col ="black", 

main="Matriz de Correlación del conjunto seleccionado") 

 

##########PRIMER DATA SET (DATOS ORIGINALES)###################### 

 

#PCA 

# Se aplica PCA 

scale(datos_originales_noNA[, -c(1,2,7)]) #se quitan las variables categóricas y la 

objetivo 

datos_originales_noNA_pca<-prcomp(datos_originales_noNA[,-c(1,2,5)], 

scale.=TRUE)  

loadings_orig <-datos_originales_noNA_pca$rotation   

scores_orig<-datos_originales_noNA_pca$x   
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#Análisis de Componentes Principales  

cor(datos_originales_noNA_pca$x)  

corrplot(cor(datos_originales_noNA_pca$x), method = "color", tl.cex=0.5)  

sum(datos_originales_noNA_pca$rotation[,1]*datos_originales_noNA_pca$rotation[,2]

) 

 

##Comprobación de que las varianzas de las nuevas variables es igual a la suma de las 

varianzas de las variables originales estandarizadas 

sum(apply(scale(datos_originales_noNA[, -c(1,2,7)]), MARGIN=2, var)) 

sum(apply(datos_originales_noNA_pca$x, MARGIN=2, var)) 

 

#Proporción de varianza explicada (PVE) 

PVE_orig<-summary(datos_originales_noNA_pca)$importance[2,]                  

PVE_acum_orig<-summary(datos_originales_noNA_pca)$importance[3,]  

 

#Número de componentes principales  - Gráfico de sedimentación y de PVE acumulada 

par(mfrow=c(1,2)) 

plot(PVE_orig, xlab="Componente principal", ylab="PVE", ylim=c(0,1), type="o", 

col="blue", main="Gráfico de sedimentación", cex.main=0.9, cex.lab=0.8, 

cex.axis=0.6) 

axis(side = 1, at = axTicks(1, axp = c(0, 19, 19)), labels = axTicks(1, axp = c(0, 19, 

19)), cex.axis=0.6) 

plot(PVE_acum_orig, xlab="Componente principal", ylab="PVE acumulada", 

ylim=c(0,1), type="o", col="blue", main="Gráfico de PVE Acumulada", cex.main=0.9, 

cex.lab=0.8, cex.axis=0.6) 

axis(side = 1, at = axTicks(1, axp = c(0, 19, 19)), labels = axTicks(1, axp = c(0, 19, 

19)),cex.axis=0.6) 

par(mfrow=c(1,1)) 

 

#REDES NEURONALES  

##RED CON EL PAQUETE NEURALNET 

data_PCA_orig<-data.frame(Country=datos_originales_noNA$Country, 

Year=datos_originales_noNA$Year, pc1=scores_orig[,1], pc2=scores_orig[,2], 

pc3=scores_orig[,3], y=scale(datos_originales_noNA$RenShare_TotEnergyConsump)) 

 

#se guarda la media y variación estándar para posteriormente desentadarizar y volver a 

los valores originales 

y_media_orig<-mean(datos_originales_noNA$RenShare_TotEnergyConsump) 

y_sd_orig<-sd(datos_originales_noNA$RenShare_TotEnergyConsump) 

 

#Se filtra el dataset para seleccionar el mismo periodo de tiempo 

años_especificos <-

c(2005,2006,2007,2008,2009,2010,2011,2012,2013,2014,2015,2016,2017,2018) 

#selección de los años 

 

data_PCA_orig_filtro <- data.frame( 

  Country = datos_originales_noNA$Country, 

  Year = datos_originales_noNA$Year, 
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  pc1 = scores_orig[, 1], 

  pc2 = scores_orig[, 2], 

  pc3 = scores_orig[, 3], 

  y = scale(datos_originales_noNA$RenShare_TotEnergyConsump) 

)%>% 

  filter(Year %in% años_especificos) #se filtra por los años especificados 

 

data_PCA_orig_filtro<- data_PCA_orig_filtro %>% 

  group_by(Country)%>% 

  filter(all(años_especificos %in% Year) && length(unique(Year)) == 

length(años_especificos)) %>% 

  ungroup()  

 

#Se añaden los retardos agrupado por país para mantener la temporalidad 

datos_nnet_orig <- data_PCA_orig_filtro%>%  

  arrange(Country, Year) %>%  

  group_by(Country) %>% 

  mutate( 

    pc1_lag1 = lag(pc1, 1),  

    pc2_lag1 = lag(pc2, 1),  

    pc3_lag1 = lag(pc3, 1) 

  ) %>% 

  drop_na() 

 

str(datos_nnet_orig) 

 

#Partición de los datos: se divide el dataset en train y test (último año) 

train_data_nnet_orig <- datos_nnet_orig %>% 

  filter(Year <= max(Year) - 1) 

 

test_data_nnet_orig <- datos_nnet_orig %>% 

  filter(Year > max(Year) - 1) 

 

#Se entrena la red con el paquete neuralnet 

nn_model_orig <- neuralnet( 

  y ~  pc1 + pc2 + pc3 + pc1_lag1 + pc2_lag1 + pc3_lag1, 

  data = train_data_nnet_orig, 

  hidden = c(5,5),   

  linear.output = TRUE, 

  threshold=0.01, 

  stepmax=1e+08 

) 

 

plot(nn_model_orig, rep="best") 

 

# Evaluación de las predicciones sobre el conjunto de prueba 

test_predictions_nnet_orig <- compute(nn_model_orig, test_data_nnet_orig) 

predicted_test_values_nnet_orig <- test_predictions_nnet_orig$net.result 
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# RMSE para el conjunto de test 

test_actual_values_nnet_orig <- test_data_nnet_orig$y 

test_errores_orig<-predicted_test_values_nnet_orig - test_actual_values_nnet_orig 

hist_test_errores_orig<- hist(test_errores_orig, main="Error test red neuronal conjunto 

original", xlab="Error", ylab="Frecuencia") 

test_rmse <- sqrt(mean((predicted_test_values_nnet_orig - 

test_actual_values_nnet_orig)^2)) 

print(test_rmse) 

 

# Evaluación de las predicciones sobre el conjunto de prueba 

train_predictions_nnet_orig <- compute(nn_model_orig, train_data_nnet_orig) 

predicted_train_values_nnet_orig <- train_predictions_nnet_orig$net.result 

 

# RMSE para el conjunto de train 

train_actual_values_nnet_orig <- train_data_nnet_orig$y 

train_errores_orig<-predicted_train_values_nnet_orig - train_actual_values_nnet_orig 

hist(train_errores_orig, main="Error train red neuronal conjunto original", xlab="Error", 

ylab="Frecuencia") 

train_rmse <- sqrt(mean((predicted_train_values_nnet_orig - 

train_actual_values_nnet_orig)^2)) 

print(train_rmse) 

 

# Gráfico de dispersión para comparar los valores reales y predichos 

ggplot(data = test_data_nnet_orig, aes(x = test_actual_values_nnet_orig, y = 

predicted_test_values_nnet_orig)) + 

  geom_point(aes(color = "red"), alpha = 0.5) + 

  geom_smooth(method = "lm", color = "red") + 

  labs(title = "Real vs. Predicho", x = "Valores Reales", y = "Valores Predichos") + 

  theme_minimal() 

 

#Predicciones de variables predictoras  

 

forecast_pc1<-lm(pc1~y+pc2+pc3+pc2_lag1+pc3_lag1, data=datos_nnet_orig) 

forecast_pc2<-lm(pc2~y+pc1+pc3+pc1_lag1+pc3_lag1, data=datos_nnet_orig) 

forecast_pc3<-lm(pc3~y+pc2+pc1+pc1_lag1+pc2_lag1, data=datos_nnet_orig) 

 

summary(forecast_pc1)$r.squared 

summary(forecast_pc2)$r.squared 

summary(forecast_pc3)$r.squared 

 

ultimos_datos_por_pais <- datos_nnet_orig%>% 

  group_by(Country) %>% 

  slice(n()) %>% 

  ungroup() 

 

#Predicciones futuras  

predicciones_futuras_orig<-data.frame() 
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for (pais in unique(ultimos_datos_por_pais$Country)) { 

  ultimos_datos <- ultimos_datos_por_pais[ultimos_datos_por_pais$Country==pais, ] 

   

  for (i in 1:11) { 

    pred_nueva <- compute(nn_model_orig, ultimos_datos[, c("pc1", "pc2", "pc3", 

"pc1_lag1", "pc2_lag1", "pc3_lag1")]) 

     

    predicciones_futuras_orig <- rbind(predicciones_futuras_orig, data.frame(Country = 

pais, Year = as.numeric(ultimos_datos$Year) + i, Predicted_y = 

pred_nueva$net.result[1])) 

     

    ultimos_datos$pc1_lag1 <- ultimos_datos$pc1 

    ultimos_datos$pc2_lag1 <- ultimos_datos$pc2 

    ultimos_datos$pc3_lag1 <- ultimos_datos$pc3 

     

    ultimos_datos$pc1 <- predict(forecast_pc1, newdata = ultimos_datos)   

    ultimos_datos$pc2 <- predict(forecast_pc2, newdata = ultimos_datos) 

    ultimos_datos$pc3 <- predict(forecast_pc3, newdata = ultimos_datos) 

  } 

} 

 

print(predicciones_futuras_orig) 

 

# Predicciones 

predicciones_futuras_orig <- predicciones_futuras_orig %>% arrange(Country, Year) 

print(predicciones_futuras_orig) 

predicciones_futuras_orig$Predicted_y<-predicciones_futuras_orig$Predicted_y * 

y_sd_orig + y_media_orig 

print(predicciones_futuras_orig) 

 

ggplot(predicciones_futuras_orig, aes(x = Year, y = Predicted_y, color = Country, 

group = Country)) + 

  geom_line() + 

  labs(title = "Predicciones Futuras por País", x = "Año", y = "Cuota de Energía 

Renovable") + 

  scale_x_continuous(breaks = seq(min(predicciones_futuras_orig$Year), 

max(predicciones_futuras_orig$Year), by = 1)) + 

  guides(color = guide_legend(title = "País")) 

 

#Valores reales no escalados  

data_PCA_orig_filtro_no_scale <- data.frame( 

  Country = datos_originales_noNA$Country, 

  Year = datos_originales_noNA$Year, 

  pc1 = scores_orig[, 1], 

  pc2 = scores_orig[, 2], 

  pc3 = scores_orig[, 3], 

  y = datos_originales_noNA$RenShare_TotEnergyConsump 

)%>% 
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  filter(Year %in% años_especificos) #se filtra por los años especificados 

 

data_PCA_orig_filtro_no_scale<- data_PCA_orig_filtro_no_scale %>% 

  group_by(Country)%>% 

  filter(all(años_especificos %in% Year) && length(unique(Year)) == 

length(años_especificos)) %>% 

  ungroup()  

 

ggplot(data_PCA_orig_filtro_no_scale, aes(x = Year, y = y, color = Country, group = 

Country)) + 

  geom_line() + 

  labs(title = "Valores reales por país", x = "Año", y = "Cuota de Energía Renovable") + 

  scale_x_continuous(breaks = seq(min(predicciones_futuras_orig$Year), 

max(predicciones_futuras_orig$Year), by = 1)) + 

  guides(color = guide_legend(title = "País")) 

 

 

############### SEGUNDO DATA SET - SELECCIONADO################## 

#datos_selec_noNA 

 

#PCA 

# Se aplica PCA 

scale(datos_selec_noNA[, -c(1,2,5)])  

datos_selec_noNA_pca<-prcomp(datos_selec_noNA[,-c(1,2,5)], scale.=TRUE) 

loadings_selec<-datos_selec_noNA_pca$rotation  

scores_selec<-datos_selec_noNA_pca$x   

 

#Análisis de Componentes Principales  

cor(datos_selec_noNA_pca$x)  

corrplot(cor(datos_selec_noNA_pca$x), method = "color", tl.cex=0.5) 

sum(datos_selec_noNA_pca$rotation[,1]*datos_selec_noNA_pca$rotation[,2])  

summary(datos_selec_noNA_pca) 

 

##Comprobamos que las varianzas de las nuevas variables es igual a la suma de las 

varianzas de las variables originales estandarizadas 

sum(apply(scale(datos_selec_noNA[, -c(1,2,5)]), MARGIN=2, var)) 

sum(apply(datos_selec_noNA_pca$x, MARGIN=2, var)) 

 

#Calculamos la proporción de varianza explicada  

PVE_selec<-summary(datos_selec_noNA_pca)$importance[2,]                  

PVE_acum_selec<-summary(datos_selec_noNA_pca)$importance[3,]  

 

#Número de componentes principales  - Gráfico de sedimentación y de PVE acumulada 

par(mfrow=c(1,2)) 

plot(PVE_selec, xlab="Componente principal", ylab="PVE", ylim=c(0,1), type="o", 

col="blue", main="Gráfico de sedimentación", cex.main=0.9, cex.lab=0.8, 

cex.axis=0.6) 
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axis(side = 1, at = axTicks(1, axp = c(0, 19, 19)), labels = axTicks(1, axp = c(0, 19, 

19)), cex.axis=0.6) 

plot(PVE_acum_selec, xlab="Componente principal", ylab="PVE acumulada", 

ylim=c(0,1), type="o", col="blue", main="Gráfico de PVE Acumulada", cex.main=0.9, 

cex.lab=0.8, cex.axis=0.6) 

axis(side = 1, at = axTicks(1, axp = c(0, 19, 19)), labels = axTicks(1, axp = c(0, 19, 

19)),cex.axis=0.6) 

par(mfrow=c(1,1)) 

 

#Explicación de componentes principales 

loadings_selec[,1] 

loadings_selec[,2] 

loadings_selec[,3] 

 

#REDES NEURONALES 

##RED NEURONAL CON NNET Y NEURALNET 

data_PCA_selec<-data.frame(Country=datos_selec_noNA$Country, 

Year=datos_selec_noNA$Year, pc1=scores_selec[,1], pc2=scores_selec[,2], 

pc3=scores_selec[,3], y=scale(datos_selec_noNA$RenShare_TotEnergyConsump)) 

 

#se guarda la media y variación estándar para posteriormente desentadarizar y volver a 

los valores originales 

y_media_selec<-mean(datos_selec_noNA$RenShare_TotEnergyConsump) 

y_sd_selec<-sd(datos_selec_noNA$RenShare_TotEnergyConsump) 

 

#Se filtra el dataset para seleccionar el mismo periodo de tiempo 

años_especificos <-

c(2005,2006,2007,2008,2009,2010,2011,2012,2013,2014,2015,2016,2017,2018) 

#selección de los años 

 

data_PCA_selec_filtro <- data.frame( 

  Country = datos_selec_noNA$Country, 

  Year = datos_selec_noNA$Year, 

  pc1 = scores_selec[, 1], 

  pc2 = scores_selec[, 2], 

  pc3 = scores_selec[, 3], 

  y = scale(datos_selec_noNA$RenShare_TotEnergyConsump) 

)%>% 

  filter(Year %in% años_especificos)  

 

data_PCA_selec_filtro<- data_PCA_selec_filtro %>% 

  group_by(Country)%>% 

  filter(all(años_especificos %in% Year) && length(unique(Year)) == 

length(años_especificos)) %>% 

  ungroup()  

 

#Una vez filtrado el dataset, se crean los retardos de las componentes principales 

datos_nnet_selec <- data_PCA_selec_filtro%>%  
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  arrange(Country, Year) %>%  

  group_by(Country) %>% 

  mutate( 

    pc1_lag1 = lag(pc1, 1),  

    pc2_lag1 = lag(pc2, 1),  

    pc3_lag1 = lag(pc3, 1) 

  ) %>% 

  drop_na()  

 

str(datos_nnet_selec) 

 

datos_nnet_selec <- data_PCA_selec_filtro%>%  

  arrange(Country, Year) %>%  

  group_by(Country) %>% 

  mutate( 

    pc1_lag1 = lag(pc1, 1),  

    pc2_lag1 = lag(pc2, 1),  

    pc3_lag1 = lag(pc3, 1) 

  ) %>% 

  drop_na() 

 

#RED1 - NNET 

#Se divide el dataset en train y test (último año) 

train_data_nnet_selec <- datos_nnet_selec %>% 

  filter(Year <= max(Year) - 1) 

 

test_data_nnet_selec <- datos_nnet_orig %>% 

  filter(Year > max(Year) - 1) 

 

#Validación cruzada grid search para la red NNET 

train_control <- trainControl( 

  method = "cv",       

  number = 10,           

  search= "grid"  

) 

parametros <- expand.grid(size = c(1, 5, 10, 15, 20),  

                          decay = c(0, 0.001, 0.01, 0.1, 1))  

 

nnet_modelo_selec <- caret::train(x = train_data_nnet_selec, 

                                  y = train_data_nnet_selec$y, 

                                  method = "nnet",   

                                  trControl = train_control, 

                                  tuneGrid = parametros, 

                                  linout = TRUE,   

                                  trace = FALSE,   

                                  maxit = 100    

) 
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train_predictions_nnet_modelo_selec <- predict(nnet_modelo_selec, newdata = 

train_data_nnet_selec) 

 

test_predictions_nnet_modelo_selec <- predict(nnet_modelo_selec, newdata = 

test_data_nnet_selec) 

 

# Distribución de los errores 

train_errores_nnet_modelo_selec<-train_predictions_nnet_modelo_selec - 

train_data_nnet_selec$y 

hist(train_errores_nnet_modelo_selec, main="Error train red neuronal CV 

seleccionado", xlab="Error", ylab="Frecuencia") 

test_errores_nnet_modelo_selec<-test_predictions_nnet_modelo_selec - 

test_data_nnet_selec$y 

hist(test_errores_nnet_modelo_selec, main="Error test red neuronal CV seleccionado", 

xlab="Error", ylab="Frecuencia") 

 

#RMSE de train y de test 

train_rmse_nnet_modelo_selec <- RMSE(train_predictions_nnet_modelo_selec, 

train_data_nnet_selec$y) 

test_rmse_nnet_modelo_selec <- RMSE(test_predictions_nnet_modelo_selec, 

test_data_nnet_selec$y) 

 

#RED 2 - NEURALNET 

neuralnet_modelo_selec <- neuralnet( 

  y ~ pc1 + pc2 + pc3 + pc1_lag1 + pc2_lag1 + pc3_lag1, 

  data = train_data_nnet_selec, 

  hidden = c(5,4), 

  linear.output = TRUE, 

  threshold=0.03, 

  stepmax=1e7 

) 

 

plot(neuralnet_modelo_selec, rep="best") 

 

# Evaluación de las predicciones sobre el conjunto de test 

test_predecir_neuralnet_modelo_selec <- compute(neuralnet_modelo_selec, 

test_data_nnet_selec) 

predicciones_test_neuralnet_modelo_selec <- 

test_predecir_neuralnet_modelo_selec$net.result 

 

# RMSE para el conjunto de prueba 

test_valores_reales_neuralnet_modelo_selec <- test_data_nnet_selec$y 

test_errores_neuralnet_modelo_selec<-predicciones_test_neuralnet_modelo_selec - 

test_valores_reales_neuralnet_modelo_selec 

hist(test_errores_neuralnet_modelo_selec, main="Error test red neuronal NeuralNet 

seleccionado", xlab="Error", ylab="Frecuencia") 
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test_rmse_neuralnet_modelo_selec <- 

sqrt(mean((predicciones_test_neuralnet_modelo_selec - 

test_valores_reales_neuralnet_modelo_selec)^2)) 

print(test_rmse_neuralnet_modelo_selec) 

 

# Evaluación de las predicciones sobre el conjunto de train 

train_predecir_neuralnet_modelo_selec <- compute(neuralnet_modelo_selec, 

train_data_nnet_selec) 

predicciones_train_neuralnet_modelo_selec <- 

train_predecir_neuralnet_modelo_selec$net.result 

 

# RMSE para el conjunto de prueba 

train_valores_reales_neuralnet_modelo_selec <- train_data_nnet_selec$y 

train_errores_neuralnet_modelo_selec<-predicciones_train_neuralnet_modelo_selec - 

train_valores_reales_neuralnet_modelo_selec 

hist(train_errores_neuralnet_modelo_selec, main="Error test red neuronal NeuralNet 

seleccionado", xlab="Error", ylab="Frecuencia") 

train_rmse_neuralnet_modelo_selec <- 

sqrt(mean((predicciones_train_neuralnet_modelo_selec - 

train_valores_reales_neuralnet_modelo_selec)^2)) 

print(train_rmse_neuralnet_modelo_selec) 

 

# Gráfico de dispersión - comparar los valores reales y predichos 

ggplot(data = test_data_nnet_selec, aes(x = test_actual_values_nnet_selec, y = 

predicted_test_values_nnet_selec)) + 

  geom_point(aes(color = "red"), alpha = 0.5) + 

  geom_smooth(method = "lm", color = "red") + 

  labs(title = "Real vs. Predicho", x = "Valores Reales", y = "Valores Predichos") + 

  theme_minimal() 

 

#GRÁFICOS HISTOGRAMAS 

par(mfrow=c(2,3)) 

hist(test_errores_orig, main="Error test red neuronal original", xlab="Error", 

ylab="Frecuencia") 

hist(train_errores_orig, main="Error train red neuronal original", xlab="Error", 

ylab="Frecuencia") 

hist(test_errores_neuralnet_modelo_selec, main="Error test red neuronal NeuralNet 

seleccionado", xlab="Error", ylab="Frecuencia") 

hist(train_errores_neuralnet_modelo_selec, main="Error test red neuronal NeuralNet 

seleccionado", xlab="Error", ylab="Frecuencia") 

hist(test_errores_nnet_modelo_selec, main="Error test red neuronal CV seleccionado", 

xlab="Error", ylab="Frecuencia") 

hist(train_errores_nnet_modelo_selec, main="Error train red neuronal CV 

seleccionado", xlab="Error", ylab="Frecuencia") 

par(mfrow=c(1,1)) 

 

#Comparación con modelo sin disminución de dimensión (PCA) y modelos de 

regresión múltiple  
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forecast_inicial<-lm(RenShare_TotEnergyConsump~. -Year - Country, 

data=datos_originales_noNA) 

summary(forecast_inicial) 

 

 

Anexo 2. Información estadística del conjunto original de datos 

 

Tabla 11. Resumen estadístico del conjunto original de datos 

 

Fuente: Elaboración propia. 

 

Anexo 3. Información estadística del conjunto seleccionado de datos 

 

Tabla 12. Resumen estadístico del conjunto seleccionado de datos 

 

Fuente: Elaboración propia. 
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Anexo 4. Análisis de variables del conjunto original de datos 

 

Figura 13. Diagramas de caja de las variables del conjunto de datos original 

 

Fuente: Elaboración propia 

 

Anexo 5. Análisis de variables del conjunto seleccionado de datos 

 

Figura 14. Diagramas de caja de variables del conjunto de datos seleccionado. 

 

Fuente: Elaboración propia. 
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Anexo 6. Análisis de las relaciones entre las variables del conjunto original de datos 

 

Figura 15. Matriz de Correlación de las variables del conjunto de datos originales. 

 

Fuente: Elaboración propia.  

 

Anexo 7. Análisis de las relaciones entre las variables del conjunto seleccionado de datos 

 

Figura 16. Matriz de Correlación de las variables del conjunto de datos originales. 

 

Fuente: Elaboración propia. 
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Anexo 8. Matriz de scores de las componentes principales del conjunto de datos original.  

 

Figura 17. Head matriz scores componentes principales del conjunto original. 

Fuente: Elaboración propia 

 

Anexo 9. Matriz de loading vectors de las componentes principales del conjunto de datos 

original.  

 

Figura 18. Matriz de loading vectors de las componentes principales del conjunto 

original. 

 

Fuente: Elaboración propia 
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Anexo 10. Matriz de scores de las componentes principales del conjunto de datos 

seleccionado. 

Figura 19. Head matriz de scores de las componentes principales del conjunto 

seleccionado. 

Fuente: Elaboración propia 

 

Anexo 11. Matriz de loading vectors de las componentes principales del conjunto de datos 

seleccionado.  

 

Figura 20. Matriz de loading vectors de las componentes principales del conjunto 

seleccionado. 

 

Fuente: Elaboración propia 
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Anexo 12. Valores reales de la cuota de energía renovable por país de conjunto de datos 

original 

 

Figura 21. Cuota de energía renovable 2005-2018. 

 

Fuente: Elaboración propia 
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