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Resumen

Este estudio investiga el impacto de la volatilidad en el rendimiento de un robo-trader
basado en un modelo de Deep Reinforcement Learning (DRL). Tradicionalmente, los
modelos de seleccidn y asignacion de activos se han basado en supuestos que pueden no
ser aplicables en el mundo real y la introduccion de la Inteligencia Artificial (1A) y el
Machine Learning (ML) ha abierto nuevas perspectivas para los inversores. Dado el
escaso enfoque en el estudio de la volatilidad en afios recientes, se propuso investigar
cOmo esta variable afecta a un robo-trader basado en DRL. Para ello, se crearon tres
carteras diferentes segin el nivel de volatilidad de los activos. Posteriormente, se
desarroll6 un cddigo en Python (enlace) para automatizar el proceso, desde la descarga

de datos hasta la implementacion del algoritmo de DRL.

Los resultados revelaron que la cartera de alta volatilidad demostr6 el mejor rendimiento
en términos del ratio de Sharpe, mientras que las carteras de volatilidad media y baja
mostraron rendimientos positivos pero insuficientes para compensar el riesgo asumido.
Bien es cierto que la hipdtesis alternativa (a mayor volatilidad mejor ratio de Sharpe) fue
confirmada. Sin embargo, en comparacion con la estrategia de mercado, el modelo de
DRL super6 en rendimiento solo en la cartera de alta volatilidad, mientras que para las
carteras de media y baja volatilidad los rendimientos obtenidos en relacién con el riesgo
asumido fueron peores cuando se utiliz6 el modelo de DRL. Es crucial destacar que estos
resultados representan una prueba de concepto y no reflejan completamente el potencial

del DRL debido a limitaciones computacionales.

Palabras clave: Volatilidad, Machine Learning (ML), Deep Reinforcement Learning
(DRL), Proximal Policy Optimization (PPO), Ratio de Sharpe, Python
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Abstract

This study investigates the impact of volatility on the performance of a robo-trader based
on a Deep Reinforcement Learning (DRL) model. Traditionally, asset selection and
allocation models have relied on assumptions that may not be applicable in the real world,
and the advent of Artificial Intelligence (Al) and Machine Learning (ML) has opened
new perspectives for investors. Given the limited focus on volatility studies in recent
years, the aim was to examine how this variable affects a DRL-based robo-trader. To
achieve this, three different portfolios were created based on the level of asset volatility.
Subsequently, a Python code (link) was developed to automate the process, from data

downloading to DRL algorithm implementation.

The results revealed that the high-volatility portfolio demonstrated the best performance
in terms of the Sharpe ratio, while the medium and low volatility portfolios showed
positive but insufficient returns to offset the assumed risk. It is worth noting that the
alternative hypothesis (higher volatility leads to a better Sharpe ratio) was confirmed.
However, compared to the market strategy, the DRL model outperformed only in the
high-volatility portfolio, whereas for the medium and low volatility portfolios, the returns
obtained in relation to the assumed risk were worse when using the DRL model. It is
crucial to emphasize that these results represent a proof of concept and do not fully reflect

the potential of DRL due to computational limitations.

Keywords: Volatility, Machine Learning (ML), Deep Reinforcement Learning (DRL),
Proximal Policy Optimization (PPO), Sharpe Ratio, Python
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1. Introduccion

La gestion de carteras, una practica vital en el mundo de las finanzas despierta un interés
genuino tanto entre inversores como académicos. Construir una cartera optima que
maximice los rendimientos mientras se controlan los riesgos es todo un reto. Uno de los
mayores dilemas con los que nos encontramos a la hora de invertir reside en la seleccion
y asignacion de activos (Pagdin & Hardy, 2017). Qué activos hay que seleccionar y
cuanto se debe invertir en cada uno es la pregunta clave que se hace cada inversor (Kevin,
2022). Desde Markowitz, Sharpe o Merton, muchos son los economistas que han
dedicado gran parte de su vida a estudiar esta pregunta y han ido de esa manera
construyendo poco a poco lo que se conoce como Teoria de Carteras o Portfolio
Management Theory (Baker & Filbeck, 2013).

Harry Markowitz es considerado el padre de la Teoria Moderna de Carteras (Elton &
Grubre, 1997). EI modelo de Markowitz, también conocido como modelo Media-
Varianza, utiliza el retorno esperado (media) y la volatilidad o riesgo (varianza) como
ejes principales para la seleccion de porfolios (Markowitz, 1999). El objetivo final del
modelo de Markowitz consiste en encontrar la combinacién optima de los activos que
maximicen el retorno esperado para un nivel de riesgo determinado (Ozbayoglu et al.,
2020). Todas estas carteras 6ptimas se reflejan en lo que se denomina frontera eficiente.
Mirando la frontera eficiente, el inversor podra elegir cual es la que méas le conviene en

funcion de sus preferencias.

El modelo de Markowitz, que introdujo el concepto de ‘“Modern Portfolio Theory
(MPT)”, supuso un antes y un después en la gestion de carteras y le hizo merecedor del
premio Nobel. Muchos otros economistas, como Sharpe, Linter o Tobin, han utilizado el
trabajo de Markowitz para mejorar y expandir la Teoria Moderna de Carteras (Chen &
Chen, 2016).

El modelo de Markowitz y sus derivados se pueden aplicar a ciertas situaciones, pero aun
asi sus hipotesis hacen que su uso en la realidad se vea muy limitado. Por ejemplo,
Markowitz asume que todos los retornos esperados son conocidos y siguen una
distribucion normal o que no hay costes de transaccion o impuestos (Beste et al., 2002).
Ademas, estos métodos tradiciones utilizan datos historicos para estimar los retornos
futuros (Jin & Yuan, 2021), lo que provoca que en ciertos casos el uso de estos modelos

conlleve resultados inexactos o no se pueda aplicar en ciertos contextos. Sin embargo, la



llegada de la IA y el Machine Learning (ML) ha traido consigo nuevas posibilidades y
herramientas para los inversores ya que métodos como el DRL se basan en la experiencia
y no en datos historicos, permitiendo la adaptacion de estos nuevos modelos a distintas
situaciones de los mercados y obteniendo mejores resultados que los modelos
tradicionales (Sutton & Barto, 2018).

Se han hecho varios estudios alrededor de la aplicacion de técnicas de ML al entorno de
las finanzas. Principalmente se ha puesto el foco en aplicaciones para predecir los precios
de las acciones y para crear estrategias de trading. También se ha analizado en gran
cantidad como utilizar estar herramientas tecnoldgicas desde el punto de vista del retorno.
Sin embargo, el estudio del riesgo o la volatilidad ha recibido muy poca atencién estos
ultimos afios, siendo este una variable de gran importancia para el analisis de inversiones
(Mufoz & Castafieda, 2023). Por ello, he considerado que era una buena oportunidad
relacionar dos conceptos que son el presente y futuro de las finanzas: el Deep
Reinforcement Learning (DRL) y la volatilidad. En este trabajo se estudiard si la
volatilidad afecta o no a un robo-trader que utiliza DRL para tomar decisiones de

inversion.

El trabajo se va a estructurar de la siguiente manera. Se empezaréa realizando un estado
del arte para ver qué es lo que se ha escrito del tema a tratar y en qué punto nos
encontramos ahora mismo. Mas tarde, se elaborara un marco tedrico que ayudara a asentar
las bases tedricas necesarias para una buena comprension del trabajo. Después, se
realizaran tres experimentos con tres carteras distintas. Una cartera compuesta por activos
de volatilidad baja, otra cartera compuesta por activos de volatilidad media y una ultima
compuesta por activos de volatilidad alta. Los activos se han seleccionado utilizando la
beta, que representa la volatilidad de los retornos de un activo frente al mercado. Se
ejecutara el codigo de DRL aplicado a estas carteras y se utilizara el ratio de Sharpe para
realizar las comparaciones. Es importante mencionar que también se obtendra el ratio de
Sharpe que hubiera resultado si simplemente hubiéramos mantenido los activos de las
distintas carteras en nuestra posesion sin realizar ninguna operacion. Luego se

interpretaran los resultados obtenidos y se realizara una conclusion.



2. Estado del arte

En esta seccion se pretende explorar las investigaciones y los desarrollos mas importantes
que se han llevado a cabo en torno al Deep Reinforcement Learning (DRL) y las finanzas.
Con esto podremos situar el proyecto dentro del panorama actual, identificando las

contribuciones previas y posibles huecos que hay en la literatura académica.

Markowitz (1999) fue el primero en intentar construir un modelo matematico para la
optimizacion de porfolios. Para él, la gestion de carteras es el proceso de toma de
decisiones que implica la reasignacion continua de una cantidad de fondos en diversos
productos financieros con el objetivo de maximizar el rendimiento y al mismo tiempo
limitar el riesgo. EI modelo de Markowitz, como ya se ha mencionado antes, busca
encontrar los porfolios que maximicen el retorno para un determinado nivel de riesgo
(Markowitz, 1999). Sin embargo, sus hipétesis y la de los modelos que vinieron después
hacen que su aplicacion en el mundo sea muy dificil. Por ello, la llegada de las nuevas
tecnologias permitié a los analistas financieros usar nuevas herramientas que les

permitieran construir de forma mas eficiente porfolios 6ptimos.

Con la llegada del ML se empezaron a elaborar numerosos modelos, principalmente
arboles de decision o redes neuronales, enfocados en resolver problemas en el mundo
financiero. La gran mayoria de ellos se enfocaron en predecir tendencias 0 movimientos
de precios, donde, utilizando precios histéricos como input, una red neuronal devuelve
como output un vector con los precios de los activos en un periodo futuro. Luego, un
agente de bolsa puede utilizar estas predicciones para tomar una decision y construir la
cartera (Chakraborty, 2019). La implementacion de estos modelos es bastante sencilla ya
que se trata de aprendizaje supervisado, es decir, se utiliza un conjunto de datos
etiquetados. El principal problema que presentan estos modelos es que dependen en gran
medida en su precision de prediccidn, pero predecir precios futuros y sus movimientos es
una tarea altamente compleja. Ademas, estos modelos no devuelven acciones de mercado
(comprar, vender o mantener un activo), sino que simplemente devuelven precios.
Cuando los investigadores intentaron que los modelos tomasen una decision por su cuenta
para automatizar el proceso, se dieron cuenta que necesitaban una capa mas de logica en
las redes neuronales. Cuando una red neuronal utiliza dos o més neurona, ya se hace
referencia al término de aprendizaje profundo. Otro problema que presentaban estos

algoritmos predictivos es que, al predecir precios o tendencias no tienen en cuenta



distintos factores como impuestos o costes de transaccion, que son elementos que pueden

influir altamente en la toma de decision de un agente.

Por ello, viendo los problemas que estaban presentando estos algoritmos de aprendizaje
supervisado, se empez0 a tratar este problema como un problema de aprendizaje por
refuerzo (este concepto se explicara mas adelante), donde se puede integrar la prediccion
de precios y la consecuente construccion del porfolio en un solo paso. Al tratar este
problema de esta manera, se puede formular este problema como un Proceso de Decision
de Markov y luego resolverse utilizando modelos como Monte Carlo, SARSA o Q-
Learning (Chakraborty, 2019).

Mas en profundidad dentro del RL aplicado al problema de optimizacion de carteras, hoy
en dia se utilizan tanto modelos basados en valor (modelos que asignan un valor a cada
estado o accién en funcién del beneficio esperado a largo plazo, es decir, utilizando la
funcién valor) como los mencionados Q-learning o SARSA, como modelos basados en
politicas (encontrar directamente la politica éptima tuneando un vector de parametros)
(Nachum et al, 2017), como DPG o DDPG. Las principales variables que componen estos
modelos suelen ser el tiempo y el precio pasado de los activos. Por otro lado, como
recompensa se utiliza el rendimiento de la cartera, el ratio de Sharpe o el ratio de Sortino.
Ademas, algunos de estos modelos incluyen caracteristicas que los modelos basados en
Markowitz ignoran como pueden ser los costes de transaccion o la inversion en activos
libres de riesgo (Hambly et al., 2023). También se han realizado comparaciones entre
estos dos tipos de modelos. En 2016 Du, Zhai y Lv utilizaron un problema de
optimizacion de carteras que incluia un activo con riesgo y otro activo libre de riesgo para
comparar el rendimiento de un algoritmo Q-learning y un algoritmo de Aprendizaje por
Refuerzo Recurrente (RRL) utilizando tres funciones valor diferentes. Descubrieron que
el algoritmo Q-learning es menos estable y que se debe usar el ratio de Sharpe como

medida de recompensa.

Sin embargo, a pesar del exito de los modelos de RL, se ha observado que estos modelos
sufren cuando se intentan escalar y no pueden gestionar problemas de alta
dimensionalidad principalmente porque las bases de datos financieras son muy grandes y
dependen en gran cantidad de la variable tiempo (Mosayi et al., 2023). Por ello, los
investigadores llegaron a la conclusion de que aplicar DRL a un problema de
optimizacion de carteras que estuviera modelado como un Proceso de Decision de

Markov podria ser muy beneficioso. Ademas, si se incorpora el uso de modelos de DRL,



las carteras se pueden ir ajustando cada cierto tiempo en funcion de la estrategia tomada
por el modelo. Actualmente los modelos incluyen tres estrategias: vender el activo,

comprar el activo o mantener el activo

El DRL empez06 a llamar la atencion alrededor del 2015 debido a los grandes logros que
se obtuvieron cuando se empez6 a aplicar a videojuegos (Frangois-Lavet et al., 2019).
Google Deepmind fue el primero en desarrollar uno de estos modelos que era capaz de
jugar al Atari a un nivel similar al de jugadores profesionales. Mas tarde, utilizando este
modelo como base, Google desarrollo el AlphaGo, que se convirtio en el primer modelo
en derrotar a un humano en el juego Go. Como afirma Frangois-Lavet (2019), esto fue un
gran avance ya que se trata de un juego con una cantidad enorme de escenarios y
movimientos diferentes posibles. Sin embargo, estos juegos se tratan como un problema
de aprendizaje por refuerzo donde el espacio de acciones es discreto, es decir, podemos
contar el nimero de acciones que puede llevar a cabo el agente. Basicamente, todas las
acciones posibles que se pueden realizar se pueden representar en un conjunto finito. Pero
cuando nos vamos a problemas relacionados con las finanzas, nos encontramos con que
hay que tratarlos con un espacio de acciones continuo porque la cantidad de un activo que
se puede comprar, vender 0 mantener es continua. Es cierto que se pueden discretizar las
acciones de mercado (por ejemplo, tomar por accion invertir todo el capital en un activo)

pero se ha visto que esto no aporta mucho valor.

Dentro de la aplicacion de DRL a la gestion de carteras, los modelos que mas se utilizan
actualmente son el de Proximal Policy Optimization (PPO), Deep Deterministics Policy
Gradient (DDPG) y modelos de Policy Gradient (PG). Estos modelos permiten obtener
una estrategia de optimizacion de carteras en un espacio de acciones continuo. Es cierto
que muchos de estos modelos se han probado con criptomonedas y otros activos de alta
volatilidad. También se han probado Redes Neuronales Convolucionales (CNN)
obteniendo muy buenos resultados (Mosayi et al., 2020). Aun asi, la aplicacion del DRL
a las finanzas es algo muy novedoso y, aunque empieza a haber cada vez mas

informacidn, la investigacion acerca del tema es por ahora muy limitada.



RL Algorithms

!

i R’
Model-Free RL Model-Based RL
Policy Optimization Q-Learning Learn the Model Given the Model
Policy Gradient €— > DQN —> World Models L> AlphaZero
> DDPG <«
A2C/ A3C <«— > C51 —> 12A

—> TD3 — 5

PPO Dm— - =~ —>  QR-DQN —> MBMF
> SAC R

TRPO — . HER — MBVE

Figura 1: Taxonomia de algoritmos de RL. Adaptado de OpenAl. Part 2: Kinds of RL Algorithms

En resumen, se ha visto que los modelos clasicos de optimizacién de carteras no
funcionan de forma eficiente en el mundo real debido a sus hipétesis. Por ello,
investigadores y analistas estdn buscando nuevas herramientas que les permitan atacar
este problema. Una de esas maneras es utilizando modelos de DRL. Se ha visto que
algunos investigadores han obtenido muy buenos resultados utilizando estos algoritmos
frente a modelos mas clésicos. Sin embargo, al ser un tema tan novedoso y de reciente
creacion, mas experimentos son necesarios para ver si realmente se obtienen mejores
resultados utilizando modelos de DRL. Este trabajo intenta contribuir centrandose en algo
tan relevante como la volatilidad. En este trabajo realizaremos tres experimentos que

definiremos més adelante para ver si la volatilidad afecta o0 no a un robo-trader de DRL.



3. Definicion del proyecto

Como bien se ha mencionado anteriormente, el trabajo pretende averiguar si la volatilidad
afecta 0 no a un robo-trader que utiliza DRL para tomar decisiones de inversion. Para ello
se va a aplicar el codigo de DRL a tres carteras distintas con distintas volatilidades. Para
la seleccion de las carteras se ha utilizado como criterio la beta de los activos. De esa

manera la composicion de las carteras es la siguiente:

- Cartera 1: activos de volatilidad (beta menor que 1) seleccionados del S&P low
volatility index. Los activos son: McDonalds, Coca-Cola, Kimberly-Crack y
Procter & Gamble.

- Cartera 2: activos de volatilidad media (beta alrededor de 1) seleccionados del
DJIA. Los activos son: Home Depot, Intel, 3M, Exxon y Honeywell.

- Cartera 3: activos de volatilidad alta (beta mayor que 1) seleccionados del
NASDARQ 100. Los activos son: Apple, Tesla, Advanced Micro Devices, Nvidia

y Qualcom.

Al ejecutar el cddigo en cada una de estas carteras obtendremos varios ratios de Sharpe
que compararemos entre si para ver si la volatilidad afecta al rendimiento. También se
obtendra el ratio de Sharpe que obtendriamos si hubiéramos mantenido los activos en

nuestro poder sin haber realizado ninguna operacion para una mejor comparacion.

3.1 Hipotesis

e Hipdtesis nula: el ratio de Sharpe seré igual en cada uno de los experimentos, es
decir, obtendremos los mismos rendimientos en cada una de las carteras
propuestas.

e Hipdtesis alternativa: a mayor volatilidad, mejor sera el ratio de Sharpe obtenido.
La volatilidad si que afecta al robo-trader que utiliza DRL y por tanto los ratios

de Sharpe seran diferentes en cada uno de los experimentos.

3.2 Objetivos

1) Objetivo A: Comparar el rendimiento de modelos de DRL en funcién de

distintas volatilidades.



2) Objetivo B: Realizar tres experimentos para obtener evidencias.

3) Objetivo C: Analizar la sensibilidad de los modelos utilizados a distintos
parametros.

4) Objetivo D: Estudiar la aplicabilidad real del cdédigo de DRL utilizado.

3.3 Asunciones

1) Asuncion A: El comportamiento futuro de los activos tendra un comportamiento
similar al comportamiento pasado de los activos.

2) Asuncion B: Los parametros son estables a lo largo del tiempo

3) Asuncion C: Los datos histéricos son suficientes para llevar a cabo los

experimentos de manera exitosa

3.4 Restricciones

1) Restriccién A: Mi conocimiento sobre el tema. Aunque he invertido gran
cantidad de tiempo en estudiar, mi conocimiento sobre el DRL en ciertas areas
puede suponer una limitacion.

2) Restriccion B: Acceso limitado a datos de los precios de los activos.

3) Restriccion C: Falta de datos de precios en algunos dias.

4) Restriccion D: Sesgo en la seleccion de la muestra temporal.



4. Marco teorico

Para poder comprender bien este trabajo y los experimentos que se van a realizar, es
necesario proporcionar unas bases conceptuales y unas definiciones esenciales. Esta
seccion se dividira en dos partes, una primera que hablara de la volatilidad y su modelado,
y una segunda parte que hablaré de los conceptos fundamentales para entender el DRL, y

mas en concreto el algoritmo que se va a utilizar, el Proximal Policy Optimization.

4.1 Volatilidad

El nivel de riesgo es una de las caracteristicas mas importantes de un activo. Este riesgo
total se puede dividir en dos partes: riesgo sistematico y riesgo no sistematico o
especifico. El riesgo sistematico es el riesgo que no se puede diversificar porque es el
riesgo inherente al propio mercado y que afecta a todos y cada uno de los activos de dicho
mercado. Por otro lado, el riesgo no sistematico es el riesgo que puede reducirse a través
de la diversificacion ya que es el riesgo propio de una empresa en particular (Novales,
2017).

Sin embargo, la gran pregunta que surge es como podemos medir ese riesgo total de las
acciones. Una manera de hacerlo es a través de las fluctuaciones de los precios de un
activo durante un periodo de tiempo concreto. Es por ello por lo que utilizamos la
volatilidad como medida del riesgo de un activo. La volatilidad se entiende como la
variabilidad del rendimiento de un activo frente a un rendimiento esperado (Rossi, 2013).
Esto no quiere decir que un cambio en el precio o rendimiento signifique inmediatamente
un cambio en la volatilidad. Si no que, cuando hacemos referencia a un incremento de la
volatilidad, estamos haciendo referencia a una mayor dispersion del rendimiento de un

activo frente a un rendimiento medio esperado.

Para medir la volatilidad se suele utilizar la desviacion tipica:

_ [ZEi®e-R)
o= \] T-1 (1)

Donde R, es el retorno en el momento t y R la media de los retornos. Al final la desviacion
tipica nos proporciona una medida de dispersién de los retornos que podemos utilizar

para medir la volatilidad de un activo.



Cuando hablamos de volatilidad también es importante hablar de la beta de un activo. La
beta es una medida de la volatilidad de un activo en relacion con la variabilidad del
mercado. Una beta mayor que 1 indica que el activo es mas volatil que el mercado en
general y por lo tanto el retorno esperado es superior al del mercado. Una beta igual 1
indica que la volatilidad de los rendimientos de un activo es igual a la volatilidad del
mercado y se esperan retornos iguales o muy similares a los del mercado. Si la beta es
menor que 1 quiere decir que el activo es menos volatil que el mercado y por lo tanto el
retorno esperado es menor al del mercado. Es importante mencionar que se utilizara la
beta para seleccionar nuestras carteras ya que los activos se seleccionaran de distintos

indices y asi podremos realizar una mejor comparacion.
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Figura 2: CAPM que describe la relacion entre las betas y el retorno esperado. Adaptado de: Munasca.
(2015). Capital Allocation Line (Modern Portfolio Theory).

4.2 Deep Reinforcement Learning

Para entender el DRL es necesario entender primero que es el RL, que es el DL y como

se combinan ambos para formar el DRL.

Segun Lasse Rouhianinen (2018) en su libro Inteligencia Artificial, esta se puede definir
como “la habilidad de los ordenadores para hacer actividades que normalmente requieren
de inteligencia humana. Méas detalladamente se podria decir que la IA es la capacidad de
las maquinas para usar algoritmos, aprender de los datos y utilizar lo aprendido en la toma

de decisiones tal y como lo haria un ser humano.”



Una de las ramas mas importantes de la A, es el ML que se puede definir como el proceso
por el cual se programa a un ordenador para que aprenda de una serie de datos o de
experiencias pasadas. La gran ventaja del ML es que sus modelos pueden aprender sin la
necesidad de la intervencion de un ser humano ya que, como hemos dicho anteriormente,
aprende de los datos y de experiencias. Dentro de ML se distinguen cuatro tipos
principales de aprendizaje: aprendizaje supervisado, aprendizaje no supervisado,
aprendizaje por refuerzo y aprendizaje profundo (Deep learning). Para este trabajo se

pondra el foco en aprendizaje por refuerzo y en el Deep learning.

4.2.1 Reinforcement Learning

En el aprendizaje por refuerzo o reinforcement learning (RL) el agente tiene que tomar
una serie de decisiones con el objetivo maximizar la recompensa a largo plazo. El agente
realiza una accion en un determinado entorno en funcién de un estado (que representa lo
que el agente sabe del entorno) y recibe feedback en forma de una recompensa y nuevo
estado. Con esta nueva informacion el agente realizara una nueva accién. Como bien se
puede observar, la recompensa dependera de las acciones que decida tomar el agente. Por
ello, el algoritmo debe encontrar la politica dptima, es decir, el conjunto o estrategia de
acciones que maximicen la recompensa obtenida a largo plazo. La siguiente imagen

muestra el proceso descrito:
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Figura 3: Proceso seguido por un algoritmo de RL y como se relacionan las distintas partes entre si.
Adaptado de: Gahete Diaz, J. L., Mufioz San Roque, A., Pizarroso Gonzalo, J., & Portela Gonzélez, J.
(2023). Machine Learning |

La interaccion agente-entorno mostrada en la imagen sigue la propiedad de Markov, que

nos dice que el futuro solo depende de la informacidn actual que posea el agente. Es decir,



el efecto de una accién sobre un estado solo depende de la accién y del propio estado
(Chakraborty, 2019).

Como el agente selecciona las acciones se conoce como politica. Entonces, lo que tendra
que hacer un agente de RL es encontrar la politica que optimice el retorno esperado a
largo plazo.

Para encontrar dicha politica optima es indispensable hallar la funcion valor. Para ello,
podemos recurrir a la ecuacion de Bellman, ideada por Richard Bellman en 1964. Para

ello, empezariamos obteniendo la siguiente ecuacion:
V(s) =max (R(s,a) + y+V(s)) (2)
Los elementos que componen la ecuacion son los siguientes:

- s -> define el estado.
- a > define la accion llevada a cabo por el agente.

R - define la recompensa.

vy =2 define el factor de descuento.

De esta forma, la funcion valor nos estima la recompensa que se va a recibir partiendo de
un cierto estado y realizando una determinada accion. El factor de descuento es clave para

ajustar ya que, cuanto mas nos alejamos, menor sera la recompensa.

Si seguimos descomponiendo la ecuacion antes mencionada, llegamos a la ecuacién de

Bellman:
Vi(s) = Ep[Resr + v+ V(SIS = S] (3)

La ecuacion de Bellman nos dice el retorno o recompensa esperada empezando en el
estado S y siguiendo la politica ©. Ademas, se puede ver que sigue la propiedad de

Markov.

Esta ecuacion la podemos llevar a un siguiente nivel al sustituir la V por la Q. La V nos
indica el valor del estado en el que nos encontrabamos, pero la Q nos indica la calidad de
la accion seleccionada en funcion del estado. Entonces la ecuacion quedaria de la

siguiente manera (Brea et al., 2023):

New Q(s,a) = Q(s,a) + a *[R(s,a) + y *maxQ’'(s’,a’) — Q(s,a)] (4)



Por otro lado, uno de los desafios mas importantes que presenta el RL es el trade off entre
explotacion y exploracion. EI modelo debe explotar las acciones que le han funcionado
en el pasado, pero también debe explorar nuevas acciones. Hacer Unicamente una de las

dos es un error por lo que encontrar el equilibrio entre ambas es de gran importancia.

4.2.2 Deep Learning

Como bien define Torres, el Deep Learning “es un subconjunto de Machine Learning

(ML), que es solo una parte de la inteligencia artificial (1A).

Figura 4: Clasificacion visual de la IA, ML y DL . Adaptado de: Goodfellow, I., Bengio, Y., & Courville,
A. (2016). Deep learning. MIT press.

El Deep learning busca crear algoritmos que puedan aprender a través de redes neuronales
profundas. Estas redes neuronales no abordan los problemas de manera secuencial, sino
que lo hacen de forma paralela de la misma manera que lo hace un humano. La gran
ventaja del Deep learning frente a los otros tipos de aprendizaje es que se pueden usar los
datos en su forma original y permite obtener soluciones que no sean lineales. Otras
técnicas de ML requieren convertir los datos a otras formas o crear nuevas variables. Sin
embargo, el Deep learning requiere de una cantidad de datos y una capacidad de
computacion mucho mayor que otras técnicas (Chauhan & Singh, 2018).

Las redes neuronales estan basadas en el cerebro humano y se componen de varias capas
de neuronas (Balhara et al., 2022). En cada neurona, una funcién de activacion determina

la salida en funcidon de los datos de entrada que ha recibido.
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Figura 5: Esquema de una red neuronal con una capa oculta. Adaptado de: Colin M.L. Burnet

La primera capa recibe los valores de entrada. Los siguientes valores de la capa oculta
son una transformacion de estos valores mediante una funcion paramétrica no lineal (aqui
es donde entra en juego la funcion de activacion). Estos datos se pueden seguir

transformando hasta obtener los valores de salida (Francois-Lavet et al., 2018).

Si se analiza mas en detalle una sola neurona, se puede ver que el perceptron es la unidad
matematica mas simple. Admite una serie de inputs con sus respectivos pesos y la suma
ponderada de estos inputs pasa a través de la ya mencionada funcién de activacion para
obtener una serie de outputs. Entonces basicamente lo que ocurre en una neurona es la

siguiente formula:
Y =fQE. X« W) (9)

Donde Y son los valores de salida de la neurona, f la funcion de activacion, Xi los valores
de entrada y Wi representa los pesos. Como se ha dicho anteriormente, el Deep Learning
se caracteriza por tener varias capas de neuronas, por lo que esta formula se aplicara tantas

VeCces Como capas de neuronas haya.

Cuando una red neuronal esta aprendiendo va ajustando los pesos asignados a los datos
de entrada (que inicialmente son asignados de forma aleatoria) de manera que la
diferencia entre el output de la red neuronal y la salida real sea la mas pequefia posible y

de esa forma minimizar el error.

Es por ello por lo que se puede observar la importancia de la funcion de activacion en las

redes neuronales. No hay una sola funcién de activacion, sino que hay varias como puede



ser la funcion ReL. U, que anula los valores negativos, o la funcion Sigmoide que devuelve

valoresentre Oy 1.

4.2.3 Deep Reinforcement Learning

Recientemente se ha abierto un nuevo campo con la combinacion del Deep Learning y el
Reinforcement Learning dando lugar al Deep Reinforcement Learning (DRL). La

siguiente imagen muestra como es una estructura de un modelo de DRL.

l Reward |
Agent i

State Take Environment

action
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Figura 6: Estructura de un modelo de DRL y como se relacionan todas las partes entre si. Adaptado de:
Fuentes Brea, J. P., Lopez Lopez, G., Palacios Hielscher, R., & Sanchez Ubeda, E. F. (2023). Machine

Learning/Analitica Avanzada.

En el DRL el agente (una red neuronal profunda) interactta con el entorno y aprende la
politica asociando acciones a determinados estados (Balhara et al., 2022). Gracias al DRL
podemos mejorar el aprendizaje cuando nos encontramos con muchos datos y grandes
espacios de estados y acciones como puede ocurrir con los datos financieros
(Chakraborty, 2019). Hay muchos algoritmos y modelos dentro del DRL, pero nosotros
nos vamos a centrar en el que vamos a utilizar en nuestro cédigo, el Proximal Policy

Optimization.

4.2.4 Proximal Policy Optimization

El algoritmo Proximal Policy Optimization (PPO) es una variante del algoritmo Trust
Region Policy Optimization (TRPO) que a su vez se clasifica dentro de lo que se conoce
como métodos basados en politicas. Estos métodos funcionan muy bien en espacios de
acciones continuos (como son las finanzas) y, en vez de utilizar una funcion de valor
separada, tratan de encontrar la politica déptima directamente (los métodos basados en

valor utilizan directamente la recompensa para seleccionar la siguiente accion). Estos



métodos empiezan con una determinada politica que van mejorando poco a poco a través

de métodos de politicas de gradiente.

Lo que hacen es ir seleccionando politicas aleatorias en cada paso Y, si la nueva politica
es mejor que la anterior, ajustar los pardmetros de la politica anterior (por ejemplo, los
pesos de la red neuronal) en la direccion de esa politica nueva. Para ello, podemos utilizar
la funcién valor como medida de la calidad de una politica. La ecuacion que representa

todo esto es la siguiente:

Orr1 = 0r + a VgV (sq) (6)

Se puede ver como se empuja el conjunto de pardmetros 6 en la direccion de la mejor
accion. Cada paso t el algoritmo realizara esta actualizacion de los parametros utilizando

la derivada de la funcion valor (ya que queremos maximizar) y una tasa de aprendizaje a.

Como se puede observar, estos métodos generan una politica aleatoria en cada iteracion
antes de evaluar la calidad. Esto hace que haya una alta varianza ya que la trayectoria del
modelo, que en los métodos basados en valor utiliza la recompensa como guia, es

completamente aleatoria.

Uno de los métodos para intentar reducir la varianza de los métodos basados en politicas
es el TRPO. El TRPO utiliza una funcion de pérdida para para reducir la varianza en los
pardmetros de la politica. Es importante mencionar que no se pueden cambiar los
pardmetros de una politica a otra en grandes magnitudes, sino que hay que ir poco a poco

y esto hace que ir probando politicas aleatoriamente lleve mucho tiempo.

Es por eso por lo que también se busca acelerar el proceso del algoritmo. Para ello se
utiliza lo que se conoce como regiones de confianza. Los algoritmos calculan la calidad
de la aproximacion de los pardmetros antes comentada y si es buena, la region de
confianza es aumentada. EI TRPO compara la antigua y la nueva politica para realizar el
mayor ajuste posible a los pardmetros. Es aqui cuando entra en juego la funcion de pérdida
antes mencionada. Para poder hacer el mayor ajuste posible a los parametros, el TRPO
intenta maximizar la funcion de pérdida. En decir, lo que hace el TRPO es usar regiones

de confianza para limitar el ajuste maximo de una politica a otra.

El PPO tiene alguno de los beneficios del TRPO y el DDPG, pero es mas facil de

implementar y es mas barato. EI PPO intenta evitar que la nueva politica se aleje mucho



de la antigua limitando el gradiente. En el fondo sigue el mismo razonamiento que el
TRPO, hacer la mejora méas grande posible en los pardmetros de la politica sin que esto
provoque un colapso (Bellemare et al., 2023).



5. Experimento

Una vez definido el proyecto, se va a describir formalmente el experimento y el cédigo a
utilizar para poder obtener los resultados necesarios para después realizar un analisis de
estos. Es importante mencionar que el codigo utilizado se va a ejecutar en el entorno de
Google Colab para que los comandos “pip” puedan funcionar. Béasicamente lo que se
necesita es un codigo que descargue datos financieros, realice ciertas modificaciones a
esos datos, entrene un modelo de DRL y lo pruebe a través de una serie de datos reservado

para testing.

5.1 Entorno

e FinRL: Se trata de una libreria especifica para finanzas y DRL en finanzas.
Proporciona las herramientas y modelos necesarios para entrenar agentes de
DRL en entornos financieros.

o De esta libreria se han importado varias funciones y médulos especificos.
Los més importantes son los siguientes:

= Yahoo Downloader: Se utiliza para descargar datos financieros
de Yahoo Finance. Proporciona métodos para descargar datos
historicos de precios de acciones, volumen de operaciones y otros
datos relevantes.

= FeatureEngineer: Se utiliza para preprocesar los datos y disefiar
las caracteristicas necesarias para el modelo. Estas caracteristicas
pueden ser volumen de negociacion, indicadores técnicos o
informacion fundamental entre otros.

= StockPortfolioEnv: Este médulo implementa el entorno
especificamente disefiado para simular el entorno de inversion en
acciones. Define las observaciones, acciones y recompensas
disponibles para un agente DRL que busca tomar decisiones de
inversion.

= DRLAGgent: Proporciona una interfaz para entrenar y evaluar
agentes de RL (como DQN, A2C, PPO, etc.) en entornos

financieros. Como se ha mencionado anteriormente en este



experimento se va a utilizar el Proximal Policy Optimization
(PPO).
e Condacolab: Es una libreria que permite la integracién de Colab con Conda
para facilitar la instalacion de paquetes a través de Conda en Colab.
e Gym: Esta libreria proporciona una variedad de entornos que pueden ser
utilizados para entrenar algoritmos de DRL.
e Otras librerias estandar de Python para el procesamiento de datos y
visualizacion como pueden ser:
o Pandas: Es una libreria que permite el analisis y manipulacion de datos.
o Numpy: Facilita la realizacion de distintas operaciones numéricas con
datos estructurados como célculos estadisticos 0 manipulacion de
matrices.

o Matplotlib: Proporciona herramientas para crear graficos.

5.2 Cdadigo

Una vez visto el entorno y cuales son las librerias mas importantes que se van a utilizar,
es relevante realizar una breve descripcion del cddigo que se va a utilizar en este
experimento. El cddigo se puede consultar en el siguiente enlace. Como bien se ha
mencionado anteriormente, el cddigo se ha ejecutado en el entorno de Google Colab ya
que en local no se tenian los suficientes recursos para ejecutarlo y los comandos “pip” no

iban a funcionar.

En primer lugar, se procede a la instalacion de todas las librerias necesarias mencionadas
anteriormente y a la creacion de lo que se conoce como “folders”. Gracias a ello, el codigo
verifica que existen ciertos directorios importantes. Si dichos directorios no existen, el
cédigo los crea automaticamente. De esta manera nos aseguramos de que los directorios
necesarios estan disponibles para poder guardar datos, modelos entrenados, gréaficos,
etc.... y evitar asi que el programa de algun tipo de fallo. Mas tarde se procede a crear las
tres variables que almacenan los tickers de las tres carteras creadas en funcion de la

volatilidad.

Una vez realizados estos pasos, se procede a disefiar el dataframe. Para ello se descargan
los datos de Yahoo Finance y se procesan. Ademas, también se calcula la matriz de

covarianza y el rendimiento de las acciones para el intervalo de tiempo establecido (252


https://eur01.safelinks.protection.outlook.com/?url=https%3A%2F%2Fgithub.com%2FEduardoGarrido90%2Ftutorials_data_science%2Fblob%2Fmain%2Fvolatility_comparison.py&data=05%7C02%7C201901900%40alu.comillas.edu%7Cb33921ef335644271d8b08dc5ee2abc8%7Cbcd2701caa9b4d12ba20f3e3b83070c1%7C0%7C0%7C638489574845358214%7CUnknown%7CTWFpbGZsb3d8eyJWIjoiMC4wLjAwMDAiLCJQIjoiV2luMzIiLCJBTiI6Ik1haWwiLCJXVCI6Mn0%3D%7C0%7C%7C%7C&sdata=pS0CP0pAzQ5rmoYfm%2FA1BPBh84r8qXUx35h4mH9xrMA%3D&reserved=0

dias, que son los dias habiles en un afio). La matriz de covarianza nos proporciona
informacion sobre como se mueven los precios de las acciones en conjunto, lo que es
crucial para entender el riesgo de las tres carteras creadas. Adicionalmente, gracias al
modulo FeatureEngineer, podemos afadir algunas caracteristicas como indicadores
técnicos. Después, como ya se han obtenido y procesado los datos necesarios, se puede
dividir el dataset en dos partes, una para el entrenamiento y otra para test. El dataset de
entrenamiento se compone de los datos que van desde el 1 de enero de 2008 al 31 de
diciembre de 2022. Por otro lado, el dataset de prueba se compone de los datos que van
desde el 1 de enero de 2023 hasta el 31 de diciembre de 2023.

Para poder entrenar a nuestro modelo es necesario definir un entorno de aprendizaje
(utilizando OpenAl Gym). Para ello, tenemos que inicializar dicho entorno con una serie
de pardmetros como los datos historicos, la dimension de las acciones, la cantidad de
dinero inicial disponible para operar o el coste de cada transaccion. Ademas, hay que
definir el espacio de acciones que puede realizar el algoritmo y el espacio de observacion,
que representa la informacion sobre el entorno que posee el modelo y que utilizara para
decidir que acciones tomar en cada paso. Es importante mencionar también que a través
de la funcion “step” se puede definir que es lo que ocurre en cada paso de tiempo en el
entorno. Se recibe una accion como entrada, se actualiza el estado del entorno en funcion
de esta accion y se calcula la recompensa en funcion de la accién tomada y el estado
actual, devolviendo un nuevo estado, es decir, una nueva informacion que el agente puede
observar. Ademas, se han creado diversas funciones para ir guardando informacion sobre
el rendimiento de las carteras y las acciones realizadas durante la ejecucion del entorno.
En resumen, en esta parte del codigo se crea una clase que simula un entorno de trading
que utilizaremos para entrenar a nuestro modelo. Dentro de esta clase se han definido
distintos parametros clave, que acciones se pueden realizar con cada paso del tiempo y
como se guarda la informacion sobre el rendimiento de las carteras y las acciones
realizadas. Como tenemos tres carteras de acciones tenemos que configurar los
argumentos y parametros del entorno definido anteriormente para cada una de las tres

carteras.

Una vez establecidos los entornos, se crean tres agentes de DRL, uno para cada una de
las tres carteras de acciones. Estos agentes se encargaran de aprender como tomar
decisiones en funcion de la informacion del mercado. Este experimento se realizara varias

veces con diferentes configuraciones aleatorias para entender mejor como varian los



modelos. Para ello es indispensable crear una serie de semillas. Tambien hay que
establecer el nimero de pasos de tiempo que se utilizaran para entrenar cada agente de
DRL. Cuantos més pasos de tiempo se utilicen, mas entrenamiento recibiran los modelos,

pero también aumentaré el tiempo de ejecucion.

Finalmente, se crea la parte del cddigo donde se itera a través de un bucle “for” sobre una
serie de meétodos, donde para cada método se entrena un modelo PPO con diferentes
parametros. Luego, iteras sobre un conjunto de semillas y entrenas el modelo con cada
semilla. Después del entrenamiento, evallas el rendimiento del modelo usando el ratio de
Sharpe. Esto se hace para cada agente creado en funcion de las tres carteras. Después,
imprimimos una gréafica con los resultados para su mejor comprension y analisis, y para

poder comparar los resultados obtenidos con las tres carteras.



6. Resultados

Una vez ejecutado el cddigo, se han obtenido los resultados para cada una de las tres
carteras creadas: alta volatilidad, volatilidad media y baja volatilidad. Es importante
mencionar que estos resultados obtenidos son una mera prueba de concepto que en ningln
caso refleja todo el potencial de comportamiento del DRL puesto que existia una

limitacidn de capacidad computacional a la hora de ejecutar el cédigo.

Como se ha mencionado anteriormente, la métrica seleccionada para interpretar los
resultados es el ratio de Sharpe ya que es una medida que evalla el rendimiento de un
activo en relacion con su riesgo. Aunque se ha hecho de manera automatica en la ultima

parte del codigo, el ratio de Sharpe sigue la siguiente formula:
Ratio de Sharpe = @ (7
14

Por ello, una vez ejecutada el codigo los resultados obtenidos son los siguientes:

e Ratio de Sharpe de la cartera de volatilidad baja: 0.163
e Ratio de Sharpe de la cartera de volatilidad media: 0.229

e Ratio de Sharpe de la cartera de volatilidad alta: 2.678

La siguiente imagen muestra de manera visual los resultados obtenidos:
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Figura 7: Resultados obtenidos con DRL. Elaboracion propia



Como bien se puede observar, la cartera de alta volatilidad obtiene un mejor rendimiento
con relacion al riesgo en comparacion con las carteras de media y baja volatilidad. Un
ratio de Sharpe de 2.678 indica que esta cartera ha generado retornos por encima de la
tasa libre de riesgo de 2.678 unidades por cada unidad de riesgo, es decir, se estan
obteniendo retornos mas altos en comparacion con el riesgo asumido. Por otro lado,
aunque los ratios de Sharpe de las carteras de media y baja volatilidad siguen siendo
positivas, se puede observar que estan generando rentabilidades que son solo
marginalmente superiores al riesgo que asumen por lo que se podria considerar que el
rendimiento no es lo suficientemente alto como para compensar el riesgo asumido en
estas dos carteras. Esto también indica una menor eficiencia en la obtencion de retornos
en relacién con el riesgo cuando el modelo opera con carteras de medio o baja volatilidad.
Aun asi los resultados obtenidos verifican la hipotesis alternativa que decia que a mayor

volatilidad, mejor seria el ratio de Sharpe.

Para poder realizar una mejor comparacion sobre los resultados obtenidos utilizando el
modelo de Deep Reinforcement Learning, se ha obtenido el ratio de Sharpe de cada una
de las tres carteras si siguieran la estrategia de mercado durante 2023. Para ello, se ha
calculado el retorno diario de cada una de las acciones para después poder obtener el
retorno promedio y la volatilidad de dichos retornos diarios. Con estos calculos se puede

aplicar luego la férmula del ratio de Sharpe antes mencionada.
Una vez realizado esto se obtienen los siguientes resultados:

e Ratio de Sharpe para la cartera de volatilidad baja: 2.136
e Ratio de Sharpe para la cartera de volatilidad media: 1.357

e Ratio de Sharpe para la cartera de volatilidad alta: 0.694



La siguiente tabla muestra la comparacion de ambos modelos:

Modelo de Estrategia

DRL de mercado
Volatilidad baja 0.163 2.136
Volatilidad media 0.229 1.357
Volatilidad alta 2.678 0.694

Tabla 1: Ratios de Sharpe obtenidos utilizando el modelo de DRL vy la estrategia de mercado. Elaboracién

Estos resultados nos indican que el modelo de DRL elaborado parece tener un desempefio
superior a la estrategia de mercado cuando se opera con activos de alta volatilidad, pero
no logra superarla cuando los activos poseen un beta cercana o menor que uno. Esto nos
dice que el modelo es mas eficiente cuando opera con activos de altas volatilidades. Por

ello, puede ser que nuestro modelo obtenga buenos rendimientos operando con activos

propia.

como las criptomonedas o divisas que fluctian mucho.




7. Conclusion

El objetivo de este trabajo era examinar como la volatilidad podia afectar a un robo-trader
que utiliza un modelo de Deep Reinforcement Learning para operar. Se ha visto que los
modelos tradiciones para la seleccién y asignacion de activos se apoyan en muchas
hipétesis que hacen que su aplicacion en el mundo real no sea del todo adecuada. Por ello,
la llegada de la 1A y el ML ha abierto nuevas posibilidades para los inversores ya que,
aparte de no basarse en ninguna de las hipotesis en las que se basan los modelos
tradicionales, los modelos de DRL utilizan la experiencia para su entrenamiento,

permitiendo asi su adaptacion a distintas situaciones de los mercados.

Por ello, viendo que el estudio de la volatilidad ha recibido poca atencion estos ultimos
afios, se considero relevante realizar un estudio que uniera el DRL vy la volatilidad. Para
ello, se crearon tres carteras distintas: una que incluia activos con betas menores a 1, otra
con activos con betas alrededor de 1 y una Ultima con activos cuyas betas era mayores
que 1. Maés tarde se desarroll6 un cédigo (enlace) en python para poder realizar este
estudio. Este codigo descarga los datos de los activos seleccionados desde Yahoo Finance
y, después de procesar los datos, crea un dataset con toda la informacion necesaria.
Después se desarrolla todo lo necesario para poder utilizar el algoritmo PPO, un algoritmo
de DRL que es una variante del TRPO. Una vez desarrollado todo el codigo, se pasé por
cada una de las carteras para poder obtener los tres ratios de Sharpe, que es la métrica que

ha sido seleccionada para poder comparar los distintos resultados.

Se ha visto que la cartera de alta volatilidad es la que obtiene el ratio de Sharpe mas alto
y que, aungue, el ratio de Sharpe para las carteras de media y baja volatilidad sigue siendo
positivo, puede considerarse que su rendimiento no es lo suficientemente alto como para
compensar el riesgo asumido. Ademas, cuando se compararon estos resultados con el
ratio de Sharpe obtenido si seguia la estrategia de mercado, se pudo observar que la
estrategia de mercado obtenia mayores rendimientos en relacion con el riesgo asumido
en las carteras de media y baja volatilidad. Sin embargo, para la cartera de alta volatilidad
el ratio de Sharpe seguia siendo mucho mas grande cuando se utilizaba el modelo de
DRL. Esto permite afirmar que nuestro modelo obtiene mejores rendimientos con
volatilidades muy altas, sugiriendo su aplicacion en activos como las criptomonedas o

monedas de mucha fluctuacion.


https://eur01.safelinks.protection.outlook.com/?url=https%3A%2F%2Fgithub.com%2FEduardoGarrido90%2Ftutorials_data_science%2Fblob%2Fmain%2Fvolatility_comparison.py&data=05%7C02%7C201901900%40alu.comillas.edu%7Cb33921ef335644271d8b08dc5ee2abc8%7Cbcd2701caa9b4d12ba20f3e3b83070c1%7C0%7C0%7C638489574845358214%7CUnknown%7CTWFpbGZsb3d8eyJWIjoiMC4wLjAwMDAiLCJQIjoiV2luMzIiLCJBTiI6Ik1haWwiLCJXVCI6Mn0%3D%7C0%7C%7C%7C&sdata=pS0CP0pAzQ5rmoYfm%2FA1BPBh84r8qXUx35h4mH9xrMA%3D&reserved=0

Sin embargo, es importante mencionar que estos resultados son una mera prueba de
concepto que en ningun caso refleja todo el potencial del DRL ya que existia una cierta
limitacion en cuanto a la capacidad computacional a la hora de ejecutar el codigo. Por
ello, para futuras investigaciones se sugiere aumentar dicha capacidad computacional
para exprimir este algoritmo creado lo maximo posible. Ademas, para estudiar todavia
mas en profundidad el impacto de la volatilidad en modelos que utilizan DRL, se aconseja
la creacion de muchas més carteras con muchas volatilidades diferentes, y para un estudio
mas completo, estas carteras podrian crearse siguiendo otras medidas de volatilidad y no

solo teniendo en cuenta las betas de los activos.
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