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Resumen

La prediccion de las rentabilidades bursatiles ha sido un tema que ha suscitado la
atencion de los inversores durante décadas. Este proceso asume que mediante un
analisis de la informacién histérica disponible publicamente sobre los valores que
forman el indice que combine variables macroeconémicas, tendencias de la
industria, precios de las materias primas e indicadores técnicos relativos al
mercado de valores, asi como de diversos acontecimientos, noticias financieras y/o
opiniones de inversores, se puede establecer una relacién predictiva con sus

rendimientos futuros.

En este trabajo se ha construido un modelo de prediccion del precio de las acciones
del Standard & Poor’s 500 (S&P 500) mediante una estructura sencilla basada en
redes neuronales artificiales. Para proporcionar una evaluacién experimental del
rendimiento del modelo, se ha llevado a cabo una comparacién de las
rentabilidades conseguidas por una estrategia de inversién basada en el modelo y
otra basada en la compra y mantenimiento de un ETF del S&P 500. Los resultados
muestran que, si bien el modelo es capaz de lograr rendimientos positivos
relevantes, es al mismo tiempo incapaz de batir al mercado. Se han discutido las
posibles limitaciones para la predicciéon bursatil, como el acceso a toda la

informacién relevante, asi como las posibles direcciones de investigacion futuras.
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Abstract

The stock market has been an attractive field for investors to try to create useful
predictions to maximize their returns. The idea that an analysis of macroeconomic
variables, industry trends, commodities’ prices and technical indicators regarding
the stock market, as well as the influence of various events, financial news, and/or
investors’ opinions could be exploited to make reliable predictions and achieve

higher profitability has been in the mind of investors for a long time.



In this thesis, a stock price prediction model for the Standard & Poor’s 500 (S&P
500) has been built using a simple structure based on artificial neural networks. To
provide an experimental evaluation of the model's performance, a comparison of
the returns achieved by an investment strategy based on the model and one based
on the purchase and holding of an S&P 500 ETF has been carried out. The results
show that, while the model can achieve relevant positive returns, it is at the same
time unable to beat the market. Possible limitations for stock market prediction,
such as access to all the relevant information, as well as possible future research

directions have been discussed.
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1. Introduccion

En las dos Ultimas décadas se han producido cambios importantes en el entorno
de los mercados financieros. La aparicion de nuevas plataformas que han
democratizado el acceso a inversiones y el desarrollo de los medios de
comunicacién han impulsado el interés de los ciudadanos en estos mercados hasta
el punto de que actualmente los inversores particulares representan casi una cuarta
parte del volumen de negociacién, y se prevé que esta tendencia continle a largo

plazo.

En este contexto, cualquier herramienta que permita mejorar la toma de decisiones
en el ambito financiero resulta sumamente atractiva. Cualquier inversor sofiaria con
disponer de un instrumento que redujese su incertidumbre y al mismo tiempo
incrementase los beneficios que obtiene en los mercados. Sin embargo, la
prediccion bursatil es un problema extremadamente complejo porque,
sencillamente, hay demasiados factores que pueden afectar a la cotizacion de una

accion.

La aplicacion de inteligencia artificial (IA) a este campo resulta muy interesante
porgue aborda el problema desde una nueva perspectiva, pero resulta demasiado
compleja para una persona sin la formacién técnica necesaria. La aparicion de
plataformas que democratizan el acceso a este tipo de herramientas, sin necesidad
de conocer lenguajes de programacion, supone una oportunidad muy atractiva para

aquellos que quieran adentrase en este mundo.

1.1 Objetivos

Este Trabajo Fin de Grado (TFG) tiene como objetivo general desarrollar un
algoritmo clasificatorio basado en redes neuronales capaz de predecir el
comportamiento de las cotizaciones de las acciones que forman parte del indice
Standard & Poor’s 500 (S&P 500), a través de un modelo que pueda servir como

referencia para futuras investigaciones.

Tratar de predecir el comportamiento de los mercados es una tarea
extremadamente compleja, puesto que hay demasiados factores que

potencialmente pueden afectar a la cotizacién de un valor.



El desarrollo de las bolsas modernas, entendidas como lugares de reunién en donde
se negocia la compra y venta de valores de compafiias, fomentd que la iniciativa
privada funcionase como impulso al desarrollo econémico, permitiendo que
aquellas empresas con grandes necesidades de capital pudiesen encontrar
financiacién. Esta posibilidad, unida a un capital limitado por parte del inversor,
trajo consigo un inconveniente: no todas las inversiones eran igual de rentables. Y
es este motivo el que ha permitido el desarrollo de las estrategias de inversion.
Inicialmente, estas eran totalmente subjetivas, basadas en la intuicién de los propios
inversores. Pero, con el tiempo, las estrategias han evolucionado hacia métodos en
los que prima el analisis estadistico, técnico o fundamental, buscando un aumento
de las ganancias y una minimizacién del riesgo de forma objetiva. Sin embargo,
pese a este desarrollo ninguna de estas técnicas ha demostrado suficiente

consistencia a la hora de mejorar los rendimientos del mercado.

No obstante, la creciente cantidad de informacién disponible ha hecho posible la
introduccién de nuevas técnicas basadas en |A en las estrategias de inversién. Su
incorporacién al proceso de toma de decisiones podria traducirse en una ventaja

competitiva.

De este objetivo general deriva la principal pregunta de investigacion del trabajo:
ies posible desarrollar una estrategia de inversion basada en el uso de IA cuyo
rendimiento sea comparable al del mercado? Con este fin, se establecen los

siguientes dos objetivos especificos:

e A través de una aproximacion sencilla, asequible para personas sin
conocimientos técnicos elevados de programacion, construir un modelo
empleando redes neuronales artificiales capaz de predecir los precios de las
acciones cotizadas en el S&P 500, basado en datos histéricos de diferentes
tipos: caracteristicas de la companiia, anélisis de la industria en la que se
encuentra, situacién macroeconémica...

e Valorar si una estrategia de inversién basada en el modelo diseflado
resultaria mas eficiente que otras estrategias alternativas, en concreto la
inversion pasiva en un fondo cotizado (ETF, del inglés Exchange-Traded Fund)
referenciado al S&P 500.



1.2 Limitaciones

Debido a que la propuesta de valor de este trabajo se basa en el desarrollo de un
modelo de prediccién de precios de acciones cotizadas, algo sobre lo que no existe
constancia de que se haya logrado hacer hasta la fecha, la investigacion presenta

multiples limitaciones y desafios.

Muchas de estas limitaciones se producen por intentar predecir el comportamiento
de los mercados. De ellas, la principal estara causada por el sobreajuste que pueda
tener el modelo. Puesto que la base sobre la que este se construye son datos
histéricos, es posible que el modelo desarrollado refleje una estrategia de inversién
que habria sido exitosa en el pasado pero que, por cambios en la situacién
econémica, social o tecnolégica, tanto a nivel regional como a nivel global, no
funcione en otro momento del tiempo. Igualmente, la imposibilidad de predecir
otros eventos, como conflictos de indole politica o militar y sus repercusiones
econdmicas, obstaculiza la creacién de un modelo que incluya este tipo de

consideraciones.

Asimismo, existe una limitacién geografica que impide que el resultado obtenido
por el modelo sea extrapolable a otras regiones, puesto que este ha sido construido
en base a la informacién disponible sobre un indice estadounidense. La condicién
de Estados Unidos como primera potencia econdémica mundial y la elevada
capitalizacion de sus empresas refleja un mayor interés en sus mercados por parte
de los inversores; en consecuencia, hay una mayor disponibilidad de datos sobre
sus empresas. Por esta razén, la replicacién de este modelo en indices europeos,
aunque no imposible, implicaria el uso de otras fuentes y un trabajo de recogida

de datos mucho més tedioso.



2. Revision bibliografica

Hasta hace pocas décadas, las finanzas han sido una disciplina caracterizada por
la escasez de datos. La mayoria de las bolsas de valores no proporcionaban apenas
informacién, ni se guardaba un historial intradiario mas alla de lo exigido por la
normativa. En la actualidad, la proliferacién de datos y el aumento de la potencia
de calculo han cambiado radicalmente el sector financiero, desde el anélisis de
carteras hasta la gestion de riesgos (Fang & Zhang, 2016). En este contexto, la
prediccion de las rentabilidades bursatiles ha sido un tema que ha suscitado la
atenciéon de numerosos investigadores. En su esencia, este proceso supone que la
informacién histérica disponible publicamente tanto a escala macroecondémica,
como industrial o especifica de las empresas tiene alguna relaciéon predictiva con

los rendimientos futuros.

Esta linea de pensamiento choca frontalmente con la hipotesis del mercado
eficiente (HME) enunciada por el economista estadounidense Eugene Fama en
1965. En términos simples, esta hipdtesis establece que «un mercado es eficiente
con respecto al conjunto de informaciéon & si es imposible obtener beneficios
econémicos negociando sobre la base del conjunto de informacion é» (Jensen,
1978, pag. 98). El cumplimiento de esta hipotesis implica que el precio de una
accion refleja en todo momento la totalidad de informacién disponible sobre esta

y, €n consecuencia, no seria posible realizar predicciones sobre su precio.

Sin embargo, desde hace décadas numerosos autores han estudiado escenarios en
los que se han generado retornos anormales causados por ineficiencias del
mercado, lo que los ha llevado a mostrar reticencia frente a la hipétesis desarrollada
por Fama (Jensen, 1978). Este escepticismo unido al desarrollo tecnolégico ha
promovido una renovacion del interés en la IA y su aplicacién a las finanzas. En los
ultimos afios, diversos estudios han explorado el uso de técnicas de aprendizaje
automatico, logrando resultados que apoyan el desafio a la teoria del economista

estadounidense.

Desde principios de este siglo existe abundante literatura sobre el uso de |IA en el
desarrollo de modelos capaces de predecir el comportamiento de los mercados, asi
como sobre los requerimientos necesarios para construirlos (Walczak, 2001). No
obstante, la caracteristica comun de estos articulos es que se focalizan en el uso de

series temporales de diversas duraciones de precios y voliumenes, caracteristicas



del analisis técnico, como base sobre la que sostener sus predicciones (Kolarik &
Rudorfer, 1997). Pese a ello, existe también un nimero reducido de articulos que
exploran el uso de modelos con varias variables o en los que el peso de la prediccién
no descansa sobre las series temporales de precios, sino sobre el perfil financiero
de una empresa o datos macroecondmicos, lo que se puede clasificar como anélisis
fundamental (Huang, Capretz, & Ho, 2019).

2.1 Analisis bursatil

2.1.1 ;Por qué el Standard & Poor’s 500?

El S&P 500, junto al Dow Jones Industrial Average (DJIA) y el Nasdaqg es uno de los
tres principales indices de referencia del mercado norteamericano. Pese a que los
tres son algunos de los mas citados del mundo y contienen compaifiias altamente
relevantes que podrian servir como base para el desarrollo de este trabajo, la

eleccion del indice S&P 500 se ha llevado a cabo por dos razones:

e Solo incluye compainiias con base en los Estados Unidos. De los tres indices
mencionados, el Nasdagq Composite es el Unico que no se limita
geograficamente, incluyendo valores de empresas con sede en el extranjero
(Chen, 2022). Debido a que algunas de las variables empleadas en el
modelo limitan la informacién proporcionada a Estados Unidos, incluir
compafiias con sede en el extranjero haria que cualquier medida politica,
econémica o cualquier evento pudiese afectar de manera desigual a las
compafias. Pese a que es cierto gque muchas de estas empresas operan de
forma internacional y existe la posibilidad de que determinadas condiciones
en algunos territorios puedan afectarles de manera desigual, se ha tratado
de reducir esta variabilidad haciendo que la region de la sede sea uniforme.

e Debido a que el S&P 500 recoge las 500 compafiias americanas con mayor
capitalizacion de mercado, el indice contiene todo tipo de industrias
(Kenton, 2022). Por el contrario, en el DJIA sélo se incluyen 30 empresas
de primera linea que, si bien representan distintos sectores, ofrecen una
imagen mas limitada y, por lo tanto, menos representativa del panorama

industrial estadounidense.

Ademas, debido a que el S&P 500 es uno de los indices mas citados del mundo,

también es uno sobre el que mas informacién disponible existe. Al contrario que



otros indices como el europeo STOXX Europe 600, herramientas como Bloomberg
computan muchos mas indices y recogen mas informacién sobre las empresas
norteamericanas, lo que permitira incluir algunas variables y ratios no disponibles

para empresas europeas.

2.1.2 La hipétesis de los mercados eficientes y las finanzas del comportamiento

Como se ha mencionado previamente, el economista estadounidense Eugene Fama
presentd en 1963 su hipdtesis del mercado eficiente (HME). Esta teoria afirma que,
en cualquier momento, el precio de los activos presentes en los mercados refleja
plenamente toda la informacién disponible sobre sus valores futuros y, por lo tanto,
es imposible obtener beneficios econdmicos negociando con dicha informacion
como base. Asi, los precios de las acciones realizan un «paseo aleatorio», puesto
que cada vez que de forma aleatoria existe nueva informacién disponible esta se
refleja inmediatamente en el precio de las acciones. El precio futuro reflejara esta
informacién. La consecuencia de este «paseo aleatorio» es que no es posible que

un inversor gane al mercado, puesto que los precios no son previsibles.

Afios méas tarde, Fama propuso tres modalidades de eficiencia: la forma débil, la
semifuerte y la fuerte (1970). La forma débil afirma que la informacién del precio
pasado esta totalmente incorporada en el precio actual y, por lo tanto, no tiene
ningun poder de prediccion, haciendo inservible el analisis técnico. La forma
semifuerte amplia este conjunto de informacién e indica que toda aquella hecha
publica esta reflejada en los precios. Por Ultimo, la forma fuerte asume que toda la
informacién, tanto publica como privada, esta reflejada en el precio de cotizacién
y, por lo tanto, incluso si se contase con informacién que no fuese de dominio
publico, ningln agente del mercado podria ser capaz de obtener beneficios de

forma consistente.

Por lo tanto, puesto que las acciones siempre se negocian a su valor justo en las
bolsas, segun la HME es imposible que los inversores compren acciones
infravaloradas o vendan acciones a precios inflados (Downey, 2021). La implicacién
de esta hipodtesis es que el analisis técnico, fundamental o de series temporales no

producirian rendimientos extraordinarios comparados con los del propio mercado.



Aunqgue la HME contempla la existencia de inversores irracionales, considera que la
mayoria son inversores racionales y, por ello, el mercado se comporta de manera

racional.

Sin embargo, el hecho de que muchos participantes en el mercado puedan batir
sistematicamente los rendimientos de un indice es un indicio de que la teoria puede
no ser cierta en la préactica. En consecuencia, se han desarrollado teorias que
abordan el porqué de los comportamientos del mercado desde otra 6éptica,
cuestionando la visién de Fama. Las finanzas del comportamiento se enmarcan en
esta critica y defienden la irracionalidad del ser humano, entendiendo que la toma
de decisiones de los agentes del mercado se puede ver influenciada por emociones
y sesgos cognitivos, lo que podria explicar por qué los desplomes bursatiles no se
basan en informacién que se produce al azar, sino en momentos de miedo

abrumador de los inversores (Barberis & Thaler, 2002).

Puesto que en esencia este TFG pretende «desafiar» la légica del «paseo aleatorioy,

se trabajara desde la hipo6tesis de que los mercados no son eficientes.

2.2 Inteligencia artificial

Hasta hace pocas décadas, la IA, era un concepto que sélo se encontraba las novelas
de ciencia ficcién, enmarcado en mundos con robots y maquinas que manifestaban
un comportamiento semejante al de los seres humanos. Actualmente entendemos
este concepto como «la ciencia y la ingenieria de la creacién de dispositivos
inteligentes, especialmente programas informaticos» (Pothen, 2021). Una de las
formas de alcanzar esa «inteligencia» es a través de estructuras que se asemejan a

aquellas propias del cuerpo humano.

2.2.1 Redes neuronales artificiales

Una red neuronal es un método de IA que «ensefia» a las maquinas a procesar
datos tratando de reproducir inorgdnicamente la actividad biolégica del cerebro
humano. En esencia, se imita el comportamiento de las neuronas cerebrales que,
interconectadas, «aprenden» en base a la experiencia (Schmueli, Bruce, Yahav,
Patel, & Lichtendahl, 2018).



Las redes neuronales artificiales son modelos flexibles que pueden ser usados tanto
para clasificacion como para realizar predicciones, pues su estructura es capaz de

capturar relaciones complejas entre los predictores y el desenlace.

Al contrario que en los modelos de regresion lineal, en donde el usuario especifica
directamente esta relacion, en los modelos basados en redes neuronales la propia
red trata de establecerla en base a los datos que se le proporcionan. Uno de los
modelos mas populares son las multilayer feedforward networks, que cuentan con
una estructura formada por una capa de entrada (input layer), constituida por nodos
que aceptan los valores de los predictores; una capa de salida y una serie de capas

ocultas (hidden layers) que se sitan entre la de entrada y la de salida.

Este tipo de estructura tiene conexiones unidireccionales entre los nodos presentes
en una capa y todas las neuronas de la capa que se sitla a continuacion. Cada vez
que el desenlace de una unidad viaja a través de una conexién a otra unidad, se
multiplica por el peso de dicha conexién. Y en cada uno de esos nodos los pesos
se suman y se les afiade una constante (bias), que controla su nivel de contribucién,
tal y como se muestra en la Figura 1. Una vez todos los inputs de cada nodo se han
sumado, se aplica una funcién de activacion al resultado (Pizarroso, Portela, &
Mufioz, 2021).

Figura 1

Estructura de una red neuronal simple

Capa de entrada | Capa oculta | Capa de salida

Nota. Los circulos representan los nodos, las wijj los pesos de las conexiones y 6; la constante
(bias). Adaptado de Data Mining for Business Analytics: Concepts, Techniques and Applications
in R (p. 274) por G. Shmueli et al, 2018, John Wiley & Sons.



En un modelo simple, con una capa de entrada, una Unica capa oculta y una capa
de salida, los nodos de la capa oculta recibirian los outputs de la capa de entrada y
sus propios outputs se calcularian teniendo en cuenta el peso y el bias mencionados
(DeepAl, 2017).

2.2.2 Aprendizaje supervisado

Es necesario distinguir entre las dos modalidades de aprendizaje automatico que
se pueden usar en machine learning: el aprendizaje supervisado y el no supervisado.
Se seleccionara uno u otro dependiendo de los factores que afecten a la toma de

decisiones, de las necesidades del problema a solucionar...

El modelo que se pretende construir se basara en aprendizaje supervisado, que se
usa cuando la finalidad es clasificar o predecir. Lo caracteristico de este tipo de
aprendizaje es que es necesario que el conjunto de datos incluya valores conocidos
del desenlace que se pretende estudiar, a los que se denomina datos de
entrenamiento. El modelo usara estos datos para «comprender» cémo se relacionan
las variables predictoras y el desenlace entre si. Una vez establecidas estas
relaciones, el siguiente paso es aplicarlas a un nuevo conjunto de datos de las
mismas caracteristicas, pero en los cuales el desenlace esta oculto. El modelo
realizara una clasificacion o una prediccién para dichos desenlaces y se

compararan los resultados con los desenlaces reales.

El otro tipo de aprendizaje automatico es el aprendizaje no supervisado. Estos
modelos se emplean cuando no hay un desenlace que predecir o clasificar. En este
caso, los algoritmos solo se ajustan utilizando datos de entrada y dejando de lado
los de salida. Entre los algoritmos mas utilizados dentro de este tipo de aprendizaje
automatico esté el agrupamiento (clustering), que divide los datos en grupos con

caracteristicas similares (Luna, 2018).

2.3 Aplicacion de la inteligencia artificial a los mercados

Los mercados de valores son sistemas muy dinamicos en los que la mayoria de sus
componentes se relacionan entre si de forma no lineal. La capacidad de las redes
neuronales para descubrir relaciones de este tipo entre las variables de entrada las

convierte en ideales para tratar de modelar este tipo de sistemas (Lawrence, 1997).



Estas variables dependeran del entorno de aprendizaje en el que se vaya a buscar
que la red «aprenda». Puesto que estos sistemas de IA buscan predecir cuando
comprar o vender valores en base a informacién previa disponible en el mercado,
en muchos casos el reto se basa en determinar qué variables y datos de entrada
seran los mas adecuados, asi como reunir suficiente informacién para entrenar el

sistema adecuadamente.

Los datos de entrada pueden proporcionar informacion de todo tipo y, entre otros,
pueden tener su origen en el anélisis técnico, como ocurriria en el caso de una
media mdvil; en el analisis fundamental, en el caso de usar ratios como por ejemplo
el beneficio por accién; o simplemente basarse en informacién bruta del mercado,
como el precio; y del entorno macroeconémico, como la inflaciéon. Lo importante
es que estos datos de entrada deben permitir a la red neuronal generalizar el

comportamiento del mercado.

Debido a la sencillez con la que una red neuronal es capaz de representar cualquier
serie temporal, el uso mas comUn de este tipo de estructuras es precisamente el
analisis de series temporales de precios con el fin de predecir las cotizaciones
futuras (Kolarik & Rudorfer, 1997). Sin embargo, en la literatura los modelos
multivariantes méas complejos han demostrado mejor rendimiento frente al
mercado. Algunos experimentos, como el llevado a cabo en la década de 1990 que
model6 el rendimiento de la Bolsa de Johannesburgo, han sido capaces de predecir
la direccién del mercado y refutar la hipoétesis de los mercados eficientes (Van
Eyden, 1996). Este sistema empled decenas de indicadores de diversas indoles:
rendimiento, tendencias de volumen, indices internacionales de referencia, tipo de

cambio, tipos de interés...

La correcta seleccion de las variables es un aspecto fundamental en la elaboracion
del modelo, pues el entrenamiento empleando elevados volimenes de datos
histéricos requiere mucho tiempo y esfuerzo informatico y puede hacer que la red
aprenda informacién no deseada en el conjunto de datos. Esta consideracion es
especialmente importante a la hora de decidir desde qué momento del tiempo se
deben extraer datos, puesto que aquellos muy antiguos pueden llevar a la red a

aprender patrones o factores que ya no son importantes o valiosos.

Asimismo, el objetivo de un modelo empleado para predecir precios es batir al
mercado o a diferentes indices. Algunos estudios han mostrado que las redes

neuronales son capaces de batir al indice, pero el lograrlo de manera consistente,
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especialmente en condiciones econémicas cambiantes presenta muchas mas

dificultades.

2.4 Eleccion de variables

Una de las caracteristicas que tienen en comun la mayoria de las publicaciones
sobre la creacién de modelos de prediccién de cotizaciones es su apuesta por el
uso de un numero reducido de variables entre las que destacan las series
temporales de precios. Sin embargo, la aproximacion de este trabajo pretende
parecerse mas a la llevada a cabo por Van Eyden en su articulo sobre la bolsa de
Johannesburgo mencionado en el epigrafe anterior. Para ello, el dataset se ha
diseflado aunando cuatro bloques de variables en los que estas se encuadran en
base a su tipo: propias del analisis fundamental, especificas de la industria,

especificas de la compafiia y macroecondmicas.

2.4.1 Bloques
Primer bloque: Variables propias del andlisis fundamental

Las variables que forman parte de este bloque son en su mayoria ratios financieros,
relaciones establecidas entre unidades financieras a través de las cuales es posible
analizar la situacién de una compafiia y compararla con otras de industrias o
caracteristicas similares (Wolkers Kluwer, 2021). Estos ratios se usan con frecuencia
al realizar analisis fundamental de valores, un método de analisis a través del cual
se evalla el valor intrinseco de un activo y aquellos factores que podrian influir en

su precio en el futuro.

e EI ROE (del inglés Return on Equity) o rentabilidad de los fondos propios se
considera un indicador de la rentabilidad de una empresa y de su eficiencia
a la hora de generar beneficios. Se calcula dividiendo los ingresos entre los
fondos propios. Se ha incluido en el modelo el ROE reportado por la empresa
durante el altimo trimestre.

e Elratio P/E (del inglés Price to Earnings) es la relacion entre el precio de una
accion y el beneficio por accion de la empresa. Se calcula como el Ultimo

precio dividido por el beneficio por accién de los Ultimos 12 meses.
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o EV/EBITDA (Enterprise Value to EBITDA) y Change in EV/EBITDA son variables
que se refieren al ratio calculado dividiendo el valor de la empresa entre el
EBITDA (Earnings Before Intest, Taxes, Depreciation and Amortization). La
caracteristica de este ratio es que tiene en cuenta los niveles de deuda y de
efectivo de una empresa, ademas del precio de sus acciones, y relaciona ese
valor con su rentabilidad en efectivo (Hayes, 2022). Change in EV/EBITDA
representa el cambio en este ratio durante el Gltimo trimestre.

e Change in Net Debt refleja el cambio en la deuda neta de la empresa durante
el dltimo trimestre. La deuda neta se calcula restando el efectivo y sus
equivalentes a la deuda de la empresa.

e EPS T12M y BEst EPS BF12M son variables relacionadas con el beneficio
por accion (EPS, del inglés Earnings per Share). EPS T12M indica el beneficio
por accion durante los Ultimos 12 meses y BEst BF12M es una media de las
estimaciones de los analistas para los proximos 12 meses sobre el beneficio

ajustado por accién.

Segundo bloque: Variables de la industria

Si bien los ratios son Utiles para conocer la situaciéon particular de una empresa,
para poder usarlos de cara a establecer comparaciones efectivas es necesario que
las compafiias tengan caracteristicas similares e, idealmente, que pertenezcan al
mismo sector o industria. Si esto no fuese asi y se estableciese una comparativa
basada en ratios entre una compafiia tecnolégica como Apple, Inc. y otra
farmacéutica como Pfizer, Inc., esta no proporcionaria informacién uatil ser
empresas con una estructura de capital muy diferente. Sin embargo, una
comparativa entre Abbvie Inc., y Pfizer Inc, ambas del sector farmacéutico, podria
permitir establecer valoraciones Utiles entre ambas. Por esta razén, se han incluido
variables que proporcionan informacion sobre los ratios medios de las compainiias
que forman parte de una industria, con el fin de establecer comparaciones entre
los ratios propios de las compafiias y la media de la industria que permitan
identificar aquellas con un desempefio por encima de la media en determinadas

areas.

e Industry average P/E ratio, o el ratio P/E medio de las empresas que forman

parte de una industria concreta.
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Industry average ROE, la rentabilidad media de los fondos propios que tienen
las compafiias que forman la industria.

Industry average expected growth, que representa la tasa media de
crecimiento esperada en el beneficio por acciéon en las empresas de la

industria a lo largo de los préximos cinco afos.

Tercer blogue: Variables especificas de la compafiia

Este bloque de variables aporta informacién sobre el comportamiento de la

compafiia en los mercados. Representaran inputs relevantes para el modelo al

mostrar la tendencia que ha seguido a lo largo de los ultimos meses, la volatilidad

que suele tener en relaciéon al indice, etc.

El momentum es la variacién porcentual durante los Ultimos 6 meses de la
media movil del precio de la accién en relacién con un indice de referencia.
Refleja la «inercia» que puede tener una tendencia de precios a seguir
subiendo o bajando durante un periodo de tiempo determinado.

La variable «kRecommendation» proporciona la opinién de los analistas sobre
el valor. La calificacion se calcula convirtiendo cada una de las
recomendaciones actuales de los analistas en un nidmero de 1 a 5y
tomando la media. Teniendo en cuenta la teoria de las finanzas del
comportamiento, seria posible que factores como la recomendacién o no de
los analistas pudiese tener un impacto positivo o negativo sobre el valor de
una accion.

La beta (Three-Month Beta) es una medida que indica cuanto varia en
porcentaje el precio de un valor si se produce una variacion del uno por
ciento en un indice de mercado representativo. En este caso, el valor beta se
determina comparando los movimientos de precios del valor y del S&P 500
para los ultimos tres meses de datos diarios, al considerarse que una beta
basada en movimientos muy lejanos en el tiempo podria ser poco
representativa de la situacion actual de la empresa.

La previsién de crecimiento a largo (BEst Long-Term Growth) representa el
aumento anual previsto de los beneficios de explotacién por acciéon durante
el préximo ciclo econémico completo de la empresa. En general, estas

previsiones se refieren a un periodo de entre tres y cinco afios.
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La capitalizacion de mercado (Market Cap) es el valor que tienen en el
mercado las acciones de una compafia. Se calcula multiplicando el nimero
de acciones de esta por el precio actual por accién. Se considera importante
incluir esta variable puesto que las distintas coyunturas econémicas no
afectan por igual a las compafiias grandes o pequefias.

Ademas, se ha incluido el cambio de precio experimentado por el valor en
los Ultimos 100 (Price change (%) 100 D) y 30 (Price change (%) 30 D) dias,
asi como el desenlace («Outcomey), que funciona como variable dependiente
y representa el precio de la accién un mes después del momento de la

recogida del resto de datos.

Cuarto bloque: Variables macroeconémicas

Las variables macroeconémicas reflejan de forma numérica la realidad econémica

que rodea a las empresas y proporcionan informacién sobre la etapa ciclo en la

qgue se encuentra una economia (Lopez, 2022).

La inflacién («Inflationy) o deflacién representa un aumento o disminucién
general de los precios y servicios ofertados en una economia de mercado.
Este factor es relevante puesto que en funcién del sector al que pertenezca
la empresa el aumento de los precios puede tener diferentes impactos.

El tipo de cambio («Exchange Ratey), en este caso entre el euro y el dolar, y
su variacion durante los Ultimos 3 meses («Exchange Rate Change (%) 3 M»)
reflejan como ha variado el valor de una divisa en relacién con otra. Algunos
autores han sugerido que una apreciacion de la moneda podria impulsar la
bolsa mientras que sucederia lo contrario en caso de depreciacién
(Dimitrova, 2005).

Los tipos de interés son otra informaciéon fundamental que ha demostrado
tener impacto sobre las cotizaciones en la bolsa. En concreto, existe una
relacion inversa entre tipos de interés y los precios (Siddiqui, 2003). Se ha
argumentado que cuando los tipos de interés caen a niveles poco atractivos,
los inversores tienen un mayor incentivo para invertir en la bolsa, lo que se
traduciria en un aumento de los precios. Se han incluido el valor y el cambio
trimestral del bono americano a 10 aflos («10Y Bond» y «10 Y Bond Change
(3 M)»), a tres meses («3 M Bond» y «3 M Bond Change (3 M)»), y el cambio

mensual en el tipo de interés de los fondos federales, que es el tipo de interés
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objetivo fijado por la Reserva Federal al que los bancos comerciales se
prestan sus excedentes de reservas hasta el dia siguiente («Fed Funds Rate
Change (1M)y).

El comportamiento del mercado, en concreto del S&P 500 durante el dltimo
mes («S&P 500 Change (%) 1 Mp») es otro factor relevante que debe ser
considerado, pues la tendencia general del mercado puede aportar valor al
modelo de prediccién.

El VIX es una medida de la volatilidad del S&P 500 durante los ultimos 30
dias. Valores muy elevados de este indicador reflejan periodos de
inestabilidad econémica en los que es posible encontrar variaciones de
precio mas grandes en la bolsa.

«WTI Price» y su variacién trimestral («WTI Price change (%) 3 M») reflejan
los cambios en el precio del barril de West Texas Intermediate (WTI). Junto
al Brent son las dos referencias mas importantes de los precios del petréleo.
Este producto tiene un gran impacto sobre la economia al ser clave en el
suministro de mercancias para todo tipo de industrias, por lo que su
inclusién puede aportar informacion relevante el modelo.

El precio del oro («Gold» y «Gold Price Change (%) 3M») también puede ser
un reflejo de las condiciones econdmicas. Este metal precioso puede
funcionar como reserva de valor en tiempos de crisis econémica o de alta
inflacion.

El indice de incertidumbre sobre politicas econdmicas («<EPU») y su variacion
(kEPU Change (%)»), calculado en base al nimero de menciones de
determinados términos en articulos de los 10 periédicos estadounidenses
mas importantes, es otra métrica relevante que se ha incluido en el modelo.
Algunos autores han sugerido que la incertidumbre sobre este tipo de
politicas puede elevar la volatilidad de la bolsa y reducir la inversion y el
empleo en determinados sectores como defensa o la construccion (Baker,
Bloom, & Davis, 2015).
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3. Metodologia

Este trabajo analiza trimestralmente los valores de varios bloques de variables por
cada una de las 500 empresas que forman parte del indice Standard & Poor’s 500
entre enero de 2017 y noviembre de 2021, lo que representa los Ultimos cinco afios
de datos disponibles. Se ha elegido este periodo para que los datos sean lo mas
comparables posibles, ya que una comparacién entre distintas décadas podria no

ser informativa al no representar condiciones econémicas similares.

En primer lugar, se ha llevado a cabo una revision bibliografica tanto de fuentes
primarias como secundarias, sobre la que se ha justificado la eleccién de los
bloques de variables. A continuacién, para la recopilacién de datos se han empleado
diferentes fuentes, desde Bloomberg hasta sitios web gratuitos como Investing.com,
Yahoo! Finance o Federal Reserve Bank of St. Louis. El documento en el que se han
reunido todos estos datos ha sido una hoja de célculo de Microsoft Excel que

posteriormente se ha convertido a formato CSV para su procesamiento.

Para el disefio del modelo se ha empleado la plataforma Azure Machine Learning,
y se ha creado un modelo de clasificacién basado en redes neuronales para
predecir un desenlace con Unicamente dos valores (two-class neural network). Dicho
desenlace es si ha existido (1, verdadero) o no (O, falso) un incremento en el precio

de la accién durante el mes posterior a la fecha de las observaciones.

3.1 Fuentes de datos

La elaboracién de un conjunto de datos de estas caracteristicas precisa de un alto
volumen de informacién, lo que hace imposible su construccién de forma
totalmente manual. Por esta razdén se ha recurrido a una herramienta como
Bloomberg para obtener la informacién especifica de cada una de las empresas,
pues estos datos son los que mayor variabilidad presentan. En el caso de la
informacién englobada en el bloque macroeconémico, esta refleja un valor comun
para todas las empresas en un instante determinado del tiempo. Es decir, si nos
situamos en una fecha concreta, aunque la cotizacién de cada uno de los valores
sera diferente (informacién especifica de cada empresa), el precio de mercancias
como el petréleo o el tipo de interés de las letras del Tesoro de Estados Unidos a

tres meses (variables macroecondémicas) sera comun.
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3.1.1 Datos obtenidos de Bloomberg

El terminal Bloomberg es un sistema informatico que permite a sus usuarios
acceder a la base de datos de Bloomberg, a través de la cual es posible analizar
informacién sobre los mercados en tiempo real. Esta herramienta ha resultado
esencial en la construccion de nuestro dataset, puesto que nos permite situarnos
en una fecha determinada del tiempo y obtener datos relativos a ese instante

temporal.

Debido a que el S&P 500 es un indice que engloba a las 500 compafilas mas
grandes de los Estados Unidos en base a su capitalizacion bursatil, sus
componentes estan sujetos a cambios. Se pueden producir entradas y salidas a
medida que surgen nuevas empresas que crecen en capitalizaciéon y reemplazan a
otras compafiias. Si se emplea la actual lista de componentes y se busca su
informacién en los distintos momentos que queremos estudiar, estariamos
teniendo en cuenta Unicamente aquellos valores que han «sobrevivido» en el indice
desde 2017, ademas de otros nuevos que se hayan incorporado y que no
estuviesen presentes en ese momento. Sin embargo, valores que formasen parte
del S&P 500 en 2017 que no sean ya constituyentes no se habrian incluido, por lo
que nuestro dataset no estaria reflejando el comportamiento real de los mercados:
esto se conoce como sesgo de supervivencia. Usando el terminal Bloomberg
evitamos este problema, puesto que si nos situamos en una fecha concreta la
informacién que nos proporciona incluye Unicamente los constituyentes en el

momento sefialado en el tiempo.

De esta fuente se ha obtenido informacién sobre 12 variables en cada uno de los
trimestres estudiados. Algunas de ellas han formado parte del dataset final y otras
han sido utilizadas para calcular otras variables compuestas, tal y como se explicara
en el epigrafe 3.2.3. Las variables y su correspondencia con la informacion

procedente de Bloomberg figuran en el Anexo 1.

3.1.2 Datos macroeconémicos

Debido a la amplia variedad de variables que se engloban dentro del apartado
macroecondmico se ha recurrido a diversas fuentes para la obtencién de sus
valores. En concreto, se han utilizado cuatro sitios web: Yahoo! Finance,

Investing.com, inflation.eu y Federal Reserve Bank of St. Louis:
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Tabla 1

Variables macroeconémicas y su procedencia

Variable Dato mas reciente Nota Procedencia

Inflation Mes anterior Variacién interanual | Inflation.eu

ViX Mismo dia Yahoo! Finance

S&P 500 Mismo dia Investing.com

3-month bond Mismo dia Media semanal Investing.com

10-year bond Mismo dia Media semanal Investing.com

Federal Funds rate | Mismo dia Variacién mensual Federal Reserve Bank
of St. Louis

Economic policy | Mes anterior Federal Reserve Bank

uncertainty of St. Louis

Exchange rate Mismo dia Media semanal Federal Reserve Bank
of St. Louis

wTti Mismo dia Investing.com

Gold Mismo dia Media semanal Investing.com

3.1.3 Datos obtenidos de la web de Aswath Damodaran

Aswath Damodaran, profesor de Finanzas en la Stern School of Business de la

Universidad de Nueva York, dispone de una base de datos propia con informacién

sobre las diferentes industrias que actualiza anualmente, en base a los Ultimos doce

meses de datos disponibles al comienzo de cada afo. Puesto que las empresas

publican su informacién de manera trimestral, la actualizacién de enero de 2017,

momento en el que comienza la descarga de los datos utilizados en este trabajo,

refleja la informacién disponible desde octubre de 2015 hasta septiembre de 2016

(Damodaran, 2022). El profesor Damodaran especifica que la informacién con la

que trabaja proviene de distintas fuentes como Bloomberg o Morningstar, pero

calcula todas las estadisticas que presenta empleando su propia metodologia.
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Debido a que estos datos se actualizan anualmente y nuestros puntos de datos
tienen caréacter trimestral la situacién no es ideal, ya que la comparacién sera mas

adecuada durante los primeros trimestres de cada afio que durante los Gltimos.
Las variables que se han utilizado en este trabajo procedentes de esta fuente son:

e [ndustry average P/E ratio.
e Industry average ROE.

e Industry average expected growth.

3.1.4 Otros

Para facilitar la fusién de los distintos bloques de datos en un Unico dataset se han
afadido varias columnas de caracter identificativo: afio, trimestre y un cédigo de
industria basado en la clasificacién establecida por el profesor Damodaran. De ellas,
so6lo el cédigo identificativo de cada industria ha formado parte del conjunto de
datos final, debido a que se ha considerado que el tipo de industria en el que se
enmarca cada compafiia podria ser una variable relevante para llevar a cabo la

prediccion.

3.2 Elaboracion

El modelo contaba inicialmente con 41 columnas agrupadas en los cuatro bloques
explicados en la seccion 2.4: informacion relativa al precio, macroecondémica, de la
industria y especifica de la compafiia. Este nimero se ha reducido a 31 tras haber
anadido nuevas variables «compuestasy (calculadas a partir de otras del conjunto
de datos) y descartado tanto aquellas empleadas para su calculo como otras de

caracter meramente identificativo como el nombre de la empresa o de la industria.

3.2.1 Fusion de los datos

Una vez completada la descarga se ha fusionado la informacién obtenida de las

distintas fuentes en un Unico conjunto de datos.

Al finalizar esta fase existen un total de 10.100 filas, conteniendo cada una
informacién de 41 variables diferentes, lo que equivale a un dataset con 414.100

celdas.
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3.2.2 Tratamiento

A continuacién, se ha realizado un anélisis para comprobar si las variables
incorporadas al modelo contenian celdas con valores ausentes. Para un correcto
funcionamiento del modelo es importante evitar su presencia, pues esta puede dar

lugar a estimaciones incorrectas.

Dentro del conjunto de datos obtenido del terminal Bloomberg, algunas variables
presentaban este tipo de valores. Debido a su alto nUmero, se ha optado por
eliminar aquellas filas que carecian de la informacién correspondiente con alguna
de las variables obtenidas por esta via. Se ha optado por esta decisiéon en lugar de
otras alternativas, como inferir los datos incompletos, para no introducir en el
modelo factores externos que puedan confundir al modelo y afectar a su capacidad
predictiva. En consecuencia, se eliminaron del modelo 2.705 filas, dejando el total
en 7.395.

Sin embargo, aunque entre los datos sobre la industria del profesor Damodaran
también existian algunos valores ausentes, en este caso se ha procedido de manera
diferente. De un total de 1.410 celdas, s6lo 10 carecian de informacién. Se ha
considerado que un impacto de este calibre seria reducido y, por ello, se ha optado

por inferir los datos repitiendo el Gltimo disponible.

3.2.3 Calculo de variables compuestas

En esta fase se han empleado algunas variables presentes en el dataset para
calcular otras que se han denominado «compuestas». Estas nuevas variables tienen
un caracter mas informativo y representan una fuente de informacion mas
interesante para el modelo, puesto que ya desde su concepcién establecen una
comparacién entre métricas de cada compainiia con respecto a su industria. Estas

variables son:
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Earnings forecast

Esta variable se ha definido como el incremento que Bloomberg estima sobre los
beneficios de la empresa durante los préximos 12 meses (BEst EPS Blended Forward
12M), en comparacién con los ultimos 12 (EPS Trailing 12M).

(Best EPS Blended Forward 12M — EPS Trailing 12M)
EPS Trailing 12M

Earnings forecast =

ROE compared to industry

Esta variable compara el ROE reportado por la empresa durante el Gltimo trimestre
con el ROE medio de la industria. En base al célculo, aguellas empresas que
obtengan un valor superior a la unidad tendran un ROE superior a la media,
mientras que las que obtengan un valor inferior a la unidad se situaran por debajo
de la media.

ROE:Q
Industry average ROE

ROE compared to industry =

P/E compared to industry

De manera similar al caso anterior, esta variable compara la ratio precio-beneficio
(P/E) de la empresa con el de su industria en el instante en el que se han obtenido
los datos. La ratio precio-beneficio indica cuantas veces estéa cotizando una empresa
por encima de su beneficio por accién. Tras el calculo, un valor superior a uno nos
indicara que la empresa tiene una ratio superior a la media de su sector. Teniendo
en cuenta otros valores como su tamafio o su industria, entre otros, un valor muy
elevado podria sugerir que la empresa estudiada estéd «sobrevaloraday, lo cual
podria ser negativo en empresas maduras, pero positivo en aquellas en plena fase
de crecimiento.

P/E
Industry average P/E

P/E compared to industry =
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3.2.4 Normalizacion

Debido a los diferentes érdenes de magnitud de las variables independientes, se ha
procedido a su normalizacién para mejorar el rendimiento del modelo de
prediccion. Este tipo de transformacién es una practica comin en un conjunto de
datos para su uso en procesos de machine learning (Huang, Capretz, & Ho, 2019).
En este caso, se ha optado por la normalizacion minimo-maximo, que permite
escalar todos los datos a un rango establecido entre cero y uno. La férmula

empleada es la siguiente:

X' = X = Xmin

Xmax - Xmin

Donde X es el valor sin normalizar, Xmi» €l valor minimo, Xmax €l maximo y X’ el valor
normalizado. Debido a las caracteristicas de este tipo de normalizacién, la
existencia de valores extremos (outliers) puede provocar que las variables
normalizadas no sean informativas. Puesto que para este TFG se ha decidido
establecer los valores con un maximo de tres decimales, una vez realizada la
normalizacion dos variables presentaban valores poco informativos, como se puede

ver en la Tabla 2 a través de su mediana normalizada:

Tabla 2

Valores antes de realizar ajustes

Variable Change in EV/EBITDA: Q Earnings Forecast
Maximo sin normalizar 2.551,901 156.428.024,457
Minimo sin normalizar -98,048 -199,368
Media normalizada 0,040 0,000
Mediana normalizada 0,038 0,000

Para corregir esta situacion, se han calculado tanto el percentil 1 como el percentil
99 de los valores sin normalizar. A continuacién, se ha sustituido el 1% superior

por el valor del percentil 99 en las dos variables. Ademas, en la variable Earnings
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Forecast también se ha sustituido el 1% inferior por valor del percentil 1, tal y como

se presenta a continuacion:

Tabla 3

Valores ajustados

Variable Change in EV/EBITDA: Q Earnings Forecast
Maximo sin normalizar 135,569 12,001
Minimo sin normalizar -98,048 -9,777
Media normalizada 0,449 0,463
Mediana normalizada 0,434 0,458

El resultado de todos estos procesos es un dataset con 7.395 filas y 31 columnas.

De ellas:

e Una columna cuenta con valores comprendidos entre el 1 y el 94,
correspondiente con el codigo de industria.

e Un total de 29 columnas se encuentran normalizadas y todos sus valores
estadn en el rango comprendido entre O y 1.

e Una columna, el desenlace u outcome, sélo tiene como posibles valores el O

yell.

3.3 Aplicacion de Azure Machine Learning

La herramienta que se ha empleado para elaborar el modelo es Azure Machine
Learning. El proceso consta de 3 partes: disefio del diagrama, configuracién y

entrenamiento y validacion.

3.3.1 Diseiio del diagrama

En primer lugar, se ha cargado en la plataforma el primer dataset construido en
formato CSV. Se especifica que es un archivo en un formato delimitado por punto

y coma.
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El siguiente paso en el proceso de carga consiste en detallar el tipo de datos que
contiene cada una de las 30 variables independientes de las que consta el modelo,
asi como de la variable dependiente. Esta informacién se muestra en la tabla que

figura en el Anexo 2.

Una vez que el dataset se encuentra cargado en la plataforma se puede afadir a la
estructura del diagrama. Este se crea en Azure Machine Learning colocando y
uniendo distintos componentes sobre un lienzo en blanco, tal y como se puede ver

a continuacion:

Figura 2

Diagrama del modelo basado en el dataset sin el dltimo trimestre de 2021

[ Dataset sin el Q4 de 2021 ]

V
[ Two-class neural network ] [ Split data ]

)

) I‘\
R /J 80% 20%
N/ N
[ Train model ]
I\
\ N
S N
[ Score model ]
)

\

g

\J/
Evaluate model ]

Nota. Adaptacién del diagrama creado por la plataforma Azure Machine Learning.

Los componentes son:

e El conjunto de datos que contiene la informacién sobre la que se basara el
entrenamiento del modelo. Puesto que la predicciéon se llevara a cabo sobre
los datos del dltimo trimestre de 2021, este dataset contendra todos los
trimestres entre el primero de 2017 y el tercero de 2021.

e Un componente de transformacion, denominado Split data, que divide el
dataset dando lugar a un conjunto de entrenamiento y otro de validacién. Se

ha establecido una division 80-20, de manera que el 80% de las filas,
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elegidas aleatoriamente, se han usado para el entrenamiento del modelo y
el 20% restante para su validacion.

e Elcomponente de redes neuronales, que se explicara en la siguiente seccion.

e Train model y Score model, dedicados a llevar a cabo el entrenamiento del
modelo usando el conjunto de entrenamiento y la validacién usando el
conjunto de validacion previamente creados.

e El output del componente anterior se conectara con el componente Evaluate
model, que llevar a cabo una evaluacién de la precisién del modelo a partir

de distintas métricas.

Eleccién del componente de redes neuronales

Se ha optado por utilizar el componente de Azure Machine Learning denominado
Two-class neural network, que crea un modelo de redes neuronales que se puede
utilizar para predecir un objetivo con Unicamente dos valores. Se ha seleccionado
este componente puesto que el desenlace propuesto sélo tiene dos soluciones

posibles (1 = verdadero o O = falso).

Se esta creando, por lo tanto, un método de aprendizaje supervisado que establece
una clasificacion basada en redes neuronales. Como se ha mencionado
previamente, en el aprendizaje supervisado se «muestra» a la red neuronal una
respuesta esperada, para comparar después dicha respuesta con la elaborada por
la propia red. A continuacién, se realizan ajustes para que ambas respuestas se

acerquen cada vez mas.

3.3.2 Configuracion inicial

Se ha creado un clasificador de base con una arquitectura inicial sencilla, definida
utilizando los valores mas populares descritos en la literatura, que posteriormente

se ha revisado con el fin de optimizar los parametros que lo componen.
En la especificacién inicial:

e El nimero de nodos en la capa de entrada es igual al nimero de variables
en el conjunto de entrenamiento.

e Se han incluido dos capas ocultas con 12 y 6 nodos.
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e El nimero de nodos en la capa de salida equivale al nUmero de clases que
puede tener el desenlace. Puesto que en este caso son dos, la capa de salida

contara con dos nodos.
Por lo tanto, la capa de entrada contara con 30 nodos y la de salida con dos.

Para asegurar la capacidad de generalizaciéon del modelo y evitar el sobreajuste, el
ndmero de nodos en las capas ocultas no debe ser excesivamente elevado. Si este
exceso existe, la red neuronal se convertiria en un banco de memoria capaz de
recordar el conjunto de entrenamiento a la perfeccion, pero no realizaria bien

predicciones sobre muestras que no formen parte del conjunto de entrenamiento.

La tasa de aprendizaje (learning rate) es un pardmetro que controla la rapidez con
la que el modelo «se adapta» al problema. Suele tener un valor positivo, a menudo
en el rango entre 0,0 y 1,0. Si se usa una tasa de aprendizaje pequefia, los cambios
en cada actualizacién son pequefios y el modelo tardard mas tiempo en llegar a la
solucion 6ptima, mientras que si esta es grande (0,2-0,3) puede dar lugar a cambios
mas rapidos, y el modelo convergera antes (Brownlee, 2019). Debido a la
complejidad del modelo, se ha elegido una tasa de 0,1 para evitar una convergencia

demasiado rapida en una solucién subdptima.

Se ha establecido un maximo de 200 iteraciones y un valor de 0,9 para el peso que

se aplica durante el proceso de aprendizaje a las iteraciones previas (Karim, 2018).

3.3.3 Entrenamiento y validacion

Tal y como se ha descrito previamente, se ha llevado a cabo una divisién aleatoria
del conjunto de datos en dos subconjuntos: entrenamiento y validacién. Esta
divisién aleatoria de las filas que componen el conjunto de datos, si bien evita
«premiar» el sobreajuste, presenta un inconveniente: el resultado que alcanzara el
modelo dependerd de cémo se realice la particién de los datos. Dos modelos
basados en el mismo conjunto de datos, pero entrenados sobre distintos

subconjuntos pueden dar lugar a resultados diferentes (Aguila, 2017).

Esto ocurre porque, durante la fase de entrenamiento, el algoritmo trata de
relacionar un grupo de variables de salida con otro grupo de variables de entrada
mediante un sistema de aprendizaje supervisado. Si las filas que se usan para

«informar» al modelo son diferentes en un caso u otro, durante la fase de validacién
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el algoritmo predecira en base a estas relaciones establecidas en la fase anterior

un desenlace distinto.
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4. Resultados

4.1 Evaluacion

Una vez concluidos el disefio del modelo de clasificacién y su puesta en
funcionamiento, es necesario analizar si el modelo es lo suficientemente valido para

el fin para el que ha sido construido.

Para ello se han empleado dos métricas clasicas: la evaluacion de la precision y el

analisis de la curva ROC.

4.1.1 Evaluacion de la precision

La primera métrica de evaluacién que se abordara esta basada en el porcentaje de

error en la clasificacién predicha por el modelo con respecto al desenlace real.

Para poder entender este método, primero es necesario explicar que la aplicaciéon
de un clasificador a un conjunto de casos puede producir cuatro resultados
diferentes (Aguila, 2017):

e Si el desenlace es positivo y se clasifica como positivo por el modelo, se
denomina verdadero positivo (TP, del inglés True Positive).

e Si el desenlace es negativo y se clasifica como positivo se denomina falso
positivo (FP, del inglés False Positive), también conocido como error de tipo
l.

e Si el desenlace es negativo y se clasifica como negativo se denomina
verdadero negativo (TN, del inglés True Negative).

e Si el desenlace es positivo y se clasifica como negativo se denomina falso

negativo (FN, del inglés False Negative), también llamado error de tipo Il.

Empleando las cuatro denominaciones mencionadas es posible construir una tabla
de contingencia, que representard como se distribuyen los desenlaces en base a su
clasificacién. Puesto que en este caso se tratard de una prediccion con dos
desenlaces (verdadero o falso), se ha adaptado la tabla teniendo esto en cuenta, tal

y como se representa a continuacion:
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Tabla 4

Tabla de contingencia

Desenlace
Verdadero Falso
Verdadero TP FP
Prediccion
Falso FN TN

La precisién (accuracy, en inglés) sera el porcentaje de casos clasificados

correctamente, y su férmula sera:

| ~ TP + TN
CoUracy =Tp Y FP+ TN + FN

4.1.2 Analisis de la curva ROC

Una alternativa a la evaluacién basada en la medida de la precisién es el uso de un
analisis gréafico, pues permite una mejor visualizacién de la multidimensionalidad

del problema que estamos evaluando.

En el analisis de la curva ROC (del inglés Receiver Operating Characteristic) se
emplean los valores normalizados de la tabla de contingencia para construir un
grafico. En el eje de ordenadas se representa la tasa de verdaderos positivos (TPR)

y en el de abscisas la tasa de falsos positivos (FPR).

TPR = TP FPR = ki
" TP+FN " FP+TN

El espacio creado se denomina espacio ROC, y en él cada modelo de clasificacién

se representa con un punto (Prati, Monard, & Batista, 2008).
Los vértices de este espacio representan distintos clasificadores:

e El vértice inferior izquierdo, correspondiente a las coordenadas (0O, 0),
representa la estrategia de nunca clasificar algo como positivo. No habra

falsos positivos, pero tampoco verdaderos positivos.
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e El vértice superior derecho, correspondiente a las coordenadas (1, 1),
representa la estrategia inversa.

e El vértice inferior derecho (1, 0), representaria un modelo que siempre hace
predicciones erréneas.

e El vértice superior izquierdo (0O, 1) representa la clasificacién perfecta.

Figura 3
Espacio ROC
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La diagonal que discurre entre el punto (O, 0) y el punto (1, 1) y divide el espacio
ROC en dos tridangulos representa la clasificacién aleatoria. Los modelos que se
sitlen en el triangulo localizado a la izquierda de esta linea seran clasificadores

utiles y, por lo tanto, se buscara que el modelo se sitle en dicho espacio.

4.2 Resultado sobre el dataset sin el altimo trimestre de 2021

Como se ha mencionado previamente, en primer lugar, se ha tratado de valorar la
capacidad de prediccién del modelo sobre un dataset con los datos de los trimestres
comprendidos entre el primero de 2017 y el tercero de 2021. El 80% de los datos
se emplean para entrenar el modelo y el 20% restante para realizar predicciones y
valorarlas. Empleando la configuracion inicial descrita en el punto 3.3.2, la precisién

(accuracy) del modelo alcanza un valor méximo del 73% cuando el umbral se ajusta

30



a una puntuacion de 0,52. Esto significa que, cuando el valor calculado por el
modelo es inferior a 0,52, este clasifica el desenlace como negativo (O, falso) v,
cuando el valor calculado por el modelo es igual o superior a 0,52, el modelo

clasifica el desenlace como positivo (1, verdadero).

Tabla 5
Tabla de contingencia del modelo basado en el dataset sin el dltimo trimestre de 2021

maximizando la precisién

Desenlace
Verdadero Falso
Verdadero 691 243
Prediccion
Falso 137 335

El valor de la precisién se calcula a través de la férmula descrita en el apartado

4.1.1 utilizando los valores de la Tabla 5.

Figura 4

Curva ROC del modelo basado en el dataset sin el tltimo trimestre de 2021

(0, 1) Clasificacién perfecta 1,1

Tasa de verdaderos positivos

(0,0) Tasa de falsos positivos (1,0)

Por otra parte, el analisis en el espacio ROC (Figura 4) muestra una curva que se
sitla en el tridngulo de la izquierda, lo que representa un clasificador Gtil, pues

mejora aquella clasificacidon llevada a cabo si se asignaran valores al azar.
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4.3 Prediccion

Una vez validada la estructura del modelo se ha procedido a aplicarlo sobre un
dataset diferente; aquel que contiene datos sobre el Ultimo trimestre de 2021. En
el caso descrito anteriormente, se habia dividido el conjunto de datos en dos
subconjuntos de forma aleatoria, por lo que parte de los datos empleados durante
el proceso de entrenamiento del modelo coincidian en el tiempo con aquellos sobre
los que se iba a llevar a cabo la prediccion. Es decir, como la division era aleatoria,
a la hora de predecir si un valor subiria o no, el modelo podia tomar como referencia
otros valores en el mismo momento del tiempo. Este factor no se ajusta a la
realidad, puesto que, si un inversor quiere saber si el precio de una accién de Apple,
Inc. subira durante el préximo mes, no dispone en el momento de tomar la decision
de informacién sobre si el valor de otro componente del indice, por ejemplo,
Microsoft, ha aumentado su cotizacién durante ese mismo mes, ya que el desenlace

todavia no ha ocurrido.

Figura 5

Estructura del modelo de prediccién sobre los datos del ultimo trimestre de 2021
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Por ello, el siguiente paso ha sido aplicar el modelo entrenado en la totalidad del
conjunto de datos previo a un nuevo instante temporal: el Gltimo trimestre de 2021,

tal y como se puede ver en la Figura 5.

En este caso el modelo utiliza datos histéricos para entrenarse y realiza
predicciones hacia el futuro. Esta situacion si se corresponde con la que rodea a un
inversor en el momento de tomar sus decisiones, ya que soélo dispondra de los datos

histéricos sobre ese valor. Por ejemplo, si ese inversor estd decidiendo si comprar
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0 no acciones de Apple, Inc., sélo dispondréa de datos histéricos sobre la cotizacién

de ese valor y del resto de los miembros del indice.

4.3.1 Resultados

Usando el mismo umbral que en el caso anterior, la precisién de las predicciones
del modelo creado es del 68%, tal y como se puede calcular a partir de los datos
de la Tabla 6.

Tabla 6
Tabla de contingencia del modelo basado en los datos del ultimo trimestre de 2021

maximizando la precisién

Desenlace
Verdadero Falso
Verdadero 228 54
Prediccion
Falso 61 20

Sin embargo, en el espacio ROC se dibuja una curva que de nuevo se sitla en el

triangulo izquierdo, por lo que se trata de un clasificador Util.

Figura 6

Curva ROC del modelo de prediccién sobre los datos del ultimo trimestre de 2021
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4.4 Optimizacion del modelo para inversion

Debido a que el objetivo de este trabajo es la creacién de un modelo capaz de
discernir qué valores van a aumentar su cotizacién en bolsa, para optimizar el
modelo se ha tratado de minimizar el error de tipo |. Tal y como se ha descrito en
la seccion 4.1.1, el error de tipo | se produce cuando un desenlace negativo se

clasifica como positivo. Pero... jpor qué se ha elegido este tipo de optimizacion?

A la hora de realizar una estrategia de inversion en bolsa basada en los valores
clasificados como positivos se puede proceder de diferentes formas. Debido a que
el modelo tal y como esta disefiado sélo especifica si un valor va a subir, pero no
cuanto va a subir, no es posible asignar una mayor cantidad de dinero al valor con
la mayor subida estimada. La estrategia més sencilla consistiria, por lo tanto, en
dividir la cantidad de dinero que se desea invertir de manera equitativa entre todos
los valores sobre los que el modelo ha predicho que van a incrementar su
cotizacién. Para que esta estrategia funcione es fundamental que los valores
clasificados como positivos sean efectivamente positivos. Sin embargo, las medidas
previamente descritas como la precision o la curva ROC representan mas
dimensiones del modelo de las necesarias para lograr este fin. Una optimizacion
basada en estas métricas, si bien permite valorar hasta qué punto es el modelo
capaz de predecir los diferentes desenlaces, no tiene por qué traducirse en la mejor

estrategia de inversion.

Asi, en el modelo optimizado explicado en el epigrafe 4.2, en el que se buscaba
maximizar la precisidon (accuracy), se ha tratado de que el porcentaje que representa
la suma de verdaderos positivos y verdaderos negativos sobre el total de desenlaces
sea maxima. Si se desarrollase una estrategia de inversiéon basada en dicha métrica,
al invertir en los 282 valores clasificados como positivos por el modelo, en 54 casos

la cotizacidon del valor habria descendido y, por lo tanto, se habria perdido dinero.

Sin embargo, minimizando el error de tipo | esto no sucede, pues se reduce al
maéaximo la cantidad de falsos positivos. Pese a que en este caso la cantidad de
valores clasificados como positivos es menor, el nimero de falsos positivos se
reduce notablemente. Una estrategia de inversién basada en esta Ultima opcién
asignara a cada uno de los valores una cantidad de dinero y s6lo en un porcentaje
reducido de casos el valor disminuira, lo que en comparacién con el caso anterior

se traduce en un mayor rendimiento econémico.
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4.4.1 Ajuste

Ajustando el umbral hasta 0,94 con la intencién de minimizar el error de tipo | en
el modelo inicial, este es capaz de conseguir un 100% de acierto en las predicciones
sobre los valores clasificados como positivos dentro del conjunto de datos utilizado.

Los resultados se presentan a continuacion:

Tabla 7
Tabla de contingencia del modelo basado en el dataset sin el dltimo trimestre de 2021

minimizando el error de tipo |

Desenlace
Verdadero Falso
Verdadero 37 0
Prediccion
Falso 791 578

Sin embargo, un umbral tan alto pese a conseguir un rendimiento elevado
Unicamente es capaz de identificar el 2,6% de los datos verdaderos, lo cual en este
caso proporciona 37 resultados. Puesto que el dataset sobre el que se haran las
predicciones tiene una cantidad mas reducida de valores (363), se ha considerado
que usar dicho umbral podria arrojar un numero muy pequefio de resultados
clasificados como verdaderos, por lo que se ha reducido un poco el umbral, de 0,94
a 0,92, de forma que el numero de valores clasificados como positivo fuese mayor.
En este nuevo caso, la tabla de contingencia del modelo 1 cuenta con nuevos
valores y, si bien la tasa de verdaderos positivos se reduce del 100% al 95,6%, el

ndimero de valores clasificados como positivos se eleva hasta 90 (6,5%).

Tabla 8
Tabla de contingencia del modelo basado en el dataset sin el dltimo trimestre de 2021 con el

umbral situado en 0,92

Desenlace
Verdadero Falso
Verdadero 86 4
Prediccion
Falso 742 574
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En consecuencia, sera ese umbral de 0,92 el que se empleara cuando el modelo
entrenado se testee contra los datos del Ultimo trimestre del afio para valorar su

capacidad predictiva.

4.4.2 Aplicacion al modelo de prediccion

El ajuste del umbral en el modelo de prediccion acorde con el razonamiento
explicado en el apartado 4.4.1 muestra que de un total de 11 veces en las que el
modelo ha predicho que el valor va a ser verdadero (es decir, que la accién subira
de valor), en 9 ocasiones este ha sido el desenlace real, lo que equivale a una tasa

de verdaderos positivos del 81,8%.

Tabla 9
Tabla de contingencia del modelo basado en los datos del dltimo trimestre de 2021 con el

umbral situado en 0,92

Desenlace
Verdadero Falso
Verdadero 9 2
Prediccion
Falso 280 72

Pese a que con este umbral el modelo sélo tiene una precisién del 23%, al exigir
que este valor sea més alto también se estan seleccionando aquellas acciones que
el modelo ha calculado que con mayor seguridad deberian tener un desenlace
positivo. Este tipo de optimizaciéon provoca que la precisién del modelo se haya
visto mermada hasta ser de Unicamente un 22,3%, pero a la hora de llevar a cabo

una estrategia de inversion muestra un mayor rendimiento.

4.5 Comparacion de estrategias de inversion

Para valorar correctamente una estrategia de inversién no es suficiente con
seleccionar un conjunto de valores que proporcionen un rendimiento positivo. Los
inversores se fijan en los indices de referencia, como el S&P 500, para comparar

su rendimiento con el de sus propias estrategias de inversién.
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Puesto que existen las denominadas estrategias «pasivas» de inversién, en las
cuales los inversores invierten en un indice sin necesidad de realizar analisis
individuales de ningun tipo sobre las acciones, se ha establecido que este debe ser
el punto de referencia sobre el que se debe establecer la comparativa de nuestro
modelo. En concreto, se comparara con una estrategia de comprar y mantener (buy
and hold) un fondo cotizado del S&P 500.

4.5.1 Estrategia de comprar y mantener

El fondo cotizado que se ha seleccionado para establecer la comparativa es el SPDR
S&P 500 ETF (SPY), uno de los que cuentan con un mayor volumen de negocio y
que replica completamente el indice S&P 500, manteniendo todos los miembros

del indice subyacente en sus ponderaciones objetivo (Nickolas, 2022).

Tal y como se puede observar en la Figura 7, entre el 13 de octubre de 2021 y el
12 de noviembre del 2021, el SPY crecié un 7,9%. El indice al que replica, el S&P
500, alcanzé su maximo histérico durante el mes de noviembre de 2021,
catapultado por un escenario macroeconémico caracterizado por bajos tipos de
interés. Asi, si se hubiese invertido 1€ en el indice al principio del periodo y
asumiendo que no existen otros costes que puedan afectar a la rentabilidad, al final

del periodo dispondriamos de casi 1,08€.

Figura 7

Evolucién de la cotizacién del SPY entre el 13 de octubre y el 12 de noviembre
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4.5.2 Estrategia basada en el modelo de prediccién

El modelo de prediccion disefiado, tal y como se explicé en el apartado 4.4.2,
clasific6 como verdaderos 11 valores, que se muestran en la Tabla 9. De ellos, 2

resultaron ser falsos positivos.

Tabla 9

Valores seleccionados por el modelo

Compaiiia Dperse?;i]l?;e Desenlace real Rendimiento
Coterra Energy, Inc. Verdadero Falso -1,44%
Thermo Fisher Scientific, Inc. Verdadero Verdadero 10,76%
CF Industries Holdings, Inc. Verdadero Verdadero 6,99%
The Mosaic Company Verdadero Falso -8,20%
Netflix, Inc. Verdadero Verdadero 8,39%
Diamondback Energy, Inc. Verdadero Verdadero 1,63%
Eastman Chemical Company Verdadero Verdadero 11,60%
General Mills, Inc. Verdadero Verdadero 2,23%
Apple, Inc. Verdadero Verdadero 6,44,
Microsoft Corporation Verdadero Verdadero 13,64%
The Procter & Gamble Company Verdadero Verdadero 2,89%,
Total 4,99%

En el caso de haber llevado a cabo una estrategia de inversidon que asignase el

mismo peso a cada uno de los valores, el rendimiento acumulado durante el mes

habria sido del 4,99% (Figura 8).

Figura 8

Evolucién del rendimiento de la estrategia de inversién basada en el modelo
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4.5.3 Comparativa de rendimiento

Si se combinan ambos graficos, tal y como se puede ver en la Figura 9, se observa
cémo durante el mes de octubre de 2021 la estrategia basada en el modelo de
inversion alcanzé unos rendimientos ligeramente superiores a los del SPY hasta el
inicio de noviembre, momento en el que noticias concretas sobre determinados
valores provocaron una caida de su cotizaciéon que afectd a la actuacién global del

modelo. En concreto:

e Las acciones de Netflix bajaron un 5,2% entre los dias 1 y 5 de noviembre
debido a la mala recepcion del mercado al lanzamiento de un sistema de
videojuegos incluido en su plataforma de streaming para dispositivos con
Android (Golum, 2021).

e La presentacion de resultados trimestrales de The Mosaic Company resulté
en una caida que alcanzé un méaximo cercano al 10% el dia 2 de noviembre,
pese a haber anunciado un crecimiento en ingresos del 44% respecto al

mismo periodo del afio anterior (Chamaria, 2021).

Figura 9

Comparacién del rendimiento de las dos estrategias de inversion
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Sélo cuatro de los valores seleccionados por el modelo superaron el rendimiento
ofrecido por el SPY, cinco obtuvieron un rendimiento positivo pero inferior al indice

y dos obtuvieron un rendimiento negativo.

Las carteras de valores soportan dos tipos principales de riesgo: el riesgo
sistematico, provocado por las interdependencias entre los factores econémicos,

monetarios, politicos y sociales, y el no sistematico, que afecta de forma especifica
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a cada empresa y se reduce diversificando la inversiéon en un mayor namero de
valores (Titman & Martin, 2016). En este caso, ambas estrategias de inversién
presentan un riesgo sistematico parecido, pero debido a que el modelo sélo ha
seleccionado 11 valores, frente a los 500 que componen el S&P 500, el riesgo no
sistematico que soporta esta cartera de valores es muy elevado, muestra de ello es
el impacto que han tenido los dos hechos comentados previamente sobre el

rendimiento global de la cartera.
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5. Discusion

Por definicién, la construccion de este modelo de prediccién representa un desafio
a la hipoétesis de los mercados eficientes. Si bien es argumentable que, en base al
perfil de datos utilizados en el primer modelo, que permitian que este se entrenase
usando informacién de la que no dispondria en una situacién real, el desafio es
cuestionable, el hecho de que sobre un conjunto nuevo de datos el modelo haya
sido capaz de llevar a cabo predicciones Utiles atenta directamente contra una
teoria que defiende que el aumento o reduccién del valor de las cotizaciones ocurre
de forma aleatoria. Pese a ser un modelo con una precisiéon reducida, en este caso
del 68% cuando el valor del umbral es 0,52, la posibilidad de escoger aquellos
valores a los que el modelo asigna mayores probabilidades de subir, tal y como se
hizo elevando el umbral para reducir los falsos positivos, es suficiente para
desacreditar la teoria enunciada por Fama en 1965. Si un modelo es capaz de
asegurar que un numero determinado de valores, por pequefio que sea,

aumentaran su cotizacién, entonces su movimiento no podria ser aleatorio.

Asimismo, conviene destacar que, como se menciond en el apartado 4.5.1, la bolsa
durante el periodo estudiado atravesé una etapa de ascenso muy importante, en la
que la mayoria de los valores del S&P 500 ganaron valor. Como consecuencia del
impacto causado por la pandemia de COVID-19 en la economia, en Estados Unidos
se llevaron a cabo politicas publicas de ayuda a los ciudadanos que, unidas al
recorte de los tipos de interés permitieron inundar de dinero el mercado, factores
que durante los ultimos meses de 2020 y hasta finales de 2021 promovieron un
crecimiento significativo de la bolsa. Este contexto afiade dificultad a las
predicciones que debe llevar a cabo el modelo, pues en su mayor parte los datos
empleados para su entrenamiento provienen de una situacién macroecondémica
diferente. En concreto, durante este periodo cerca del 80% de los valores analizados
incrementaron su cotizacion, lo cual sélo ocurre en momentos de intenso
crecimiento. Debido a las circunstancias mencionadas previamente, que también
provocaron el auge de los inversores particulares, muchos de ellos sin experiencia
previa, hasta representar un tercio de las operaciones del mercado, es posible que
se haya desencadenado una divergencia de los criterios de inversién seguidos en

épocas previas que el modelo no habria sido capaz de captar (Reddel, 2022).

Otra consecuencia de este periodo de bonanza en la bolsa es que el modelo no ha

podido testarse en una situacién de crisis econémica. Siguiendo la misma filosofia
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de una optimizacién basada en la reducciéon del error de tipo |, si el modelo fuese
capaz de identificar aquellas caracteristicas de una empresa que en un contexto
macroecondémico desfavorable la hacen mas proclive a conservar su valor, podria
ser de utilidad para disefiar estrategias que protejan a los inversores ante estas

tesituras.

De igual forma, existen dudas sobre la capacidad del modelo para llevar a cabo una
estrategia de inversion exitosa. El problema de base es claro: con el disefio actual
no es posible cuantificar cuanto se prevé que crezca la cotizacién de la accién, sino
que soblo se ofrece informacién sobre si subira o no. Si un inversor pudiese conocer
cuanto se incrementara el valor de la accién, a la hora de construir su cartera
priorizaria la inversién en aquellas que experimentarian un crecimiento mas alto.
El problema del desenlace binario reside en que el inversor no dispone de esta
informacién y, por lo tanto, la forma de actuar implica repartir equitativamente los
recursos entre todos los valores seleccionados por el algoritmo. Si bien el modelo
se ha construido de esta forma por razones de simplicidad, explorar un desenlace

que no fuese binario ofreceria mayor utilidad.

La consecuencia de esta estructura es que, si bien ha habido cuatro valores (Netflix,
Inc., Thermo Fisher Scientific, Inc., Microsoft Corporation y Eastman Chemical
Company) que han superado el rendimiento del SPY, la distribucién de los recursos
en partes iguales ha mermado su rendimiento. Un modelo de predicciéon que
hubiese ofrecido un mayor valor esperado de subida habria permitido focalizar las
inversiones en esos cuatro valores e hipotéticamente se habria podido superar el

rendimiento ofrecido por el fondo cotizado.

Del mismo modo, es importante tener en cuenta que el crecimiento experimentado
por el S&P 500 en un periodo de tan solo un mes de duracién fue cercano al 8%,
un valor muy elevado. Si bien el modelo podria haber seleccionado mejor aquellos
valores que fuesen a experimentar el mayor crecimiento del indice, conviene

recordar que:

e Debido a que no todos los valores disponian de informaciéon concreta,
algunos fueron eliminados durante el procesamiento de los datos Ilevado a
cabo en las fases iniciales. Existe la posibilidad de que si se hubiesen incluido
el modelo los hubiese seleccionado, por lo que no es posible descartar que
si se dispusiese de mejores datos de entrada el modelo habria sido capaz

de generar mayor rendimiento.
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e El periodo estudiado se enmarca en un contexto de circunstancias
excepcionales sobre las que, de nuevo, los datos de entrenamiento son
reducidos al no ser una situacién comun a lo largo de la historia. Por ello, es
posible que en base a la informacién histérica disponible no fuese posible
esperar un crecimiento tan elevado de algunos valores. Este sobreajuste,
mencionado en el epigrafe 1.2 como una de las principales limitaciones de
este trabajo, implica que la capacidad del modelo para generalizar y
adaptarse a todo tipo de contextos econémicos es limitada, pero no descarta

un mejor funcionamiento en circunstancias menos excepcionales.

Ademaés, debido a que no se han realizado anélisis concretos para medir la
importancia de las variables en el modelo, se desconoce cuales son las que tienen
mas relevancia a la hora de llevar a cabo la prediccién, asi como cuales son
irrelevantes. Abordar esta cuestién permitiria sustituir aquella informacién con
menos aporte por nuevas variables cuya relacion con el desenlace se podria testar,
lo que deberia de traducirse en un mayor rendimiento del modelo al entrenarse
sobre datos mejor seleccionados. Este es un punto sobre el que no se ha podido

profundizar debido a la limitacién en espacio de este trabajo.
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6. Conclusiones

Los objetivos de este Trabajo Fin de Grado eran dos: construir un modelo capaz de
predecir si la cotizacién de un valor aumentaria o no en un periodo de 30 dias y
valorar si una estrategia de inversion basada en dicho modelo superaria o no al
rendimiento del S&P 500.

Pese a la dificultad que implica la realizaciéon de predicciones en el area de las
finanzas, debido a la inmensa cantidad de factores que pueden afectar a la
cotizacién de un valor, se puede afirmar que existe un componente de
predictibilidad que el modelo ha sido capaz de abordar en mayor o menor medida.
En primer lugar, si los comportamientos en bolsa de las acciones fuesen aleatorios,
el modelo, cuando se entrend y testd sobre el mismo conjunto de datos en una de
las primeras fases, no deberia de haber sido capaz de alcanzar un 73% de
precisién. El hecho de que se redujese esta cifra en el paso posterior al verse
limitada la informacién usada para llevar a cabo las predicciones no habla tampoco
a favor de la hipétesis de los mercados eficientes, sino que refleja la necesidad de
obtener mejores variables que sean capaces de anticipar con mas claridad hechos
relevantes relacionados con los precios de las materias primas o a nivel

macroecondmico.

El factor mas limitante para alcanzar este objetivo es la disponibilidad de los datos.
Si bien al haberse elegido el S&P 500 como indice objetivo del trabajo los
volumenes de informacién disponible son relativamente altos, algunas variables
como puntuaciones en el ambito de la responsabilidad social corporativa o sobre
el rating de las empresas no han podido ser incorporadas debido a que dicha
informacién no estaba disponible en todas las compainiias para su uso. De la misma
manera, debido a que este Trabajo Fin de Grado es un proyecto no financiado, no
existe la posibilidad de acceder a otras bases de datos de pago que podrian ofrecer
informacién ya estructurada que fuese relevante, mas alla del uso de la licencia de

Bloomberg a nivel educativo.

El segundo objetivo era valorar si el modelo seria capaz de vencer al rendimiento
del S&P 500, que se ha aproximado al del fondo cotizado SPY. La conclusién en
este caso es que el modelo no es capaz de vencer al mercado tal y como esta

diseflado actualmente, pero no se puede afirmar que en el caso de que el desenlace
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fuese no binario, ofreciendo una estimacion del incremento del precio, este objetivo

no se pudiese alcanzar.

Dentro de los objetivos de este trabajo también se enmarcaba realizar el modelo a
través de una aproximacién sencilla a las redes neuronales, «asequible para
personas sin conocimientos técnicos elevados de programacion». Si bien la
construccion de este modelo requiere conocimientos previos sobre machine
learning para poder enfocar de forma correcta la estructura del modelo y sobre
finanzas para una correcta eleccién de variables, conviene reconocer que con el uso
de la plataforma Azure no ha sido necesario escribir cédigo en lenguaje informéatico,
lo que permitiria a un estudiante de Administracién y Direccién de Empresas sin
conocimientos especializados abordar este tipo de tareas si contase simplemente

con unos nociones tedricas basicas.

Asimismo, y pese a sus limitaciones, este trabajo puede ser un punto de partida
para la creacién de modelos de prediccién sencillos basados en el uso de redes
neuronales artificiales. Mediante el abordaje de los principales problemas descritos
a lo largo de las secciones anteriores y un acceso a mas datos mas actualizados
deberia ser posible incrementar la precisién del modelo, asi como reducir el error

de tipo | en mayor medida.
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Anexos

Anexo 1. Correspondencia entre los nombres de las variables

Nombre de la variable Correspondencia en Bloomberg
ROE: Q ROE: Q

P/E P/E

EV/EBITDA Adj EV/EBITDA Adj

Change in EV/EBITDA: Q Gr PoP of EV/EBITDA Adj: Q

Change in Net Debt: Q Gr PoP of Net Debt: Q

EPS T12M EPS T12M

Best EPS BF12M Best EPS BF12M

Momentum Relative Share Price Momentum
Recommendation Rec Consensus: D-1

3-Month Beta Raw Beta: M-3

Best Long-Term Growth Best Est Long Term Growth

Market Cap Market Cap
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Anexo 2. Variables incorporadas y tipo de dato

Variable

Tipo de dato

Industry code

NUmero entero

P/E compared to industry

NUmero decimal

ROE compared to industry

NUmero decimal

Expected growth

NUmero decimal

Market cap

NUmero decimal

3-month beta

NUmero decimal

EV/EBITDA adjusted

NUmero decimal

Change in EV/EBITDA: Q

NUmero decimal

Change in net debt: Q

NUmero decimal

Earnings forecast

NUmero decimal

BEst long-term growth

NUmero decimal

Momentum NUmero decimal
Recommendation NUmero decimal
Inflation NUmero decimal

Economic policy uncertainty

NUmero decimal

Economic policy uncertainty change (%)

NUmero decimal

Exchange rate

NUmero decimal

Exchange rate change (%) 3 M

NUmero decimal

10-year bond

NUmero decimal

10-year bond change (%) 3 M

NUmero decimal

3-month bond

NUmero decimal

51




3-month bond change (%) 3 M Numero decimal
Federal Funds rate change (%) 1 M NuUmero decimal
S&P 500 1-month change (%) NuUmero decimal
VIX Numero decimal
WTI price NUmero decimal
WTI change (%) 30 D Ndmero decimal
Gold price change (%) 3 M NUmero decimal
100-day stock price change (%) NuUmero decimal
30-day stock price change (%) NuUmero decimal
Outcome Booleano (1 = Verdadero, O = Falso)
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