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RESUMEN

El PropTech comienza a convertirse en la nueva realidad que impera en el sector
inmobiliario. El espectacular auge de empresas inmobiliarias cuyos cimientos empiezan
a construirse desde la innovacion tecnologica augura un cambio sin parangén. Con estas
raices, sobresalen por encima del resto los nuevos modelos de negocio en torno al Big
Data inmobiliario. Modelos de negocio para los que el tradicional modus operandi de la
industria es ya parte del pasado. Se realiza un analisis tedrico, exhaustivo y profundo de
este nuevo entorno y de su reciente evolucion, que incluye una revision de la muy reciente
literatura existente. A continuacidon, mediante un ejercicio practico de andlisis de la oferta
residencial de la ciudad de Valladolid se pondra de manifiesto coémo estas innovaciones
pueden dictaminar un antes y un después en el sector inmobiliario; y se concluira con la
idea de que la adopcidn de la innovacidn tecnoldgica no solo es recomendable por las
ventajas que entrafia a nivel de resultados, sino sobre todo que su implantacion, a dia de
hoy, esté lejos de ser un imposible para cualquier empresa que opere en el sector como

puede ser el caso de una inmobiliaria tradicional o familiar.
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ABSTRACT

PropTech is starting to become the new reality in the real estate sector. The
spectacular rise of real estate companies whose foundations are beginning to be built on
technological innovation augurs well for an unparalleled change. With these roots, the
new business models around the real estate Big Data stand out from the rest. Business
models for which the traditional modus operandi of the industry is now a thing of the past.
A theoretical, exhaustive and in-depth analysis of this new environment and its recent
evolution is carried out, including a review of the very recent existing literature. Then,
through a practical exercise of analysis of the residential offer of the city of Valladolid, it
will be shown how these innovations can determine a before and after in the real estate
sector; and it will be concluded with the idea that the adoption of the technological
innovation is not only recommendable by the advantages that it entails at level of results,
but mainly that its implantation, nowadays, is far from being an impossible one for any
company that operates in the sector as it can be the case of a traditional or familiar real

estate agency.

KEYWORDS

PropTech, Big Data, Real Estate, Machine Learning, technology, data analysis,

predictive models, family business
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EDA Exploratory Data Analysis
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MSE Mean Square Error
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1. INTRODUCCION

1.1. Objetivos

El presente trabajo tiene por objetivo estudiar la transformacion tecnoldgica que
esta experimentando el sector inmobiliario (PropTech), y en especial, el impacto que esta
teniendo el Big Data en el andlisis de los mercados inmobiliarios, tanto desde un punto

de vista tedrico, como desde una perspectiva mas visual y practica.

En concreto, tres seran los objetivos técnicos a lograr en la parte practica:



1. Crear un sistema automatizado de obtencion de datos, referidos a inmuebles
residenciales que estén en venta en Valladolid y que, al tiempo de su obtencion, estén
publicados en el portal inmobiliario Idealista.

2. Obtener de forma automatizada una imagen global de la situacion del mercado
inmobiliario de la ciudad de Valladolid.

3. Lograr desarrollar un modelo algoritmico que consiga predecir los precios de los
inmuebles en venta con la maxima precision posible y en el que aplicaremos técnicas

propias del aprendizaje automatico -Machine Learning-.

En ltimo término se trata de transmitir la idea de que la adopcion de la innovacion
tecnologica no solo es recomendable por las ventajas que entrana a nivel de resultados,
sino sobre todo que su implantacion, a dia de hoy, estd lejos de ser un imposible para
cualquier empresa que opere en el sector inmobiliario como puede ser el caso de una

inmobiliaria tradicional o familiar.
1.2. Justificacion del tema objeto de estudio y motivacion

En una sociedad con indudable orientacion tecnologica, en la que todas y cada una
de las industrias estan transformando sus modelos de negocio, el sector inmobiliario deja
de ser una excepcion. La industria del inmueble, a pesar de sus reticencias y aversion a
los cambios, ha emprendido una nueva etapa de la mano del PropTech. Si bien, por su
propia naturaleza, la influencia tecnologica difiere notablemente en funcion de la region

en la que nos encontremos.

Dentro del movimiento PropTech una de sus ramificaciones mas comunes y
destacadas es la del Big Data inmobiliario. Tradicionalmente, las empresas del sector han
fundamentado sus decisiones en una combinacion de intuicion e informacion de corte
tradicional. Sin embargo, hoy, como bien explica Mckinsey (2018), “es posible combinar
grandes bases de datos para predecir el precio por metro cuadrado de un alquiler de tres
anos en la ciudad de Seattle, por poner un ejemplo”. Para mayor abundancia, la cantidad
de datos que genera esta industria y sus usuarios hace presuponer que las empresas que
se especialicen en el Big Data no solo no tengan ningun problema a la hora de adentrarse
en el mercado, sino que disfrutardn de una muy relevante ventaja competitiva sobre

empresas ya establecidas (Deloitte, 2018, p. 4). Comprender y actuar en funcién del
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estado de tal cuestion se antoja una decision crucial para cualquier empresa o usuario

inmerso en el mercado inmobiliario.

Por su parte, los motivos que me llevan a abordar esta tematica, y sobre todo de
esta manera, tienen un notorio trasfondo personal. Por un lado, mi cercana relacion al
sector del inmueble, pues mi padre dirige una inmobiliaria pequefia y familiar en la ciudad
de Valladolid, con la que intento colaborar siempre que puedo. Y, por otro lado, mi
especial interés por la industria del Big Data y sus impresionantes aplicaciones de
negocio, a raiz de cursar el Diploma en Fundamentos en Business Analytics que imparte

la Universidad Pontificia Comillas
1.3. Metodologia

Respecto de la parte teodrica, la metodologia que se ha seguido es la del analisis
top-down, tratando de ir desde una cuestion mas general (PropTech) a una més particular
(Big Data inmobiliario). Con tal fin, se ha realizado una exhaustiva revision de la

literatura existente sobre ambas areas de estudio.

Por su parte, la parte practica ha requerido, debido a su caracter mas técnico, de
un mayor esfuerzo a nivel personal. Varios cursos de programacion después y el no menos
importante estudio personal han resultado en un proyecto analitico de datos que,
mediante la utilizacion de herramientas y técnicas de Business Analytics y Big Data,

ademas, ha tenido su base en mi ciudad natal, Valladolid.
1.4. Estructura

Con animo de construir una efectiva comprension de lo que se quiere plantear, el
trabajo se dividird en cinco capitulos (ademas de este primero de introduccion) y una

conclusion final.

El primer capitulo abordara el concepto del PropTech, haciendo especial énfasis en
los pilares que lo conforman, las diferentes etapas que ha tenido el movimiento a largo del
tiempo, y su actual dispersion geografica. Seguidamente, el capitulo segundo, a través de un
examen riguroso de su significado, contextualizara el término de Big Data, y la evolucion que

ha sufrido hasta llegar a convertirse en Smart Data.
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Los capitulos tercero y cuarto permitiran al lector, conocer como estd impactando
el uso del Big Data en la operativa diaria de la industria inmobiliaria, esclarecer cuales son
las ventajas y desafios inherente a ello, y comprender, en profundidad, la metodologia del

analisis predictivo que se aplica actualmente en el sector inmobiliario.

Finalmente, el capitulo quinto acogerad una demostracion practica de la utilizacion que
cualquiera, incluso la inmobiliaria con menos recursos, puede dar a las herramientas
enfocadas al Big Data y Business Analytics en el analisis de datos del sector inmobiliario.
Con ese propdsito, y utilizando el lenguaje de programacion R, seremos capaces de
obtener, gracias a la API del portal inmobiliario Idealista, una base de datos de viviendas
pertenecientes a la ciudad de Valladolid con la que realizaremos un andlisis puramente de
negocio sobre los patrones que informan el mercado inmobiliario vallisoletano, para
finalmente disefiar un modelo de Machine Learning que prediga los precios de las

viviendas.

2. EL FENOMENO DEL PROPTECH

2.1. Definicion y caracteristicas

La vertiginosa transformacion tecnoldgica que nuestra sociedad estd presenciando
afecta a todos y a cada uno de los sectores. En este contexto, el sector inmobiliario, a
pesar de su mas que conocido cardcter tradicional, no es una excepcioén. Ya sea como
activo o como industria, el sector del inmueble no es ajeno a ello. La diversidad de
operadores que conviven en la industria inmobiliaria (grandes, pequefos, familiares, etc.)

comienzan a ser testigos de la repercusion que entrafia la transformacion tecnologica y el
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impacto directo que ésta tiene sobre sus modelos de negocio. La transformacion digital

en la que est4 inmerso el sector inmobiliario acoge el término o concepto de “PropTech'”.

Sin 4nimo de entrar en definiciones complejas que abarquen numerosos ambitos,
de la lectura de varios autores e informes corporativos -Baum & Dearseley (2017),
PropTech house (2019), entre otros- se puede determinar que el PropTech es cualquier
innovacion digital que afecta al sector inmobiliario. Por tanto, vemos que es un concepto
amplio, por no decir amplisimo. Quiza, la aproximacién menos ambigua, y al mismo
tiempo mas acertada y concreta podria ser la de “aquel movimiento que dirige un cambio
de mentalidad, en el sector y sus consumidores, en relacion con el proceso tecnoldgico
transformador del uso de datos, transacciones y disenio de edificio y ciudades” (Baum,

Saul, & Braesemann, 2020, p. 5).

Como vemos, y relevante a los efectos del presente documento, el uso y
tratamiento de datos es una de las claves que dirigen el fendmeno PropTech, pero en clave
teorica, datos y el fendmeno a estudiar, son conceptos distintos, aunque conexos. De
hecho, se retroalimentan. El uso de las nuevas tecnologias ayuda a una mayor recopilacion
de datos e informacidn, y es el andlisis del dato el que faculta que el progreso tecnologico
de transformacion sea mas rapido, principalmente por la posibilidad de tomar decisiones
mas informadas. Probablemente esta ultima afirmacion tenga un mayor calado en esa
relacion de retroalimentacion pues son las transformaciones digitales centradas en el
almacenamiento, andlisis y visualizacion de datos, las que en todo caso informan el
devenir de todas y cada una de las capas que actualmente desprende el PropTech, y las
que puedan aparecer. Es, por ello, que esta matizacion es importante dejarla clara para
evitar confusiones a lo largo del texto. De igual importancia en su consideracion es
distinguir la figura del PropTech de otras afines o coligadas, especialmente por estar
también acompafiadas de la nomenclatura fech. Hablo de términos como ContructTech,
referido a las nuevas formas de construccion inmobiliaria, LegalTech, basado en el uso
de smart contracts y facilitador de las transacciones, o incluso algunos practicamente
idénticos como es el caso del término RealTech. Relacionado con esto, probablemente la
mads importante distincidon que se debe hacer es la que existe entre PropTech y el término

FinTech.

! De aqui en adelante se utilizara el término PropTech sin cursiva en aras de una mayor uniformidad del
documento
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Con la palabra FinTech se concibe la implementacion del uso de las nuevas
tecnologias y modelos de negocio disruptivos en el campo de los servicios financieros
(World Economic Forum, 2015). Como todo proceso de cambio se caracteriza por tener
una serie de pilares angulares que sostienen y fundamentan el mismo. Pues bien, muchos
de ellos, como Lending tech, Blockchain o capital markets tech, por decir algunos, son
variables que también afectan al sector inmobiliario. De hecho, muchas compaifiias
dedicadas a éste combinan buena parte de esos pilares con los propios del PropTech. En
este sentido, dentro de ambas industrias existe una esfera en la que comparten cualidades

como si de un circulo conexo se tratase, y la cual recibe el nombre de Real Estate FinTech.

Ahora bien, esta circunstancia no siempre se da. La realidad PropTech no tiene
por qué estar en connivencia con el FinTech. Por un lado, y como diferencia obvia, el
FinTech desarrolla sus efectos sobre un tipo concreto de servicios que son los financieros,
y, por tanto, distintos que los activos inmobiliarios. De esta forma, la construccion de un
edificio inteligente en el que la obtencidon y andlisis de datos sea un hecho no es de
ninguna manera FinTech. Pero por otro lado, como diferencia no tan notoria a simple
vista, el PropTech atrae, precisamente por la tipologia de sus activos, a la economia
colaborativa o sharing economy (Baum, 2017, p. 8). Ejemplo por antonomasia de ello es
el de Airbnb, plataforma de alquiler turistico entre particulares, que no incorpora de

manera clara en su modelo de negocio ninguna de las caracteristicas del FinTech.

2.2. Los pilares del PropTech

Ya estrictamente dentro de lo que es PropTech, y partiendo de la definicion dada
en el apartado anterior, es menester definir cuales son los principales pilares que
efectivamente guian el PropTech. Desde un punto de vista taxondémico (Pilares verticales
y horizontales del PropTech) el PropTech se divide en 3 grandes areas o subsectores, a
saber: Real Estate FinTech, Shared Economy (economia colaborativa), y Smart Real

Estate (ConstructTech).

El primero de ellos, Real Estate Fintech hace referencia a cualquier plataforma
tecnologica que facilite la negociacion de activos inmobiliarios. El paso del tiempo ha
hecho que el concepto haya desembocado en diferentes formas operativas. De entre ellas,

las mas relevantes son las plataformas dedicadas a la busqueda de inmuebles (Idealista,
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Fotocasa, etc.), que ponen en contacto a las distintas partes interesadas y que encarnan el
paso de la tradicional operativa offline a la online, y aquellas cuyo &mbito de actuacion
es el enfoque del activo inmobiliario como inversion, en vez de como propiedad. Por su
parte, el subsector de la economia colaborativa (Shared Economy) despliega sus efectos
estrictamente en el uso que se hace de los inmuebles en si mismos, desde un punto de
vista social. Antes hablabamos del ejemplo de Airbnb como referente capital en este
campo, pero tampoco podemos olvidar otras formas también dedicadas a la gestion de
inmuebles, aunque no residenciales como WeWork que pone a disposicion el uso
compartido de espacios entre diferentes empresas. Por ultimo, Smart Real Estate es el
resultado de diferentes plataformas que, basadas en el analisis de la informacion
procedente del mismo activo, tienen por objeto conseguir un uso mas eficiente del
inmueble, especialmente en el desempefio energético®. Expectativas de futuro auguran,
no solo un aumento del interés de los inversores en hacerse con este tipo de activos, sino
también en invertir en activos inmobiliarios construidos para almacenar la generacion

masiva de datos — data centers.

Una mejor ejemplificacion de este encuadre se puede apreciar en la Figura 1. En
ella se contiene la distincion entre el sector PropTech y FinTech, y su conexion con el
Real Estate FinTech. Adicionalmente, se recogen las diferentes formas o subsectores en
los que PropTech toma cuerpo e infunde efectos. Un andlisis rapido de la misma permite
identificar la ambigua y dificil estratificacion de los distintos ambitos del PropTech y el

FinTech.

2 Ejemplo reciente de Smart Real Estate es el de la startup Poween: hitps:/poween.com/
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Figura 1: Los subsectores del PropTech

ConTech LegalTech

Smart Real Smart Contracts
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Fuente: Elaboracion propia a partir de Baum, Saul & Braesemann (2020)

Por su parte, de forma transversal (pilares horizontales) y a consecuencia de la
nueva era digital en la que vivimos, el PropTech queda afectado en todos sus ambitos por
la mayor obtencion de informacion o datos, la facilidad para realizar transacciones y la
mayor eficiencia en el manejo y control de los activos, todo ello beneficiado por una

mayor capacidad de procesamiento de la informacion que en el pasado (Tabla 1).

Tabla 1: Pilares verticales y horizontales del PropTech

Real Estate FinTech Economia colaborativa Smart Real Estate
Informacion Si Si Si
Transacciones Si Si
Manejo y control Si

Fuente: Elaboracion propia a partir de Baum (2017)
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2.3.Evolucion en el tiempo: las discutidas tres eras del PropTech

El sector inmobiliario siempre ha sido un sector que, por las caracteristicas de sus
activos, ha tendido a rechazar o al menos a aplazar la influencia del proceso tecnologico.
Sin embargo, podemos inferir que el PropTech no es un fenomeno nuevo. Concretar el
punto de partida de este fenomeno no es cuestion sencilla, y de hecho, es bastante
discutida. La dificultad estriba principalmente en que la adopcion tecnologica siempre ha
sido algo caracteristico del ser humano a lo largo toda su historia, por lo que precisar el
momento exacto encuentra sus dificultades. Aun asi, tomando en consideracion la
definicion dada supra, y la importancia de los datos, se puede determinar que el PropTech
tiene su primera aparicion a mediados de la década de 1980, dando lugar al llamado
PropTech 1.0. Por entonces el poder computacional, que se habia venido desarrollando,
permitio la introduccion de diferentes herramientas de andlisis, como las hojas de célculo,
y consecuentemente estandarizar el uso de plataformas orientadas al andlisis y
organizacion de la informacion. Todo ello, unido con la introduccion y avance del
ordenador personal (PC), dio lugar a un impacto en la operativa del sector inmobiliario.
Sin embargo, este, como es obvio, carecié de un efecto relevante sobre el mercado
inmobiliario que pudiese anunciar un cambio de mentalidad (Baum, Saul, & Braesemann,

2020, pp. 7-8).

El inicio de siglo despidio6 al PropTech 1.0y dio la bienvenida al PropTech 2.0.
Segun Baum (2017), el factor decisivo entre uno y otro es el paso de un mercado
inmobiliario residencial tradicional a otro online. Si nos paramos a pensar, esto es algo
consecuente con el momento que se estaba viviendo. Desde mediados de los afios 90 la
efervescencia tecnoldgica estaba abriendo paso a nuevos modelos de negocio, y aunque
desemboco en la burbuja de las “punto com”, permitié el nacimiento de los primeros
portales inmobiliarios. No obstante, el verdadero crecimiento tuvo lugar a raiz de la crisis
financiera global que surge en el afio 2007. He ahi el nacimiento del cambio decisivo que
vive el sector inmobiliario. La pérdida de credibilidad en los métodos de inversion
tradicionales y la tremenda disrupcion tecnologica liderada principalmente por la
generalizacion en el uso de Internet movil facilitaron el acceso a informacion inmobiliaria
de forma instantanea, y sobre todo, a un coste menor. La consecuencia principal de todo
esto fue la multiplicacién exponencial de la cantidad de datos y el crecimiento constante
en la creacion de empresas dedicadas a la manipulacion y extraccion de valor de esa
informacion. Entre ellas, como no, se encontraban las dedicadas al PropTech.
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El nimero de empresas PropTech que se fundaron en el periodo que va desde la
crisis hasta los afios 2014/2015 no pard de crecer. Alcanzado ese punto de inflexion el
mercado PropTech ha venido viviendo un descenso generalizado en el nimero de
empresas fundadas llegando incluso, en el afio 2018, a niveles propios de inicios de la
crisis (Baum, Saul, & Braesemann, 2020, pp. 10-11). Esto nos hace pensar que quiza la
era PropTech 2.0 esta dando ya claros sintomas de que su final esta cerca, y de hecho es
asi. Sin embargo, no podemos pasar por alto que desde el 2015 hasta ahora lo que ha
ocurrido no es tanto un descenso de la operativa de este mercado, sino una orientacion
mas estratégica, financiera y de obtencion de capital. Asi, si se analiza comparativamente
las Tabla 2 y Tabla 3 se puede comprobar cémo, desde los afios 2014-2015, han existido
dos realidades en el mercado PropTech. O, por un lado, empresas dedicadas expresamente
al PropTech han decido seguir un proceso de expansion a través de la adquisicion de otras
que también tengan base tecnoldgica, logrando asi, embarcarse en un cuasi-proceso de
consolidacion dentro del mercado del PropTech, construir plataformas tecnoldgicas mas
atractivas por el surgimiento de sinergias, y sobre todo, atraer a un mayor nimero de
inversores®. O, en direccion distinta, que no opuesta, aquellas empresas que, dedicadas al
sector inmobiliario tradicional pero con una clara orientacion a la transformacion
tecnologica, han decidido implementar tecnologia a través de la adquisicion de distintas

PropTech de menor tamafio* (Goodwin, 2019).

El resultado de lo anterior es un mercado de crecimiento pero en clara fase de
consolidacion. La explosion de empresas PropTech es ya una cuestion del pasado, y quiza
también lo sea el PropTech 2.0. Cuestion distinta es si hemos entrado ya o no en la era

PropTech 3.0.

En humilde opinion del que escribe decir que el concepto de PropTech tiene
muchas variantes en su analisis, especialmente si se enfoca desde el punto de vista
econdmico y de dindmica de mercado, o si por el contrario se enfoca en el sentido de la
innovacion tecnologica. Sinos decantamos por el primero no sera desencaminado afirmar
una continuacion de la tendencia antes expuesta de consolidacion de mercado. Por su
parte, si el enfoque escogido es el tecnoldgico (el mas adecuado a mi juicio), podriamos

ya estar entrando en esa era 3.0. La consolidacion y madurez de tecnologias nuevas como

3 Tech/Tech M&A
4 Real Estate/Technology Company Combinations
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el Blockchain o la Inteligencia Artificial, asi como el mayor interés de aplicacion de estas
en distintos sectores, pueden ser la primera piedra de un nuevo tiempo para el PropTech.
Por ultimo, y sin 4animo de aventurar circunstancias que puede que no ocurran, el futuro
del PropTech no puede dejar de ser analizado con una nueva variable que en pocos afos
sera sinobnimo de ventaja competitiva para algunos, y de caida para otros: el cambio

climético.

Tabla 2: Operaciones M&A Tech/Tech

Comprador Vendedor Afno Precio Segmento
States Title R Tit.Ie AL 2019 Undisclosed Analytics platform
America
Amazon Eero 2019 Undisclosed Tech e-commerce

Property management and

RealPage ClickPay 2018 $219M payment platform
Autodesk PlanGrid 2018 $875M Construction productivity software
Oracle Aconex 2017 $1.28 Cloud softwaF:':z1 taf:lcﬁimconstruction
Oracle Textura 2016 $663M Cloud s°ﬂ;‘:::;f;"s"”°“°"
Expedia HomeAway 2015 $3.9B Hospitality
Zillow Trulia 2015 $3.5B Online real estate databases
Tabla 3: Operaciones M&A Real Estate/Tech
Comprador Vendedor Ano Precio Segmento
Prologis DTC Industrial 2018 $8.5B Industrial / e-commerce
Sumitomo Forestry Cfr;f:ﬁ;s 2018 $370M Smart building technology
CoStar Group ForRent 2017 $385M Tf:fl;;l:asg:nn:lgtgzmly
Industrious Pivotdesk 2017 Undisclosed Digital platform for flex office
CBRE Group, Inc. Floored Inc. 2017 Undisclosed Interactive tech-based leasing
AccorHotels Onefinestay 2016 $167M Hospitality

Fuentes: Elaboracion propia a partir de Goodwin (2019)
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2.4. Dispersion geografica
2.4.1. Internacional: Estados Unidos y China

Hablar de PropTech implica hablar también de un fenomeno de escala globlal. La
combinacion del activo inmobiliario, independientemente de la forma, con la innovacion
tecnologica es un hecho presente en todos los lugares. Sin embargo, esto requiere de
matizacion porque el PropTech no concurre con la misma fuerza en todas las regiones.
Asi, existen ciertos lugares en los que el desarrollo PropTech es expectacular — Estados
Unidos, Europa Occidental, y selectas metropolis asiaticas — pero fuera de estas zonas el
desarrollo del sector se situa muy por debajo (Figura 2). Dicho de otra manera, se produce

lo que se conoce como “clusterizacion” del PropTech (Baum, Saul, & Braesemann, 2020,

p. 21).

Concretando més habria que detener el andlisi en Estados Unidos. Es con
diferencia la region geografica mas avanzada en este sentido. En términos numéricos, si
actualmente hay aproximadamente 7000 compafiias PropTech®, mas de 2000 se localizan
en el pais americano. Uno de los factores mas importantes a su favor es precisamente el
enorme desarrollo tecnologico, y es que, 7 de las 10 empresas mds tecnologicas del
mundo, tienen a Estados Unidos como lugar de origen®. Por otro lado, y esto es un punto
a su favor, la extension territorial y su poblacion permiten que su mercado inmobiliario

sea increiblemente rico, tanto en nimero como en variedad.

Figura 2: Distribucion mundial de firmas PropTech
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Fuente: Crunchbase, Unissu y FORE

5 Base de datos de Unissu
¢ Microsoft, Amazon, Apple, Google, Facebook, Intel y Oracle
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Al otro lado del globo, y siguiendo la misma légica argumentativa que para
Estados Unidos, nos encontramos con China que es la segunda gran potencia PropTech.
A diferencia del anterior, su distribucion estd mucho mas focalizada en las grandes
ciudades probablemente por las dificiles caracteristicas orograficas del pais, y la mayor

desigualdad entre ciudades desde el punto de vista tecnoldgico.
2.4.2. Europa

Completando el pédium estaria el continente europeo cuya dominancia es copada
por Reino Unido. Seglin la base datos especializada en PropTech (Unissu), son
aproximadamente 3300 las firmas PropTech presentes en Europa, y es de remarcar que 8
paises europeos tienen mas de 100 compaiias PropTech. En este contexto, Espana se sitia

en tercer lugar por detras de Francia con aproximadamente 330 firmas.

Para evitar que estos nimeros lleven a un malentendido es necesario verlo desde
la perspectiva de capital atraido en inversiones. En estos términos, Reino Unido sobresale
con mucha diferencia como se puede comprobar en la Figura 3, y Espafia deja de estar

en las tres primeras posiciones.

Figura 3: Financiacion total de compaiiias PropTech por pais (Europa)

Italia
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Finalandia
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Fuente: Elaboracion propia a partir de Unissu (2019)

La conclusion que podemos sacar de ello es que actualmente en Europa, si bien

existe un mercado bastante consolidado por el numero de compaifiias, en términos de
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movimiento de capital aun hay muchos paises con altos margenes de mejora. De hecho,
es especialmente interesante nuestro caso, teniendo en cuenta la importancia que tiene el

sector del ladrillo en Espana.
2.4.3. Espaiia

De acuerdo con Finnovating, plataforma digital dedicada al ecosistema start-up,
en diciembre de 2019 Espafia contaba con un total de 334 companias PropTech. En el afio
2017, concretamente en octubre, el nimero de empresas PropTech era de 160. Es decir,
en poco mas de dos afos el mercado espafiol dedicado al PropTech se ha duplicado.
Probablemente, uno de los factores que podria haber ayudado bastante en esta expansion
es la diversificacion interna que tiene el PropTech. A la hora de conceptualizar el
fenomeno PropTech haciamos referencia a las capas que desprendia o los distintos
subsectores de los que se componia. Pues bien, actualmente, el mercado espaiol cuenta
con varios permitiendo esa expansion diversificada tan remarcable: market places, Big
Data, investment, software, financing, visual startups, smart home, marketing, property
management, y peer to peer. El nimero y tipo de divisiones es variable por lo que no es
extrafo encontrarse con clasificaciones distintas e incluso discrepancias en el numero de

empresas PropTech creadas a lo largo de los afios.

Figura 4: Mapa del PropTech en Espaiia (diciembre 2019)
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Desde un punto de vista estratégico, y de perspectiva, se podria afirmar con total
rotundidad que el mercado espafiol estd en una fase de expansion, y que por ello, Espaina
todavia no se encuentra en una fase de consolidacién como en otros focos internacionales.
Esto puede entrar en contradiccion con las previsiones sefialadas para el ano 2019. Segun
la consultora inmobiliaria Savills Aguirre Newman, en su Informe PropTech del 2019, el
mercado espafiol se adentraba en una fase de consolidacion por el descenso de nuevas
empresas start-up dedicadas al ambito PropTech en el afio 2018. Desde el afio 2014 no
se alcanza un nimero tan bajo (Figura 5). Sin embargo, la realidad ha sido totalmente
distinta. Si tenemos en cuenta los datos de Finnovating (Figura 5 y Figura 6), que si
contiene datos del afio 2019, en un afio se han sumado aproximadamente 100 empresas,
por lo que no existe clarividencia de que realmente el mercado espafiol esté efectivamente
adentrandose en una espiral de consolidacion, ya sea por desaparicion de algunas o por la
fusion o adquisicion de otras. Aun asi, en este contexto, si que se debe tener en cuenta
que el movimiento de capital generado por el mercado espafiol llegd en el afio 2018 a un
total de 150 millones de ddlares (Savills Aguirre Newman, 2019, p. 3). De ahi, que no sea
tan descabellada la idea de un mercado que comienza ya a dar los primeros sintomas de

una futura consolidacion en el corto plazo.

Figura S: Evolucion del nimero de empresas PropTech en Espaiia
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Geograficamente hablando no hay practicamente discusion. Madrid y Barcelona

contienen mas del 75% de empresas. Si a estas dos les afiadimos el grupo perseguidor —

7 https://proptech.es/
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Valencia, Malaga y Alicante — practicamente completariamos el mercado espaiol. Por su
parte, encontramos un numero reducido de empresas que, con sede fuera de Espana, si

que operan en nuestro pais.

Ello permite reflexionar acerca de las caracteristicas que presenta el actual tejido
inmobiliario en la mayor parte de Espafia, pero también nos demuestra la espectacular
cantidad de oportunidades que todavia existen para nuevos proyectos inmobiliarios cuya
punta de lanza sea la aplicacion de medios tecnoldgicos. A este ultimo respecto da buena
fe el apartado numero 6 (APLICACION PRACTICA) en el cual se explica de manera
minuciosa como es posible desarrollar, en la ciudad de Valladolid, un proyecto

inmobiliario de naturaleza PropTech enfocado en el analisis de datos.

Figura 6: Localizacion de las empresas PropTech en Espaiia
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3. BIG DATA Y DATA ANALYTICS

Como adelantabamos en el anterior apartado, el PropTech tiene una gran variedad
de ramificaciones, cada una de ellas merecedora de un estudio concreto y separado pues,
por lo general, todos responden a la aplicacion de distintas tecnologias en el sector
inmobiliario. De hecho, a la hora de clasificar las firmas PropTech, suele ser practica
comun tomar como referencia la tipologia tecnoldgica en la que se especializa cada

empresa (Figura 4).

Dentro de esas clasificaciones siempre nos encontramos con la de Big Data.
Independientemente de su consideracion como fendmeno que informa al sector
PropTech, como una variable clasificatoria de las empresas o simplemente como una
tendencia mas del PropTech, este fendmeno se ha ganado con creces un sitio dentro del

sector inmobiliario, pero su relevancia aiin esta por determinar.
3.1. El concepto de Big Data

A pesar de la falta de consenso en su definicion, Oracle®, a la hora de definir Big
Data, parte de la definicion dada por Doug Laney, analista de Gartner, en el afio 2001:
“Big Data son datos que contienen una mayor variedad y que se presentan en volumenes
crecientes y a una velocidad superior”. Es decir, Big Data no solo atiende al volumen
generado de datos, sino también a la variedad, complejidad y diversidad de origen de
estos. Diez afios mas tarde, Sam Madden, experto en ciencia computacional, reformulaba
la definicion combindndola con el contexto de las herramientas existentes por entonces
para el procesamiento de datos. Asi, opinaba que, para €l, la expresion Big Data se debia
utilizar para aquel grupo de datos que es “demasiado grande, complejo, y veloz para ser
procesado con las herramientas existentes™ (Madden, 2012, p. 4). Aunque la gran
mayoria, especialmente por su cardcter mas académico, utiliza la primera de ellas para
analizar el concepto de Big Data, creo que la segunda es mucho mas representativa en

cuanto a la magnitud de dicho fenomeno.

La informacion que deriva del Big Data es tan grandilocuente en todos los

sentidos, que no solo supone tener mas datos, sino que provoca cambiar la manera en la

8 https://www.oracle.com/es/big-data/guide/what-is-big-data.html
® “Data that’s too big, too fast, or too hard for existing tools to process”
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que pensamos (Boyd & Crawford, 2012). Ademas de la mentalidad, Big Data también
abarca el cambio que han sufrido las herramientas computacionales en este sentido. Las
tradicionales herramientas de procesamiento de datos pasan a ser historia dejando paso a

otras nuevas y confeccionando un panorama totalmente distinto.

Volviendo a las caracteristicas mas académicas, la definicion de Laney antes
enunciada contiene tres de las caracteristicas que actualmente conforman el concepto de
Big Data. Con el paso del tiempo dichas caracteristicas se fueron consolidando,
posibilitando incluso la llegada de otras cuatro para acabar por componer el ya

ampliamente conocido como esquema de las “7 Vs!®:

- Volumen. Actualmente, no podemos hablar de una gran cantidad de datos si se
compara con las proyecciones de futuro. De forma diaria nuestra dependencia
tecnologica lleva consecuentemente una generacion de datos, y resultado de lo
anterior es que afio tras afio el volumen generado rompe records (Figura 7). De
acuerdo con la Corporacion Internacional del Dato (2018), se calcula que para 2025
la creacion de datos llegard a los 175 Zettabytes'!. En términos mds visuales, si
quisiéramos almacenar la cantidad la cantidad total de datos en DVDs, necesitariamos
tal torre que podriamos llegar hasta la luna una 23 veces o dar la vuelta a la Tierra

222 veces (Reinsel, Gantz, & Rydning, 2018, p. 7).

Figura 7: Evolucion historica y prevision del tamaifio global de los datos generados
anualmente a nivel mundial

Annual Size of the Global Datasphere 175 ZB

Fuente: International Data Corporation

19 En cualquier caso, la definicion técnica estandar de IBM es la de las cuatro primeras: volumen, velocidad,
variedad y velocidad https://www.ibm.com/analytics/hadoop/big-data-analytics
1] Zettabyte = 10® Gigabytes
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Velocidad. Directamente relacionado con el volumen esté la velocidad a la que se
generan los datos. Con este término nos referimos al ritmo al que se reciben, y , en su
caso, se analizan. Simplemente con echar un pequefio vistazo a la Figura 7 uno se
puede dar cuenta del poco tiempo que nuestra sociedad ha necesitado para lograr tal
descomunal abundancia de datos. Las causas de ello giran principalmente en torno a
la enorme cantidad de fuentes que dan origen a los mismos, y a las innumerables
posibilidades de almacenamiento, que van desde los descomunales centros de datos

hasta cualquier dispositivo mévil u ordenador portatil de cada uno de nosotros.

Variedad. La creacion de datos no es uniforme. Los datos pueden aparecer de formas
muy diversas, que es lo que de verdad brinda de complejidad a la mezcla (Khan,
Uddin, & Grupta, 2014). La principal clasificacion es de caracter bicéfalo. Por un
lado, los datos estructurados que se crean conforme a una serie de reglas y de patrones
comunes, mientras que, contrariamente, los datos no estructurados no responden a
ninguna regla y carecen de cualquier estructura interna reconocible. La utilizacion de
estos ultimos estard sujeta a un proceso previo de tratamiento y limpieza. Entre medias
de ambos tipos se encuentran los datos semiestructurados que contienen

caracteristicas de los otros dos.

Veracidad. Con este término uno se refiere a como de creible o veraz es ese grupo de
datos (Khan, Uddin, & Grupta, 2014). También a los distintos errores cometidos a la
hora de producir los datos como puede ser una palabra erroneamente escrita en un
tweet, lenguaje informal o simplemente un acréonimo (Winson-Geideman & Krause,
2016, p. 3). El hecho de que gran parte de los datos nazcan de las personas
individuales priva en muchos casos de que los datos tengan un mayor beneficio. Por
esta razon, la limpieza de datos (datacleaning) a la hora de analizar los mismos se ha
tornado un proceso esencial, y la necesidad de herramientas mas sofisticadas en su

analisis una obviedad (Winson-Geideman & Krause, 2016, p. 3).

Validez. Aunque estrechamente relacionado con el anterior no deben confundirse.
Por validez entendemos la disposicidon que tiene un determinado grupo de datos con
el objetivo que se persigue. De esta forma, es perfectamente posible tener una serie

de datos, que sin ningin problema de veracidad no sean 6ptimos ni adecuados para el
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problema que se plantea. Esto, eso si, no obsta para que tengan su virtualidad de cara

planteamientos distintos (Khan, Uddin, & Grupta, 2014).

- Volatilidad. De las 7 Vs quiza es la mas abstracta. Una serie de datos determinados
pueden ser beneficiosos en un espacio de tiempo determinado, pero una vez este ha
llegado a su fin, la utilidad de estos también. Es decir, la volatilidad de los datos es el
espacio de tiempo en el que el dato es de relevante utilidad. Cuanto mayor es el
volumen, velocidad y variedad (3 primeras Vs) de los datos, mayor es la volatilidad

de los mismos.

- Valor. Es la variable mas omnipresente. A diferencia de otras, no se trata de una
caracteristica propia del ente conocido como dato, que ya tiene un valor per se, en
cuanto a que su generacion implica ya un coste en forma de factores productivos, sino
que se refiere al valor obtenido o extraido de su procesamiento o andlisis (Khan,
Uddin, & Grupta, 2014). Asi, este ultimo tiene que ser contrastado con el coste
efectivo contraido que posibilita ese procesamiento, y que viene a ser primeramente
el coste de almacenamiento, no solo entendido como espacio, sino como calidad del

mismo (seguridad del almacenamiento).
3.2. Del Big Data al Smart Data

La aglomeracion de datos es algo intrinseco a toda industria. El uso y
aprovechamiento de la informacion en forma de datos es el ingrediente esencial que hace
posible su movimiento y, en consecuencia, seguir creciendo. Es mas, alguno incluso habla
de los datos como el petroleo del siglo XXI, aunque con la gran diferencia de que los
primeros se encuentran en todas partes (Catella Research, 2015, p. 3). Esta tiltima década,
como se ha explicado supra, ha constatado una generacion de datos sin precedentes,
dando lugar al nacimiento del Big Data. Por tanto, y evitando entrar en detalles
especificos de cada sector, ahora es posible encontrar ese petrdleo informatico en
cualquier lado. Cuestion distinta serd el estado en el que se encuentre. Pero, entonces, si
tomamos en consideracion lo anterior, la pregunta que surge es la siguiente: ;por qué es

tan interesante su estudio, si al final es una simple cuestion de volumen?

No, no es simplemente una cuestiéon de volumen, aunque su término dé pie a

pensarlo. El término Big Data implica necesariamente la existencia de un ente generador
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que se desvincule de todo lo manual. De esta forma, el Big Data se aleja de la

digitalizacion'? basada en la conversion de la copia fisica a la copia digital'®

, para poner
el foco en la digitalizacion puramente digital. Dicho de otra manera, el Big Data entiende
la digitalizacién como el paso de cualquier informacidn, nacida ya en formato digital, a
un formato que sea digitalmente interpretable (Baum, Saul, & Braesemann, 2020). Por
tanto, una primera aproximacion, a raiz de la existencia de ese volumen, es que el Big
Data necesita, como factor para su nacimiento, el soporte digital. De ahi, que el Big Data
sea también una cuestion de tecnologia digital. Un ejemplo practico de lo explicado, y
asociado al sector inmobiliario, seria la publicacion de inmuebles en venta o en alquiler
en los distintos portales inmobiliario (Idealista, Fotocasa, Pisos.com, etc.). A partir de esa

informacion, se generan ficheros interpretables que posibilitan, en Gltimo término, un

posterior analisis del que se pueda sacar provecho.

También es una cuestion de procesamiento. El Big Data pierde su razon de ser
cuando de ¢l no se puede sacar fruto. Distintas razones, como la falta de capacidad
computacional, o simplemente la dificultad de su procesamiento para convertirlo en
informacion susceptible de utilizacion, han enarbolado una barrera entre lo que se puede
entender como Big Data de volumen o escala, y lo que se entiende por Big Data
inteligente (Smart Big Data o Smart Data) que es el que aqui interesa. Smart Big Data
es el resultado de “la transformacion de una gran cantidad de datos, inicialmente no
estructurado, y a través de un proceso inteligente de tratamiento, en conocimiento”
(Lenk, Bonorden, Hellmans, Roedder, & Jaehnichen, 2015). Asi, el Big Data para poder
convertirse en informacion (Smart Data) necesita de un proceso de transformacion
previo, al igual que las materias primas, como el petroleo, necesitan del suyo. Este
proceso recibe el nombre de ciclo de vida del dato'*. Eso si, sera clave que, este ciclo de
vida de transformacion, sea lo suficientemente Optimo como para dejar atras las
limitaciones propias del enorme volumen de informacion digital y “permitir, asi, extraer
de la gigante masa de datos recibidos, su verdadero valor e interés” (Souissi & El Arass,
2018). Si a lo explicado, se le aplica un andlisis con perspectiva temporal (Figura 8), la
conclusion es clara. Si a inicios de la década del 2010, éramos testigos de la evolucion

desde las bases de datos hacia el Big Data'’, desde hace algunos afios, se puede comprobar

12 El término anglosajon mas adecuado para este tipo de digitalizacion seria el de digitisation

13 Notese que este tipo de digitalizacion no es suficiente por si sola para crear el fendmeno del Big Data
14 Traduccion del término anglosajon Data Lifecycle

15 Madden en el afio 2012 publicaba un articulo con el siguiente titulo: From Databases to Big Data

29



el paso del Big Data al Smart Big Data'®. De esta forma, al igual que la acumulacion
descomunal de datos, impulsada por esa digitalizacion, ha labrado el Big Data, el
seguimiento de un ciclo de vida del dato 6ptimo consigue que el Big Data no solo sea
conocido por su gran escala, sino por los grandes beneficios que provee a quien los

analiza.

Figura 8: Evolucion temporal del Big Data
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Por tanto, y volviendo a la pregunta que formulaba al inicio de este apartado, se
puede ratificar la respuesta de que el Big Data no es solo una cuestion de cantidad o de
volumen. Es la disrupcion tecnolégica, primero, la que ha permitido generar una cantidad
asombrosa de datos, y son los procesos de tratamiento y optimizacion, en segundo lugar,
los que permiten sacar conclusiones de ellos, y en consecuencia entrar en la nueva era del

Smart Data.

16 Souissi y El Arass (2018) confirman este hecho titulando su articulo Data Lifecycle: From Big Data to
Smart Data
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4. EL BIG DATA EN EL SECTOR INMOBILIARIO

4.1. Estado de la cuestion: ;por qué es importante?

Ya se ha adelantado a lo largo del presente texto que la adopcion de la disrupcion
tecnologica es algo que, estando presente en el sector inmobiliario, se ha caracterizado
mas por su lentitud que por su verdadero efecto, provocando, consecuentemente, que
muchos datos pertenecientes a la industria aun requieran de un proceso de digitalizacion
(Baum, Saul, & Braesemann, 2020, p. 27). Sin embargo, este hecho no niega la realidad.
El sector inmobiliario, por las caracteristicas de sus activos negociados, siempre ha sido
aproximado desde el andlisis de datos — rentabilidad del alquiler, caracteristicas de un

determinado edificio o inmueble, tipos de interés, indice de precios, etc.

Consecuencia de lo anterior es la situacion en la que nos encontramos. La mezcla
de una adopcion tardia de la tecnologia y la existencia de una gran cantidad de datos,
inherente a la operativa propia del sector, provocan distintas realidades respecto de gran
parte del conjunto de datos que recogen informacion inmobiliaria. Una primera
posibilidad es que estén almacenados en bases de datos no estructuradas, que necesiten
de un tratamiento previo para su maximizacion (Royal Institution of Chartered Surveyors,
2019). La otra posibilidad es que directamente esos datos no tengan acceso digital por
contenerse aun en formato fisico (Baum, Saul, & Braesemann, PropTech 2020: the future
of real estate, 2020, p. 27). Es probable que gran parte de la culpa radique en el tradicional
modus operandi del sector inmobiliario por el cual, la informacion de los mercados se
encontraba preferentemente en manos de economistas, agentes y brokers, reticentes a la
adopcion tecnoldgica. Pues bien, a pesar de ello, la Royal Institution of Chartered
Surveyors (RICS) -cuerpo profesional creador de los estdndares internacionales que
cubren la practica del sector- asegura que son tres las circunstancias que, matizadas por

el que escribe, estan propiciando un cambio en todo este entorno:

1. Mayor disponibilidad de datos estructurados sobre el mercado inmobiliario.
Como consecuencia de la aparicion de datos ya digitalizados, son muchas las
compaiiias, eminentemente de caracter PropTech, las que los depuran y ponen a
disposicion de sus clientes para un uso inmediato. Por tanto, no es que haya mas datos

disponibles, sino que la mayor cantidad de datos disponibles tienen un formato del
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que se puede sacar partido!”. Y aqui existirian dos circunstancias. O, son datos que
naciendo en formato no estructurado o semiestructurado se han depurado y se han
convertido para su uso, o, por su parte, se trata de datos que, a raiz de mas avanzados

procesos, se almacenan directamente en formatos estructurados.

2. Aparicion de nuevos competidores sin experiencia previa en el sector
inmobiliario. Si bien se ha dicho que el nuevo enfoque del sector es el andlisis de
datos, la carencia de habilidades para ese cometido por el personal inmobiliario ha
propiciado que expertos de esta materia (analistas de grandes cantidades de datos)
hayan visto dentro de esta industria una gran oportunidad de generacion de riqueza.
Esto no es mas que otra muestra de la falta del desarrollo de aplicaciones tecnoldgicas
propias por parte del sector inmobiliario (Baum, Saul, & Braesemann, 2020, p. 27).
El efecto principal de ello es la generalizacion de un contexto con competidores muy
dispares en cuanto a la adopcion tecnologica del andlisis de datos. Desde agencias
inmobiliarias totalmente tradicionales y alejadas de esta realidad'®, hasta nuevas
empresas cuya operativa ni siquiera necesita de un contacto fisico con el activo
inmobiliario -se valen del andlisis desde la distancia-. Logicamente, el paso del tiempo

permitird un ajuste de este desequilibrio entre los operadores.

3. Automatizacion de procesos manuales. Seguramente sea la transformacion mas
genérica del sector. La adopcion del fendmeno tecnologico puede ser mas o menos
grandilocuente, pero en términos generales, las tareas y procesos mas simples estan
automatizados, entre ellos, el almacenamiento de datos a nivel basico. De ello deriva
que, en el sector inmobiliario, hasta los operadores mas rezagados, cuentan con
herramientas susceptibles de guardar y proveer de informacion mas precisa que en el
pasado. Un ejemplo simple y practico de esto es que actualmente, cualquiera puede
hacerse con un disco duro de 1 terabyte, que ocupa menos que un libro de bolsillo y

que su precio de adquisicion no llega a los 50€.

17 RICS no matiza expresamente que sean datos estructurados
18 En Espafia, numerosas agencias fuera de las zonas PropTech funcionan asi
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Un andlisis omnicomprensivo de lo anterior lleva a corroborar posibles tendencias
en el corto-medio plazo. En primer lugar, una mayor disponibilidad de datos estructurados
permitird que haya mas y mas operadores con acceso a este factor productivo y que haya
mas competencia ¢ igualdad en el mercado. Probablemente las diferencias generadas
entre competidores tenderan a reducirse. Ahora bien, en aquellas zonas todavia aversas a
la adopcion tecnologica, sera motivo de importante ventaja competitiva. En segundo
lugar, la entrada de usuarios expertos en el andlisis de datos y que resultan beneficiados
de la escasez de habilidades tecnoldgicas de quienes operan normalmente en el sector
provocara que otros sigan el mismo camino, pero que quienes carecen de ellas busquen
adaptarse. Asi, la tendencia es claramente hacia un mercado mas multifuncional, en el
que el experto en inmuebles no se encuentre incomodo en el proceso de analisis de
grandes cantidades de datos, y que el experto en andlisis de datos cada vez tenga mayor
conocimiento del entorno inmobiliario. En tercer y ultimo lugar, la generalizacion del
proceso tecnoldgico en las funcionalidades mas basicas permite que el sector inmobiliario
haya asentado las bases para continuar en esa direccion e implementar esos avances en
otras facetas y actividades mds determinantes y complejas desde el punto de vista
empresarial como es el uso del Big Data. Asi, lo més seguro, es que la informacion en
formato fisico, con el tiempo, tienda a desaparecer siendo la nueva regla general la

informacion de tipo digital, ya sea en formato estructurado o no estructurado.
4.2. Tipos de datos en el sector inmobiliario

Una de las Vs que explicdbamos a la hora de contextualizar el concepto de Big
Data era la de variedad. Y es que el Big Data no solo es gran volumen, sino que ese
volumen muchas veces también tiene su reflejo en una amplia variedad y diversidad de
datos. Asi, enfrentarse a este apartado, especialmente en un sector tan plural como el
inmobiliario, no es tarea nada sencilla. Para evitar caer en una explicacion sin final, es
preciso abordar la cuestion planteando los tipos mas generales y tradicionales de datos
que existen en el sector, para luego encontrar subespecies de estos, que siendo cada mas

utilizados, ayudan a completar a los primeros.

En esta materia Winson-Geideman & Krause (2016, pp. 6-7) hacen una gran labor
a la hora de diferenciar los tipos de datos que se pueden encontrar en el sector
inmobiliario. Segun ellos, el nucleo de los datos (core data) que existe en el sector esta

conformado por tres tipos de datos, a saber:
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Financiero. Incluye informacion relacionada con Socimis! y todo lo relativo al
mercado de capitales de tipologia inmobiliaria. A pesar de estar incluidos, no se
profundiza en ellos.

Transacciones. Aunque relacionado con el anterior, este ha de ser correctamente
entendido. Incluye una amplia variedad de ambitos, entre ellos el financiero, pero en
genérico se refiere a la informacion relativa a las transacciones de activos
inmobiliarios —precio de compra, dia de la misma, alquileres, rentabilidades, ingresos,
costes impuestos, hipotecas, préstamos etc.-. Generalmente, a partir de este tipo de
informacion se pretende estudiar el estado del mercado en general, tanto presente
como futuro, en términos mas macroeconémicos. Ejemplos de ello pueden ser los
indices de precios, la tendencia de la actividad inversora o una radiografia de las zonas
urbanas con mejores rentabilidades por decir algunos. En nuestro pais, es posible que
la manera mas facil y rapida de obtener conclusiones rapidas desde un punto de vista
practico sea acudiendo a la pagina web de Idealista en su apartado data®°. En ella uno
puede encontrar indicadores rapidos y sencillos de entender sobre los mercados,
incluso a nivel provincial.

Comercial. Engloba informacion sobre el activo inmobiliario en concreto. Esta
mucho mas enfocado en las caracteristicas estructurales que tiene un determinado
inmueble -metros cuadrados, numero de banos, habitaciones, distribucion,
localizacion, etc.-. Es con diferencia el tipo de datos menos desarrollado porque al
final no todos los inmuebles tienen su registro en una base de datos, pero, si que es
verdad, que es el que més disrupcidn estd generando y el que mejores expectativas de
crecimiento presenta. El hecho de que muchos de esos datos no susceptibles de
obtencion sino a partir de entablar contacto con su propietario, o que su actualizacion
suele ser bastante lenta, provocan dicha situacion. Los denominaremos comerciales
porque creo que es el conjunto de datos que se suele facilitar a la hora de intentar

vender o alquilar un inmueble.

En general, los datos que recogen informacion transaccional y comercial tienden

a integrarse. De hecho, es una tendencia cada vez mds usual encontrar informes que

incluyen métricas de ambos conjuntos de datos.

19 Sociedades anénimas cotizadas cuya actividad principal es la adquisicion, promocion y rehabilitacion de
activos de naturaleza urbana para su arrendamiento (elEconomista)
20 https://www.idealista.com/data/
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Figura 9: Rentabilidad bruta del alquiler en Espaiia
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La Figura 9 representa perfectamente esta union. En ella, no solo se explica qué

rentabilidades brutas presentan las provincias espafiolas en el mercado del alquiler, -datos

de tipo transaccional- sino que también aportan conclusiones mds precisas en cuanto a la

tipologia del inmueble como cudl es tamafo (metros cuadrados) 6ptimo para lograr las

mejores rentabilidades en esas zonas -datos comerciales-. De este modo, las virtualidades

de ambos conjuntos de datos permiten sacar conclusiones mas acertadas para el proposito

que se plantee.

21 Obtenida de (Sociedad de Tasacion, 2019, p. 13)

35



Ademas de esta tendencia cada vez mas arraigada, hay que considerar una serie
de datos que en los ultimos afos estan entrando con fuerza en el andlisis inmobiliario, y
que tienen una notable relacién con los datos de tipo comercial. Me refiero a los datos
obtenidos por los Sistemas de Informacion Geografica y que recogen informacion
espacial relativa a las zonas circundantes del inmueble en cuestion. Reciben el nombre de
datos espaciales (static spatial data) y son “datos que cuantifican como es la relacion
existente entre el activo inmobiliario y las caracteristicas del exterior mds proximo”
(Winson-Geideman & Krause, 2016, p. 6). Por tanto, su distincién con los dos anteriores
reside en que no contiene datos sobre el inmueble en si mismo, sino sobre los alrededores.
Dentro de ellos, uno se puede encontrar desde métricas fisicas, como la distancia que
existe entre ese inmueble y el hospital mas cercano, hasta variables demograficas o
socioculturales como el PIB per capita de ese distrito o su tasa de crimen. Incluso, y esto
ya entraria en una categoria distinta, actualmente, se puede conseguir informacion, sobre
los patrones de movimientos poblacionales en una determinada ciudad, y asi, determinar,
junto con otras métricas, la demanda para un barrio o distrito determinado, su valor real,
etc. A estos ultimos los conocemos como datos periféricos (peripheral data), en general
se refiere a datos que incluyen informacion sobre una determinada zona en cuestion pero
que no son estaticos en el tiempo, sino cambiantes, y suelen ser medidos en tiempo real
como el trafico que hay, los ya mencionados movimientos poblacionales de ese distrito o

incluso el sentimiento de sus vecinos a través del analisis de sus tweets.

Toda esta arquitectura permite, entre otras cosas, que las empresas del sector
inmobiliario tengan en su poder informacion poderosisima para mejorar su toma de
decisiones (Winson-Geideman & Krause, 2016, pp. 6-7). Para ello, resultard decisivo
entender las diferentes relaciones existentes entre cada tipologia de datos, y aplicarlas
correctamente. Por Ultimo, y a raiz de lo explicado, es perfectamente posible afirmar que,
el poder que podia tener un agente inmobiliario por su conocimiento de una determinada
zona en el pasado, disminuya drasticamente, por el cada vez mas facil acceso a los datos

y la mayor variedad de los mismo.

En cualquier caso, sigo creyendo que el conocimiento y experiencia del tejido
inmobiliario local es un valor que en ninglin caso podra ser sustituido. Por eso, para el
que ya es un profesional conocedor de una determinada zona, el andlisis de los datos
inmobiliarios en masa va a lograr cambios tales como prever con antelacion cambios de
comportamiento en esa zona, conocer en mayor profundidad lo que ya se conocia o
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entender relaciones, que ya existentes, no se habian podido identificar por la falta de

analisis.

Tabla 4: Tipos de datos en el sector inmobiliario

Core Espaciales Periféricos

Transacciones de venta Informacion demografica Trafico

Transacciones de alquiler Indicadores econdmicos espaciales Conexionesa Internet
Caracteristicas fisicas del inmueble  Informacion censal Movimientos geoespaciales
Mercado de valores Servicios disponibles (colegios, hospitales,etc)

Fuente: Elaboracion propia a partir de ilustracion contenida en Winson-Geideman &
Krause (2016)

4.3. Ventajas de utilizar el Big Data en el sector inmobiliario

Acertadamente Catella Research (2015), cuando aborda las implicaciones que
tiene el Big Data en el sector inmobiliario, no duda en afirmar desde un inicio las notables
virtualidades que puede tener, pero hace algo que me parece muy relevante para este
apartado. Parte de la premisa de que el sector inmobiliario es muy amplio y diverso, no
solo en activo, sino también en usuarios. Por ello, no es de extrafar que la proyeccion que
ha tenido y que va a tener el Big Data sobre el sector sea dificil de contextualizar en pocas

lineas, y que ello no deje por el camino alguna laguna.

Precisamente, debido a lo anterior, el planteamiento que, a mi juicio, hay que
mostrar tiene que venir desde una aproximacion mas genérica que especifica, logrando
asi abarcar la mayor parte de la operativa inmobiliaria. En este sentido, se ha realizado
una revision de la literatura a partir de Donner, et al. (2018), Royal Institution of
Chartered Surveyors (2019) y Catella Research (2015), y de la que derivan las siguientes
conclusiones, cada una de ellas acompanada por ejemplos reales para su mejor

visualizacion:

1. Identificacion y minimizacion de riesgos. En el momento que un operador tiene a
su disposicion una mayor cantidad de informacion, el riesgo que implica tomar
decisiones disminuye, y la anticipacién es mas sencilla. Esto tiene su reflejo en
muchos y diversos ambitos del sector inmobiliario, por lo que las distintas
posibilidades de mitigacion de riesgo adoptaran distintas formas en funcion del
ambito que abordemos. De esta forma, un inversor que compra para alquilar tendera

a hacerlo en aquella zona que tenga unas perspectivas optimas desde el punto de vista
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de la rentabilidad, pero quiza decida no hacerlo en esa zona porque el tiempo medio
necesitado para conseguir venderlo en un futuro es demasiado largo para el caso de
asi hacerlo. Esto, en otras palabras, significa que el Big Data da la posibilidad, gracias
a la variedad de sus métricas (datos core, espaciales y periféricos) adoptar decisiones
que minimizan el riesgo en funcion de muchos mas parametros. No solo voy a obtener
una rentabilidad mayor en ese lugar, sino que voy a poder vender el inmueble mas
rapido para asi dar otro uso al capital invertido. Mismo razonamiento para un fondo
de inversion que busca repetir dicha operacion, pero a una escala mayor.

Mejor proyeccion de preferencias. Igual que si de una tienda se tratase. Controlar
las tendencias del mercado se antoja clave en cualquier sector. Pues bien, si esto lo
llevamos a un sector como el inmobiliario, donde las necesidades de capital son
notorias, contar con proyecciones mas precisas que aportan valiosa informacion sera
un pilar clave (Donner, Eriksson, & Steep, 2018, p. 14). Para este cometido, el Big
Data se presta como una herramienta perfecta, a partir de la cual, encontrar patrones
de comportamiento y de preferencias se convierte en algo mucho mas asequible. De
igual manera que con la anterior ventaja, los beneficiados por esta ventaja son muchos
y distintos. Desde promotores eligiendo el lugar adecuado para edificar, hasta el caso
del propietario individual que deciden cambiar la modalidad de alquiler en funcion de
la movilidad que presentan potenciales inquilinos, pasando por entidades financieras
a la hora de proceder con las proyecciones de entrada de capital.

Valoraciones mas rapidas y acertadas. Cuando hablamos de valoracion no solo nos
referimos a predecir el precio de un inmueble, que también, por su notable
importancia en las transacciones. Nos referimos, mas bien, al valor intrinseco que
desprende esa propiedad en particular. En este campo, los métodos tradicionales de
valoracion suelen pecar de subjetividad, lo cual es algo normal. Sin embargo, aqui el
Big Data viene a jugar un papel muy relevante permitiendo a quien realiza la
valoracidn tener una imagen mas clara del valor actual y ayudar, asi, a poder predecir,
por ejemplo, el precio que tiene esa vivienda, ahora y en el futuro. Otra ventaja
importante es que el proceso de busqueda de informacion para llevar a cabo dichas
valoraciones necesitard de mucho menos tiempo. De esto, se pueden inferir varias
conclusiones. Por un lado, el Big Data posibilita aumentar el conocimiento, sin
sustituir el que ya existe. Pero, por otro lado, al conseguir que los procesos ganen en

automatizacion, es posible que “el numero de profesionales dedicados a este campo
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tienda a descender con el paso del tiempo” (Royal Institution of Chartered Surveyors,
2017, p. 20).

4. Busquedas mas rapidas y precisas. Tratindose de una de las actividades mas
cotidianas del entorno inmobiliario, es factible que sea de las mas beneficiadas.
Contar con una mayor cantidad de datos y sobre todo, con una mayor diversidad de
los mismos, permitird que las busquedas se caractericen por una alta personalizacién
y adaptacion al cliente. En mi opinion, esto resulta en una ventaja muy asimilable por
compaiiias mas pequefias como las inmobiliarias tradicionales. Muchas de estas
llevan a cabo un trabajo de campo in situ muy sacrificado, y contar con informacién
previa que permita desde un principio filtrar las propiedades que pueden ser de interés
resulta muy ventajoso. Es mas, ellos mismos, los agentes, a la hora conformar su
cartera de inmuebles (aquellos que pueden poner a la venta o alquiler como
intermediarios), lo tendrdn mucho mas facil. En otras palabras, los agentes
inmobiliarios tendran la posibilidad de resaltar de forma répida y asequible qué

inmuebles pueden encajar con los requisitos de su cliente, o de ellos mismos.

Aun siendo posible hacer mas profundo este analisis, por lo explicado al inicio de
este apartado, estructurar de forma clara y concisa las principales ventajas que de forma
transversal trae el Big Data al sector inmobiliario parece la manera mas adecuada de

comprender sus efectos.
4.4. Desafios futuros

Siendo las ventajas “un claro un pilar” de lo que significa aplicar el Big Data en
el sector inmobiliario, no se puede ni mucho menos dejar de lado las perspectivas futuras

y los desafios que estas puedan entrafiar.

Es necesario partir de la premisa que ya hemos alertado antes. Con el paso del
tiempo la disponibilidad y obtencion de los datos comienza a ser mucho mas asequible
provocando, entre otras cosas, que el hecho de ostentarlos o de simplemente tener acceso
a los mismos haya perdido valor, y que el verdadero interés ahora resida en ser capaz de

utilizarlos (Royal Institution of Chartered Surveyors, 2019, p. 25)

Es, precisamente ahi, donde actualmente reside el gran desafio para el sector.
Ostentar las habilidades necesarias para convertir una gran masa de datos inmobiliarios

en informacion con la que se pueda trabajar y sacar partido es la clave que informa a la
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industria en este sentido. Aun asi, para muchos de los operadores de la industria, ni
siquiera la disponibilidad de estos es sencilla. Por estas razones, el status quo del sector
inmobiliario es guiado, principalmente, por importantes dificultades en el uso de los
datos, pero también, aunque ya venido a menos, por los obstaculos que sigue habiendo
para obtener los datos con los que poder discernir el verdadero valor que hay dentro de

ellos.

Teniendo en cuenta lo anterior, y guiado por la tltima actualizacion realizada por
la prestigiosa Royal Institution of Chartered Surveyors, los desafios a los que de forma
transversal se enfrenta la industria inmobiliaria en relacién con el uso del Big Data se

podrian resumir en los siguientes:

1. Alto coste de los datos. A pesar de la facilidad de obtener datos sobre propiedades,
es muy cierto que su calidad no siempre es la mas adecuada. Por esta razon, muchas
empresas, especialmente en Estados Unidos?? han sacado partido de esta situacion
planteando nuevos modelos de negocio basados en el procesamiento de datos en
bruto, y dando lugar a informacién inmobiliaria muy valiosa (Royal Institution of
Chartered Surveyors, 2019, p. 25). Un ejemplo de ello es Zillow, el portal inmobiliario
lider del mercado americano que, a partir de informacion disponible para el publico,
provee de un listado de valoraciones inmobiliarias. En otras palabras, que los datos
sean costosos no es tanto una cuestion de accesibilidad, sino de procesamiento de los
mismos. Esta circunstancia plantea claramente un desafio a corto plazo para el sector,
que no es otro que reducir el coste de los datos, ya sea por un acercamiento de los
demas operadores a estos nuevos modelos de negocio que haga reducir la dependencia
que hay en ellos, o por el surgimiento o fundacion de mas empresas que hagan
aumentar la oferta existente de este tipo de servicios. En cualquier caso, la realidad es
muy dispar, y dependiendo de la region en la que nos movamos, esta situacion tendra
una mayor o menor profundidad.

2. Aumento del conocimiento analitico de datos. Tradicionalmente, dentro del sector
inmobiliario, el andlisis de variables de caracter macroeconémico, y en menor medida
el analisis de datos, generalmente contenidos en bases con cantidades de inmuebles
muy reducidas, han conformado la hoja de ruta de los profesionales inmobiliarios

(Royal Institution of Chartered Surveyors, 2019, p. 25). De ello se deduce un notable

22 Un ejemplo claro de ello es Zillow, el portal inmobiliario lider en Estados Unidos
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estancamiento y falta de flexibilidad para adaptarse a las bases de datos tipo que
existen hoy en dia, y las cuales son mucho mas variadas en contenido, y mucho mas
cuantiosas. Paliar esta situacion tiene dos respuestas bastante simples y obvias en la
teoria, pero algo mas dificiles en la practica. Una primera es que los profesionales que
actualmente se encuentran presentes en la industria comiencen un proceso de
adaptacion y entrenamiento que los lleve a reducir esa brecha. Y una segunda es que
el sector gire sus miras, en la atraccion de talento, hacia colectivos con formacion mas
cientifica, tecnologica, ingenieril o matematica, que de negocio. Respecto de esta
segunda posibilidad, remarcar, la tendencia que ha venido surgiendo estos ultimos
afios en el ambito académico, y que consiste en mezclar la formacion enfocada en el
ambito empresarial con conocimientos propios del andlisis de datos y de las nuevas
realidades digitales?>. Nuevas perspectivas como esta permitiran que este desafio
desaparezca, y que lo haga més pronto que tarde.

3. Mejorar en la calidad de los datos generados. Uno de los grandes problemas a los
que ese enfrenta la industria inmobiliaria es disponer de datos ya aptos para su uso,
que no necesiten de un esfuerzo excesivo en su procesamiento o limpieza.
Consecuencia de ello es que actualmente muchos de los profesionales dedicados al
sector inmobiliario sean aversos a adentrarse en esta nueva aventura que es el Big
Data inmobiliario, y por el contrario, prefieran continuar trabajando como han hecho
hasta ahora (Royal Institution of Chartered Surveyors, 2019, p. 26). Lidiar con este
desafio no es tarea sencilla. Al final grandes cantidades de datos son generadas a
través de portales inmobiliarios, y almacenados en bases de datos una vez los
inmuebles son listados por el propietario o arrendador. He ahi el origen del problema.
Por un lado, quien procede a publicar el inmueble puede introducir métricas erroneas
o ni siquiera completar todos los apartados que se piden aminorando la veracidad y
calidad de la base de datos (Paluri, 2016). Y por otro lado, los propios portales
inmobiliarios no siempre coinciden en las variables requeridas a quien quiere listar
una propiedad, es decir, existe una falta de estandarizacion entre ellos que implica que
el acceso a informacion relevante de una manera eficiente -sin un procesado excesivo-

no sea tarea sencilla (Menin Machado, 2019, p. 79). En otras palabras, aquel que se

23 Un ejemplo de ello son los Dobles Grados en Analisis de Negocio/ Business Analytics, y Derecho o ADE
impartidos por la Universidad Pontificia Comillas y que permiten complementar el perfil profesional con
aptitudes propias del anélisis de datos y del mundo digital.
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disponga a poner en comun datos cuya procedencia sea distinta necesitara de un
trabajo de campo previo realmente exhaustivo.

Distintas formas de almacenamiento. Aun siendo una cuestion bastante genérica es
obvio que el sector inmobiliario también se vera afectado. La generacion exponencial
de datos precisara en el futuro de un poder de almacenamiento mucho mayor al que
tenemos hoy en dia. Sin embargo, esto hace que se cuestione el modelo de
almacenamiento que tenemos hoy en dia, especialmente en términos de
sostenibilidad. La creacion de una base de datos comun y centralizada, en la que todos
los operadores y actores contribuyan y saquen partido, parece la opciéon mas adecuada
al desafio que se nos plantea (Menin Machado, 2019, p. 81). No solo se gana en
sostenibilidad, requiriendo de un menor coste de mantenimiento, sino que también
parece la mejor opcion en cuanto a diversificacion, precision y cantidad de los datos
(Menin Machado, 2019). Incluso me atrevo a vaticinar que esta posibilidad puede
ganar enteros si se realiza por regiones geograficas, paliando asi las posibles carencias
que pueden tener los pequenios operadores a la hora de obtener datos. Aun asi, salvo
que alguna de las situaciones anteriores se produzca, saber discernir entre aquellos
datos que pueden seguir teniendo una utilidad y aquellos que han dejado de tenerla se

convertira en un tarea esencial del proceso.
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5. ANALISIS PREDICTIVO EN EL SECTOR INMOBILIARIO

5.1. Predictive Analytics

Una vez los datos son recogidos, las labores de organizacioén y andlisis de los
mismos juegan una suerte de etapa esencial en el cribado que nos permite en ultima
instancia obtener la informacién que deseamos. Mediante ese proceso, disgregado en
otras etapas como son el filtrado, la visualizacion o la simulacidon de escenarios futuros,
la industria en su conjunto tiene la capacidad de conocer cuales son las tendencias del
mercado, predecir con mayor o menor certeza los potenciales resultados y en
consecuencia, lograr el objetivo ultimo de ser capaz de tomar decisiones mejor

contrastadas (Chaillou, Fink, & Gongalves, 2017, p. 41).

Probablemente la capacidad de estimar con gran certeza escenarios futuros se haya
conformado como la gran disrupcion que ha sufrido el sector inmuboliario desde que el
Big Data comenzase a ser la norma general en la industria. A las fases de agregacion y
analisis de datos se suma la predictiva (comunmente conocida como predictive analytics)
que en términos mas coloquiales viene a ser el verdadero “salto de calidad” que, eso si,
proyecta sus efectos tanto en el sector inmobiliario como en muchos otros. Con ello se
trata de hacer ver, que el predictive analytics se conforma como una parte muy importante
del abrumador contexto del Big Data, que supone,”’no tanto una revolucion de cantidad
o de escala (volumen de datos, poder computacional), como una disrupcion de
inteligencia” (Chaillou, Fink, & Gongalves, 2017, p. 42). Es en esos términos como mejor
se puede definir y entender la llegada del analisis predictivo. La tranformaciones de escala
y cantidades masivas de datos han dejado paso al analisis inteligente, que de verdad

proporciona un verdadero valor afiadido.

Centrando mas el foco, y a pesar de haber sido usualmente estigmatizada como
poco ambiciosa y conservadora, la industria del inmueble se ha volcado en el entorno del
analisis predictivo. Actualmente el mercado inmobiliario, a través del analisis predictivo,
es capaz de pronosticar una infinidad de ambitos, a saber: predecir el precio de un
inmueble, pronosticar la rotacion de arrendatarios, o simplemente plantear las
probabilidad con la que un inquilino determinado podra hacer frente al pago del alquiler
mensual. Una gran variedad de campos, todos ellos entroncados dentro del sector, cuyas

predicciones ganan importancia cuanto mayor es la amplitud de los rangos de tiempo
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pronosticados y cuanto mayor es el nivel de detalle que presentan los datos -granularidad
del dato- (Chaillou, Fink, & Gongalves, 2017, p. 42). Eso si, de las infinitas posibilidades
que entrafia el andlisis predictivo es importante matizar que hay una que ha ganado
enteros por encima del resto: la valoracion del inmueble para predecir su precio de venta.
Un desarrollo que incluso ha traido consigo todo una movimiento en este sentido,
conocido con el nombre de “Modelos de Valoracion Automatica” (Automated Valuation
Models) el cual se puede definir como “la aplicacion de una o mas técnicas matemadticas,
para obtener en una fecha especifica la valoracion estimada de un inmueble, eso si,
acompanada de una métrica que determine la confianza de la precision de dicho
resultado y sin requerir, una vez iniciada, la intervencion humana” (Royal Institution of

Chartered Surveyors, 2017, p. 24).
5.2. Tecnologias subyacentes y su funcionamiento

Aunque no es ni mucho menos objeto de este trabajo explicar las notas cientificas
que caracterizan a los modelos predictivos, si que es relevante, para un mejor
entendimiento, conocer cudl es su armazon y los cimientos tecnologicos sobre los que se
asienta. De forma genérica, el mundo del andlisis predictivo en aplicacion al sector
inmobiliario puede dividirse en tres grandes técnicas: Machine Learning (ML), Neural
Networks (NNs), y Deep Learning (DL). Son tres métodos avanzados de modelado
estadistico que siguen, como norma general, el mismo patron, -predecir el futuro mediante
el andlisis de sucesos presentes y pasados- principalmente porque cada uno de ellos es un
subconjunto mas pequefo y especifico del anterior (Nguyen, et al., 2019, p. 79). Por esta
razon, a continuacion se describen brevemente las fases que constituyen el proceso del

analisis predictivo desde el punto de vista de la técnica del ML.

1. Recoleccion de datos. Parece una fase logica y obvia, pero es importante escoger los
datos correctos en funcion de lo que se quiere observar, identificar, y predecir. De
este modo, se puede acudir a distintas bases de datos que contengan esa informacion.
Los datos pueden encontrarse en distinto formato -estructurado, semiestructurado o
no estructurado-. Por ejemplo, para la aplicacion practica del apartado 6 se han
recopilado inmuebles en venta de la base de datos que tiene el portal inmobiliario
Idealista.

2. Analisis exploratorio y amasado. Los datos recopilados deben ser analizados

mediante un analisis exploratorio de datos (Exploratory Data Analysis), que nos dé
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una idea de coémo son. Graficas, distribuciones y métricas estadisticas son
herramientas muy comunes en esta fase. Gracias a esta parte del proceso, se podra
proseguir con el “amasado” de datos. Consiste en convertir los datos obtenidos en
origen en datos aptos para ser utilizado por las herramientas analiticas (future
engineering). Es un proceso arduo, pero a la vez esencial y determinante en la
efectividad o no de las predicciones (Kumar & Garg, 2018, p. 32). Aplicado al sector
inmobiliario consistiria, entre otros, en determinar qué variables son las mas
significativas en la prediccion del precio, proceder a “enjugar” las variables con
valores ausentes (NA), o incluso realizar transformaciones del tipo de dato que
conforma cada variable (por ejemplo, one-hot encoding).

Modelado (entrenamiento). Una vez se tiene la estructura de datos 6ptima comienza
la fase de entrenamiento. En esta parte del proceso se aplica a los datos de
entrenamiento -obtenidos de una division previa de todos los datos- distintos
algoritmos de forma repetitiva, para poder encontrar en cada uno de ellos los
parametros mas acertados en la prediccion del precio del inmueble (fine-tuning). Es
decir, se trata de una fase en la que “entrenamos” al algoritmo para que “aprenda” la
complejidad existente en el set de datos, y consiga ponderar el impacto que tiene cada
variable -localizacion, nimero de habitaciones, tamafio, etc.- en nuestra variable
respuesta -precio del inmueble- (Chaillou, Fink, & Gongalves, 2017, p. 42). De ahi,
que se llame Machine Learning (maquina de aprendizaje). Al final, el objetivo
primario de este apartado es conseguir encontrar, mediante la intermediacionn de
distintos modelos algoritmicos, los patrones de comportamiento de las caracteristicas
de los inmuebles que permitan predecir con mayor precision su precio. Por esta razon,
cuanto mas grande sea la base de datos, mayor terreno de aprendizaje, y por ende,
mejor resultado se obtendra en la prediccion.

Evaluacion o testeo. De la particion de los datos siempre se reserva una para verificar
que el algoritmo, previamente entrenado, funciona también en otros datos de los que
desconoce su variable respuesta, pues no ha tenido un proceso de aprendizaje previo
con ellos, como si sucede con el set de entrenamiento. Es en esta fase en la que
podemos determinar como de preciso es nuestro modelo en la prediccion del precio
del inmueble. Estas dos fases, la de entrenamiento y testeo se intercalan una con otra,
y es muy normal realizarlas de forma repetitiva hasta encontrar la calibracion ideal

del algoritmo.
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5. Implementacion. Viene a ser como su salida a la “vida profesional”. Igual que un
trabajador, antes de saltar al mercado laboral, primero estudia y trabaja durante sus
afios como estudiante, sin tener un contacto total con la realidad profesional, los
modelos predictivos primero se entrenan, testean y calibran, antes de utilizarse para
explotar sus funcionalidades en casos reales, como seria el de una inmobiliaria
asesorando a un cliente sobre el tipo de inmueble a comprar, el precio adecuado a

pagar o las probabilidades de revaloracion o devaluacion, por poner algunos ejemplos.
5.3. El fin del dilema tiempo-precision

Con anterioridad al advenimiento del ML, las predicciones de precios solian
llevarse a cabo mediante simples modelos de regresion lineal que normalmente se
enfrentaban a la cuestion de lo que me gusta denominar el dilema tiempo-precision del
analisis predictivo. O bien, la prediccion era relativamente precisa, pero limitada a rangos
temporales reducidos de unos pocos meses, o bien, se preferia reducir la precisiéon en la

prediccion, a cambio de incrementar el espacio temporal predicho.

Pues bien, la perspectiva de dicho dilema se transforma radicalmente con la venida
del ML, aunque, si bien es verdad, el nucleo de la cuestion sigue siendo la precision.
Mediante el entrenamiento automatizado de los algoritmos se consigue no solo una mayor
precision del precio, sino ademas lograrla en espacios temporales mas amplios (Chaillou,

Fink, & Gongalves, 2017, p. 43)

Sin emabrgo, incluso con el ML sigue existiendo cierto dilema entre el espacio de
tiempo, y la precision del precio, que se cierne en torno a una propiedad inherente a la
industria inmobiliaria como es la tipologia (vivienda, garaje, local, piso, chalet, etc). Si
se quiere ampliar el rango temporal de prediccion sin sacrificar precision, es mas sensato
solo utilizar datos sobre un tipo de inmueble, pero ello conllevara logicamente no poder
entender la posible interrelacion entre los distintos tipos de propiedades (Chaillou, Fink,

& Gongalves, 2017, p. 43).
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6. APLICACION PRACTICA

Una vez se ha detallado el impacto que ha tenido la llegada del Big Data
inmobiliario, en el presente apartado se dard un paso mas. Muchas de las cuestiones que
se han planteado supra tendran ahora su plasmacion practica de tal forma que el lector
pueda obtener una vision total y panoramica de lo que es ya para muchas empresas el
nuevo sector inmobiliario y lo que acabara siendo para otras muchas, que aun no han
emprendido el camino de la transformacion digital en su totalidad. De hecho, el desarrollo
de este proyecto tiene su razoén de ser en ese ultimo grupo de empresas, que en su gran
mayoria vienen a ser inmobiliarias de pequefio tamafio localizadas en ciudades donde el

movimiento PropTech esta lejos de ser la norma general.

Eso si, lejos de un animo cientifico en su puridad, de lo que se tratara de plantear
es, desde un punto de vista pragmatico, como el acogimiento de las nuevas tecnologias
para estos operadores no es un imposible, y transmitir la conviccion de que las
oportunidades de negocio inherentes en su adopcion son innumerables, estando algunas
de ellas atin por descubrir. En definitiva, un despliegue cercano, con el que los no expertos
en estos campos se sientan identificados y desafiados, y que sirva a mas de uno como

punto de partida.
6.1. Explicacion y objetivos

El presente proyecto tiene por objeto analizar la oferta de inmuebles residenciales
que existe actualmente (marzo-abril 2020) en la ciudad de Valladolid como si de una
inmobiliaria pequefia con pocos recursos se tratara. La ciudad de Valladolid, capital de la
Comunidad Auténoma de Castilla y Ledn, ha sufrido, aproximadamente, un descenso de
la poblacién del 10% en los Gltimos treinta afios, dejando el nimero de habitantes en poco
mas de 300.000. Es decir, estamos hablando de una ciudad, de tamafio medio, que
actualmente ocupa la posicion decimotercera en la clasificacion de ciudades espanolas
por niimero poblacion de acuerdo con el INE**(Figura 10), y que como bien se explico
en la seccion del PropTech en Espana (ver apartado Espafia), no concentra de ningin

modo un punto geografico desdefiable desde la perspectiva de inmobiliaria tecnolédgica.

24 https://libretilla.com/ciudades-mas-grandes-espana/
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Figura 10: Evolucion poblacional de la ciudad de Valladolid (Serie 1990-2020)
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Fuente: Elaboracion propia a partir de datos del Ayuntamiento de Valladolid

A mayores, es importante sefialar que un miembro de mi familia es un profesional
ligado a este sector (agente inmobiliario) regentando ciudad de Valladolid una
inmobiliaria. De dicha inmobiliaria resaltar que no tiene punto fisico de atenciéon al
publico en general, y que toda la operativa se realiza de forma digital, y a distancia (redes
sociales, portales inmobiliarios, etc.). Asi, los recursos con los que cuenta no son mas que
un ordenador, conexion a Internet, y la experiencia de estar presente en el mercado

vallisoletano desde el afio 2015.

Mediante este planteamiento previo se pretende poner al lector en la posicion de
quien tiene una inmobiliaria con caracteristicas analogas -pequeiia, con pocos recursos, y
sin aversion tecnologica- y cuya localizacion sea la de una ciudad asimilable en términos
poblacionales a la de Valladolid. Esto ultimo es muy importante, pues, en funcion de la
poblacidn, asi sera la oferta que nos encontremos. No obstante, con ello no quiere decirse
que lo que se plantee aqui no tenga una practicidad en otros escenarios, pero si que los
resultados que se obtengan puedan diferir bastante en funcion del lugar en el que se

encuentre sita la inmobiliaria.

El anélisis, como ya se ha avanzado, se llevard a cabo mediante la utilizacion de

técnicas propias del analisis de datos que cualquiera puede adquirir con esfuerzo e interés,
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y a partir de una base de datos obtenida de Idealista (el portal inmobiliario online, lider

en compraventa y alquiler de inmuebles en Espafia) de forma totalmente gratuita.
Por su parte, tres seran los objetivos técnicos a lograr en este proyecto:

1. Crear un sistema automatizado de obtencion de datos, siempre con las limitaciones
impuestas por Idealista (se explicard mas adelante). Los datos en este caso estaran
referidos a inmuebles residenciales que estén en venta en Valladolid y que, al tiempo
de su obtencion, estén publicados en el portal inmobiliario.

2. Obtener de forma automatizada una imagen global de la situacion del mercado
inmobiliario de la ciudad de Valladolid. Para ello, se crearan distintas graficas a
partir de los registros obtenidos de Idealista, que permitiran dar una idea general, tanto
en términos econdmicos, como puramente técnicos de la oferta residencial en
Valladolid. Esto es lo que denominaremos, con un regusto mas propio de la jerga del
analisis de datos, como analisis descriptivo -Descriptive Analytics-, el cual se
desarrollara en la parte del EDA (Exploratory Data Analysis).

3. Desarrollar un modelo algoritmico que consiga predecir los precios de los
inmuebles en venta con la maxima precision posible. Es en esta parte, donde se
desplegara en gran medida lo explicado en el apartado de andlisis descriptivo aplicado
al sector inmobiliario, y en el que aplicaremos técnicas propias del aprendizaje

automatico -Machine Learning-.

A partir de esos tres objetivos, lo que se pretende, en Gltima instancia, es transmitir
la idea de que un negocio pequenio y de poca base tecnoldgica, con un poco de esfuerzo
y dedicacion, puede lograr dar un primer paso muy importante para futuros desafios en
los que, si o si, la tecnologia va a ser la “punta de lanza”. Ademas, al tratar un sector que
aun padece, en muchas partes de la geografia espafiola, de una palmaria falta de inmersion
tecnologica, lograr un paso adelante de estas caracteristicas supondria una gran
oportunidad -quiza incluso tnica- de poder consolidar una enorme ventaja competitiva

con respecto de otros competidores de ese mismo entorno.
6.2. Metodologia

Como se ha preavisado, la realizacion de este proyecto, en su totalidad, tendré en
consideracion la partitura ficticia de una inmobiliaria pequefia y con pocos recursos.

Tanto es asi, que el proyecto se desarrollara sin coste alguno, con un solo ordenador, y
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sin el requerimiento de un conocimiento amplisimo en la materia. Requisitos, todos ellos,

perfectamente asequibles para una inmobiliaria de esas caracteristicas.

La nota mas técnica y cientifica la pondra el lenguaje de programacion estadistico
R o R software, el cual sera ejecutado en el entorno de desarrollo integrado RStudio
(integrated development environment). Si extrapolamos esta relacion a un ejemplo
sencillo de un vehiculo quedaria de la siguiente manera: mientras que R vendria a ser el
motor del coche, RStudio seria el control de mandos, el navegador, los pedales o la
palanca de cambios para que ese “motor” que es R pueda funcionar y circular. Para evitar

complicar la cuestion nos referiremos a ¢l indistintamente como R o RStudio.

Figura 11: Logos de R y Rstudio

lcon for R lcon for RStudio

Las razén por la que utilizamos R en vez de otros lenguajes de programacion como
pueden ser Python, C++ o JavaScript, por poner algunos, estriba principalmente en el
hecho de tener un conocimiento mas avanzado del primero. Ademas, R cubre todas las
necesidades de un proyecto de estas caracteristicas. Provee de una gran variedad de
técnicas estadisticas y herramientas de representacion grafica que son Optimas para el fin
que persigue este proyecto. Ademas, téngase en cuenta que R, y siguiendo la tesis de
“proyecto a coste cero”, es un software computacional de codigo fuente abierto -open-
source-, que implica que sea publicamente accesible (gratuito), y que pueda ser
desarrollado y distribuido de una manera descentralizada por la comunidad en su

conjunto, en vez de por un solo autor (Red Hat, s.f.). Dicho de otra forma, sin ser expertos
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en programacion podemos utilizar todo el potencial de R gracias al desarrollo que han

realizado otras personas, y ademads, sin coste alguno.
De modo esquematico, el proceso que seguiremos sera el siguiente:

1. Recoleccion de datos. Los datos seran obtenidos a partir de la API de Idealista. Una
API, que son las siglas anglosajonas de “apliccation programing interface”, sera algo
asi como el intermediario que permitird la conexidén entre nuestro entorno de
programacion (Rstudio) y la aplicacion determinada con la que queramos iniciar una
conexion (base de datos de Idealista).

2. Preprocesado previo de la base de datos. Es quizd la parte mas monotona y
rudimentaria del proyecto. Algunas variables provistas por Idealista son descartadas
por diferentes motivos que no hacen 6ptimo su uso para el proyecto y otras son
transformadas.

3. Analisis exploratorio de datos (EDA). Este apartado nos ayudard en dos
circunstancias determinadas. Por un lado, desde la perspectiva mas de negocio, nos
permitird mediante distintas visualizaciones entender las tendencias actuales que hay
en el mercado inmobiliario residencial de Valladolid (algo muy valioso para cualquier
inmobiliaria pequena). Por otro lado, nos asistird para ir conociendo el
comportamiento de las variables (caracteristicas de los inmuebles) y saber las claves
que deberan guiar la conversion de los datos obtenidos en origen en datos aptos para
ser utilizados por las herramientas analiticas (future engineering).

4. Future engineering. Algunas de las variables se someteran a distintos procesos de
transformacion para que el dataset (conjunto de datos) sea compatible con los
requisitos que tienen los algoritmos de ML, y también, para que mejore su poder
predictivo del precio de los inmuebles.

5. Seleccion de predictores. Con ello se trata de conocer cudl es el numero de variables
optimo que debe tener nuestro modelo antes de ejecutar los algoritmos, vy,
especialmente, de identificar aquellas mas importantes respecto de la prediccion del
precio de las viviendas.

6. Entrenamiento de modelos predictivos y modelado. Dividiremos el dataset en dos
partes -entrenamiento y test-. Sobre la primera de las partes ejecutaremos varios
algoritmos de ML. Es la parte mas critica, pues se debe encontrar, no solo el modelo
que mejor se adapte a los datos que tenemos, sino también su configuracion idonea.
Se entrenaran 4 algoritmos diferentes (Support Vector Machine, K-Nearest Neighbor,

51



Random Foresty Gradient Boosting) cuyo funcionamiento se explicard a medida que
se vayan aplicando.

7. Evaluacién. Las predicciones entrenadas del conjunto de entrenamiento son
ejecutadas sobre el conjunto de test. Esto nos permitird contrastar la capacidad de
nuestro modelo predictivo con unos inmuebles que “no ha visualizado” previamente.

8. Comparacion de modelos. Aunque en este punto ya conoceremos qué modelo
algoritmico es el que mejor resultado ofrece en la prediccion de precios, si que es
bueno comparar visualmente su capacidad predictiva. Esto se logra a partir del error
medio que cometa cada algoritmo en la prediccion. Cuanto menor sea el error, mejor

sera el modelo predictivo.
6.3.Aplicacion practica en una inmobiliaria de la ciudad de Valladolid

En este apartado, explicaremos en detalle cada una de las fases del proceso
analitico que hemos seguido para el tratamiento de los datos inmobiliarios de Idealista.
Las conclusiones que se obtengan trataran, en la medida de lo posible, de ser utilizadas
para dar respuesta a problemas de negocio que se encontraria en el dia a dia nuestra
inmobiliaria ficticia. No obstante, al adentrarnos en el ambito de uso de las nuevas
tecnologias, también acudiremos a explicaciones algo mas técnicas pero que, en ningiin

caso, eviten entender las bases del proyecto.
6.3.1. Obtencion de datos

El dataset sobre el que se trabajara se ha obtenido a través de la API de Idealista
durante los meses de marzo y abril de 2020. Los datos que Idealista proporciona son de
aquellos inmuebles que, en el momento de la solicitud, se encuentran publicados. Es decir,
st en mayo de 2020 quisiéramos volver a solicitar esos mismos datos podrian haber
sufrido cambios, como consecuencia de una alteracion del precio, por ejemplo, o

desaparecido, porque se ha logrado su venta, o porque se ha desistido de ella.

Para que Idealista facilite este tipo de datos es necesario solicitar un acceso de
entrada en su propia web?* (Figura 12). En nuestro caso, el mismo dia de la solicitud nos
dieron acceso, pero como su API es de arquitectura tipo RESTful (utiliza HTTP para

procesar las solicitudes), con protocolo de seguridad OAuth 2.0 Authentication, también

2 http://developers.idealista.com/access-request
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se nos facilito una clave -4API key- y una contrasefia -secret-. El hecho de que accedamos
al conjunto de datos mediante ese tipo de protocolo es porque nuestro acceso esta
limitado. En concreto, podemos tramitar hasta 100 solicitudes al mes, pero en cada una
de ellas se devuelve un conjunto de datos con un maximo de 50 propiedades. En el
supuesto de necesitar mas solicitudes es tan sencillo como ponerse en contacto con

Idealista.

Figura 12: Solicitud de acceso a la API de Idealista

idealista Search API

Search API lets you integrate property information published on idealista into your site or app. To receive an APl key get in touch and tell us a bit about your
project.

Request access

Name
Email

Describe your project

Tell us something about your project or how
do you plan to use the API

Accept privacy policy

Fuente: Idealista.

Ademas de clave y contrasefia, también se nos facilito la documentacion necesaria
para proceder a disefar el cédigo de llamada a la API, y asi obtener los datos que se
trataran en el proyecto. Para realizar dicha llamada fuimos ayudados por una consulta
realizada en 2017 en la comunidad de Stack Overflow?®. En ella, explicitamente se
contenia un codigo en R para realizar solicitudes a la API de Idealista. Aun siendo éste
antiguo, simplemente tuvimos que cambiar clave y contrasefia y realizar las busqueda que
queriamos en funcién de unos filtros determinados®’. La API de Idealista tiene dos tipos
de filtros. Unos generales para todo tipo de inmuebles (pais, tipo de operacion, tipo de
propiedad, localizacioén de la propiedad, rangos de precios, etc.) y otros mas especificos
en funcion de la tipologia del inmueble (garajes, locales, viviendas, oficinas, y

habitaciones).

26 Comunidad abierta para cualquier persona que programe
27 https://stackoverflow.com/questions/46668 1 13/cannot-make-request-from-get-in-r-to-idealista-api
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Nosotros realizamos la siguiente biisqueda: viviendas en venta en un radio de 6
kilometros desde la plaza mayor de Valladolid. Utilizar como punto de partida la plaza
mayor de Valladolid (en coordenadas) tiene su razon de ser por dos motivos. De un lado,
se entiende que es la zona mas céntrica de la ciudad, y por tanto, nos permitira obtener la
gran mayoria de inmuebles en venta del municipio de Valladolid al mismo tiempo que se
limita, en todo lo posible, la extraccién de aquellos no pertenecientes al municipio. De
otro lado, al utilizar el filtro de la plaza mayor, concebido como punto neuralgico de
referencia de la ciudad, podremos visualizar las relaciones existentes entre la distancia
(en metros) que hay desde la localizacion de la vivienda a la plaza mayor y el precio de
la vivienda. El sentido comtn nos dice que la relacion deberia de ser negativa, y que a
mayor distancia menor sera el precio de la vivienda. Pero en efecto, el sentido comun, a

diferencia del analisis de datos, dista en muchas ocasiones de ser preciso.

Una vez realizamos todas las llamadas hasta agotar el nimero de viviendas
obtenemos un dataset compuesto por un total de 39 variables. Las variables habidas son
de distinto tipo. Unas relacionadas con la localizacidon -coordenadas de latitud y longitud,
el distrito o barrio, o la distancia a la plaza mayor-; otras con el precio -precio de venta,
y precio por metro cuadrado-; y finalmente, la gran mayoria relativas a las caracteristicas
propias de la vivienda -area en metros cuadrados, nimero de bafios, habitaciones, tipo de
propiedad, existencia de ascensor-. En el Anexo A se realiza un resumen de esas 39

variables obtenidas en origen.
6.3.2. Preprocesado de datos

Previamente a comenzar con el tratamiento de datos, es preciso hacer un “pequefio
lavado de cara” a nuestro dataset. Este apartado vendria a ser una suerte de cribado previo
para obtener de forma definitiva el conjunto de datos con el que trabajaremos. Los

cambios son los siguientes:

a) Eliminacion de variables sobrantes. De las 39 observaciones que nos ofrece Idealista,
no todas son aprovechables. Ya sea por una cuestion formal (nimero excesivo de
valores ausentes o falta de confianza en los datos) o por una cuestién de contenido
(muchas de las variables eran referidas a las publicaciones en si mismas), algunas de
las 39 variables han sido desechadas de nuestro dataset final. El Anexo A contiene
una relacion de todas y cada una de las 39 variables, incluyendo una explicacion de

cada una, ademads de su aceptacion o rechazo para el proyecto.
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b) Filtrado de inmuebles pertenecientes al municipio de Valladolid. Como consecuencia
de la distribucion territorial de la provincia de Valladolid y de utilizar como filtro de
busqueda 6 kilometros de radio desde la plaza mayor algunos de los inmuebles
contenidos en el dataset no pertenecen al municipio de Valladolid, los cuales deben
ser eliminados. Para llevar a cabo dicha eliminacion se filtr6 la variable municipio de
tal manera que solo quedaron incluidos aquellos inmuebles que si se localizaban en
el municipio.

¢) Eliminar los inmuebles repetidos. Realizar varias llamadas en momentos temporales
distintos conlleva el riesgo de contener inmuebles repetidos. Por esta razon, es
necesario encontrar alguna forma mediante la cual se pueda diferenciar cada uno de
ellos de forma individualizada y conocer, asi, cual de ellos estaba repetido y cuél no.
En nuestro caso se ha utilizado la referencia que aporta Idealista a cada anuncio, la
cual es Unica para ese anuncio (propertyCode). Mediante tal técnica se filtraron

aquellos inmuebles que resultaban repetidos y se eliminaron del dataset.

Tras llevar a cabo las tres operaciones anteriores, el dataset resultante, susceptible
de manipulacion y tratamiento analitico, estard compuesto por 20 variables y 2657
observaciones. De ellas, no todas seran utilizadas en su totalidad, pues algunas solamente
tienen caracter informativo, o simplemente han servido para realizar algunas operaciones

del preprocesado de datos como es el caso del codigo de referencia.
6.3.3. Andlisis Exploratorio de Datos (EDA)

Para evitar caer en un analisis falto de orden y rigor, realizaremos un EDA
dividido en dos partes. Primero, nos centraremos en el area mas relacionada con el
negocio inmobiliario. Se confeccionaran distintas graficas y visualizaciones con las que
obtendremos informacion basica sobre las tendencias del mercado en la ciudad de
Valladolid. Segundo, como actividad previa a las distintas transformaciones que
tendremos que realizar en las variables (future engineering) se examinan los datos con un
componente mas estadistico y técnico, incluyendo un anélisis de la importancia de cada

variable en la prediccion del precio de los inmuebles.

a) Mercado inmobiliario de la ciudad de Valladolid

Por ser uno de los pilares sobre los que se asienta este trabajo y conformar la

variable, por excelencia, mas descriptiva de la situacion en la que se encuentra el sector
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inmobiliario, el estudio del mercado vallisoletano comenzara con el analisis de la variable

precio. La Figura 13 nos muestra datos basicos de como es su distribucion. A partir de

los datos de la mediana y tercer cuartil ya es posible inferir que la gran parte de los

inmuebles tienen un precio por debajo de los 250.000€, y mas en concreto, entre los

80.00€ y los 170.000€, como muestra la Figura 14. De hecho, tal es asi la concentracion,

que el nimero de viviendas con un precio superior a 400.000€ es notoriamente pequefio.

En el apartado del modelado predictivo sera esencial tener muy en cuenta valores

extremadamente grandes que puedan distorsionar el poder predictivo.

Figura 13: Estadisticas de la variable price

Min Qi1 Mediana

Media

Q3

Max

13,900.00€ 93,000.00€ 154,000.00€ 189,688.00€ 250,000.00€ 1,502,200.00€

Figura 14: Distribucion de la variable price
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Tener una perspectiva general es adecuado pero logicamente insuficiente, ya que

a efectos practicos el precio de un inmueble debe estar contextualizado. No es lo mismo

una vivienda en el centro de la ciudad, donde suelen existir precios mas elevados, que
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aquella situada en suburbios mas periféricos. Perfectamente lo explica el siguiente
diagrama de barras (Figura 15). El precio por metro cuadrado maés alto se localiza en el
centro de la ciudad (rozando los 2.500€/m?), mientras que el mas bajo -aproximadamente
1.000€- se localiza en el barrio residencial de La Overuela. El precio medio para toda la
ciudad se sitia en torno a los 1.000€ por metro cuadrado. Una visiéon més completa se
consigue cuando se interrelaciona la informacién econdémica del precio por metro

cuadrado en cada barrio y la localizacién geografica de cada uno de ellos (Anexo B).

Figura 15: Precio del metro cuadrado por barrio
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Fuente: Elaboracion propia a partir de datos de Idealista

Si profundizamos mas en las particularidades propias de cada zona, observamos
el distinto grado de oferta en funciéon de cada barrio (Figura 16) Asi, con notable
diferencia, la zona Centro y el barrio de las Delicias son, actualmente, las zonas urbanas
con mayor numero de inmuebles a la venta. Por su contra, hasta 7 zonas residenciales no

llegan a las 50 viviendas en venta.
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Figura 16: Propiedades en venta en funcion del barrio
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Fuente: Elaboracion propia a partir de datos de Idealista

Con un carécter mas pragmatico se puede proceder también al andlisis a partir del
estado que presenta el inmueble en cuestion. En ese sentido, suele ser bastante comun que
determinados clientes pregunten por viviendas en buenas condiciones pero que requieran
de una rehabilitacion permitiendo con ello lograr un precio mas bajo, o que la vivienda
goce de ese “toque personal” que toda persona quiere otorgar a su casa A tal objetivo
podria dar respuesta la Figura 17. De ella se denota, en general, que la situacion del
parque inmobiliario en Valladolid necesita de una renovacion (good). Por este motivo,
creo honestamente que una posible y atractiva idea de negocio seria que una inmobiliaria
tornase su operativa ordinaria en posibilitar ventas que incluyan paquetes de reformas,
mas o menos integrales, de las viviendas. Como afiadido a estas conclusiones, denotar, a
su vez, la escasez de inmuebles de “obra nueva” (newdevelopment), aunque esto parece
que se debe, en gran parte, a que las promociones de nueva construccion no se venden a

través de estos portales, sino a través de los propios intermediarios/inmobiliarias con los
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que cuenta cada promotora. Es en esta ultima idea donde brilla por si mismo el valor
afadido que puede otorgar una persona con experiencia en el mercado inmobiliario local
a la informacién obtenida del anélisis de datos.

Figura 17: Estado de los inmuebles por barrios
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Fuente: Elaboracion propia a partir de datos de Idealista

Para finalizar se presentan a continuacion una serie de relaciones que dan buena
muestra de las caracteristicas que presenta la oferta inmobiliaria en la ciudad de
Valladolid. Una primera seria la que se obtiene de comparar el tamaio de las viviendas y
su precio, sefialando de forma complementaria el tipo de vivienda (Figura 18). Como era
de esperar, es la categoria de chalet la tipologia de vivienda con mayor tamafio de entre
la ofertadas (puntos verdes), mientras que el tamafo estandar de las viviendas oscila entre
los 50 y los 180 metros cuadrados, principalmente debido a que la gran parte de la oferta
esta formada por pisos. En cuanto a la relacion tamano-precio, es, como no, positiva,
aunque aminora desde el momento que comienza la mencionada categoria de chalet.
Transponiéndolo a un ejemplo préctico, si un cliente pregunta por una vivienda superior

alos 200m?, la recomendacion iria dirigida a buscar un chalet, pero sin descartar otro tipo
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de viviendas que también presentan esos tamanos. Esto posibilita, por tanto, una atencién

mucho mas personal y detallada.

Figura 18: Relacion entre precio, tamaiio y tipo de inmueble

Tipo de inmueble

chalet

countryHouse

duplex
1000000- flat

penthouse

o studio

Precio

500000-

I I I
0 100 200 300 400
Tamafio (m2)

Fuente: Elaboracion propia a partir de datos de Idealista

Una segunda relacion susceptible de ser mostrada es la que constituyen el precio
y la distancia a la Plaza Mayor de Valladolid, complementada también con el tipo de
inmueble (Figura 19). Las viviendas cuya distancia a la Plaza Mayor es inferior a un
kilometro tienen en general un precio mas elevado, mientras que a partir de una distancia
de 500 metros la diferencia de precios no es tan significativa. Una informacion harto
importante que tiene su reflejo en las decisiones de compra de los clientes. De comprar
una vivienda dentro del radio de 500 metros de distancia a hacerlo més alla puede entrafiar
un descenso muy relevante del precio, lo cual suele tener mucha incidencia cuando lo que
se estd buscando es adquirir un nimero de viviendas mayor del comtn. Ejemplo propio
de esta parte seria la compra de un edificio o grupo de viviendas para ofrecerlas en
régimen de alquiler. En este tipo de situaciones, el analisis de datos es esencial pues puede
permitir al cliente ahorrar una cantidad importante sin desviar demasiado las intenciones

originales que este pudiese tener en cuanto a localizacion de las viviendas. Finalmente,
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resefiar como, en funcion del tipo de inmueble, las distancias son totalmente distintas.
Mientras que los pisos (flat) estan presentes en todas las distancias, los chalets, por
necesidades obvias de espacio, tienden a localizarse a partir de los dos kilometros de

distancia a la Plaza Mayor.

Figura 19: Relacion entre precio, distancia a la Plaza Mayor y tipo de inmueble
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Fuente: Elaboracion propia a partir de datos de Idealista

De todo lo anterior se puede comprobar el ingente potencial que tiene el Big Data
para este sector, y la “facilidad” con la que uno puede acceder a ello. De igual forma que
se ha hecho aqui, es perfectamente posible que una inmobiliaria tenga disponibilidad de
acceso a este tipo de recursos, mas si cabe, cuando el coste de este proyecto asciende a
los 0 euros. Es mads, sigo haciendo hincapié¢ en la idea de que en aquellas ciudades
espafiolas donde no se ha visto atin una disrupcion en el uso de este tipo de herramientas,
dar un paso al frente antes que los demads, puede suponer un “golpe importante encima de

la mesa” en lo que a términos de competencia se refiere.
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Como broche final a este subapartado del anélisis exploratorio, me he permitido
realizar una pequefia representacion geoespacial de la oferta inmobiliaria analizada
mediante un grafico de clusters que clarifica visualmente como se distribuye la oferta en
torno a la ciudad de Valladolid (Anexo C). Dicha representacion ha sido disefiada con el
paquete leaflet, el cual esta especializado en este tipo de representaciones. Otra muestra

claray evidente del espectacular potencial inherente al mundo del dato y la programacion.

a) Analisis estadistico de las variables

A continuacion, se realiza el analisis estadistico de las variables que estamos
utilizando en nuestro proyecto. A tal efecto, solo se examinaran aquellas que se utilicen
o al menos sean potencialmente utiles a la hora de disefiar nuestro modelo predictivo.
Para ello dividiremos nuestro conjunto de datos separando las variables numéricas de las

categoricas.

Comenzando por las variables numéricas, la Tabla 5 recoge su analisis
estadistico. De ella, merecen comentarios los minimos y maximos de las variables price
y size. Como se sefial6 en el subapartado anterior, la variable precio contiene
observaciones muy altas llegando hasta el millén y medio de euros, y que nosotros
consideraremos como outliers (observacion que difiere significativamente del resto).
Parece que se puede decir lo mismo del tamafio. Ratifican dicha tesis las métricas del
coeficiente de asimetria®® y de curtosis”’, pues sus valores son propios de distribuciones
con largas colas y por ende, con numerosos outliers. A mayores, ambas variables
muestran la existencia de una gran concentracion de valores en torno a la media (curtosis

> 3) y la falta de simetria en sus distribuciones.

Respecto de las demas variables no parece haber mayores problemas salvo por la
constatacion de valores extrafios en las variables de rooms y bathrooms. El sentido comun
nos dice que no es posible una vivienda sin habitaciones y menos atn, una en la que no
haya bafo. Esto nos hace “encender las alarmas” para verificar mas adelante a qué se

deben estas anomalias.

28 Medida que pone de manifiesto la simetria de la distribucién de una variable respecto a la media
aritmética
» Medida que indica la cantidad de datos que hay cercanos a la media
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Tabla 5: Resumen estadistico de las variables numéricas

rooms lnput 2657 3.09 101 0.00 3.00
bathrooms  Input 2657 159  0.75 0.00 1.00

PriceByArea  Input 2657 163559 74393 253.00 1523.00 8182.00 7929.00
distance Input 2657 1858.71 1164.74 52.00  1636.00 5882.00 5830.00
1266.00 1242.00

size Input 2657 11451 6827 2400  95.00

8.00
5.00

8.00
5.00

0.56
122
1.25
0.96
4.28

231
1.58
3.49
0.53
40.44

latitude Input 2657 41.64404 0.01389 41.60290 41.64511 41.69303 0.09013 0.04630 0.94131
longitude  Input 2657 -4.72847 0.01504 -4.77265 -4.72634 -4.68915 0.08350 -0.41184 0.04919

price Objetivo 2657 189688 136892 13900 154000 1502200 1488300

Fuente: Elaboracion propia a partir de datos de Idealista

2.28

10.62

Para finalizar con las variables numéricas mostramos su matriz de correlaciones

(Figura 20). Como se puede apreciar, las variables de bathrooms y size tienen una

correlacion media-alta con la variable objetivo (price). Por su parte, es de destacar que la

variable distance no presenta una correlacion muy significativa, aunque como se

comprobd en la Figura 19, la relacion entre distance y price no seguia una regresion

totalmente lineal, sino mas bien de tipo logaritmico®. Entre las propias variables

explicativas, son resefables las relaciones positivas que existen entre size y bathroom

(0.7) y entre size y rooms (0.6).

Figura 20: Matriz de correlaciones (variables numéricas)

o o £
e 8 E %8 25 @
e 2 £ 8 8§ £ £ £
rooms 1 0.6
bathrooms 1 0.7 0.68
distance 1
size 1 0.7
latitude 1

longitude 1
priceByArea 1 0.66

price 1

Fuente: Elaboracion propia a partir de datos de Idealista

30 El precio se encarecia enormemente cuando la distancia era inferior a 0,5 km

r-0.4

0.6

0.8

1
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El restante grupo de variables estd compuesto por variables categoricas, que
indican la existencia de varios niveles o clases, y por variables binarias -también
conocidas como dummies- las cuales sirven para expresar la presencia o inexistencia de
un determinado elemento. Para nuestro proyecto seran variables binarias: status, exterior,

hasLift y hasPlan.

A juzgar por el contenido de la Tabla 6, las variables floor y district presentan un
alto nimero de niveles que podrian entrafiar problemas en la confeccion de nuestro
modelo predictivo, por lo que deberan ser tenidas en cuenta en apartados siguientes.
Ademas, y esto es especialmente importante, tres variables cuentan con valores ausentes
(NA) que tendran que tratarse mas adelante de una manera especifica, buscando eso si,

un balance entre la representatividad del conjunto de datos y su veracidad.

Tabla 6: Resumen estadistico de las variables categoricas y binarias

floor Input 270 18 387 1 526 0.232
district Input 2657 21 0 Centro 478 0.18
propertyType  Input 2657 6 0 flat 2231 0.84
status Input 2433 3 224 good 1705 0.701
exterior Input 2657 2 0 TRUE 1931 0.727
hasLift Input 2348 2 309 TRUE 1934 0.824
hasPlan Input 2657 2 0 FALSE 2003 0.754

Fuente: Elaboracion propia a partir de datos de Idealista

Para finalizar la parte mas técnica de nuestro EDA, se procede a elaborar un
estudio de la importancia que tiene cada uno de los predictores®! a la hora de explicar la
variable respuesta del precio. Es una parte, por tanto, con un enfoque mucho mas ligado
al predictive analytics y que necesita de un conocimiento mas profundo de estas técnicas

para quien lo quiera poner en practica.

Nosotros aplicaremos sobre el conjunto de datos una de las técnicas mas
extendidas y mas sencilla de entender: Random Forest*”. Se trata de un método estadistico
de aprendizaje perteneciente a la familia de los arboles de decision cuyo funcionamiento

se asienta sobre la construccion de un gran numero de arboles individuales que se

31 Desde este momento se llamarén a las variables indistintamente como variables o predictores
32Para un mejor explicacion de los arboles de decision visite: https://rpubs.com/Joaquin AR/255596
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asemejan a un bosque (Amat Rodrigo, 2018). La idea que persiste detras de todo este
proceso es conocer, ya en la fase del EDA, cudles van a ser las variables predictoras que
tengan mads influencia sobre el precio. Téngase en cuenta que, cuando se entrena un
modelo, obtener resultados positivos depende, en gran parte, de incluir aquellos
predictores que si estén realmente relacionados con la variable respuesta (Amat Rodrigo,

2018).

El resultado obtenido se puede apreciar en la Figura 21. En ella se expone una de
las medidas mas utilizadas para cuantificar la importancia de los predictores cuando la
variable respuesta es continua: “Reduccion de MSE (Mean Square Error)”. Esta medida
muestra cudl seria el impacto esperado que tendria en el modelo (incluyendo todas las
variables) una permutacion de ese predictor en concreto por otro distinto. Dicho impacto
es medido a través del incremento que sufre el MSE, o error medio de test en la prediccion
del precio y que, sensu contrario, se interpreta tal que, la presencia de un cierto predictor
o variable en el modelo permite reducir el error de test en un porcentaje determinado. Asi
pues, a mayor porcentaje de reduccion, mayor influencia tendra esa variable sobre el

modelo de prediccion de la variable objetivo (price).

Figura 21: Importancia de cada predictor
Reduccion de MSE

size
district 1
bathrooms
distance
hasLift 1
longitude
latitude

variable

status
floor
rooms
hasPlan
propertyType
exterior

1 | e o

0.10 0.15

o
o
2
o
ol

YincMSE

woneose R

0.05 010

Fuente: Elaboracion propia a partir de datos de Idealista

Observando los resultados, las variables size, district, bathrooms y distance
muestran una influencia muy alta sobre la prediccion de los precios de las viviendas.

Contrariamente, hasPlan, propertyType y exterior son predictores cuya aportacion al
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modelo parece ser practicamente nula. Predictores con resultados intermedios -hasLift,
longitude, latitude, status, y floor- deberan ser examinados para asi determinar si su
aportacion a la hora de predecir la variable price es lo suficientemente alta. Para estos
casos habra que tener en cuenta que los modelos de ML deben regirse por el principio
de parsimonia: serd mejor aquel modelo que, obteniendo resultados iguales, necesite de

un menor nimero de predictores para lograr ese resultado (Amat Rodrigo, 2018).
6.3.4. Future engineering

Una de las fases que tiene practicamente todo proyecto de Big Data, sea cual sea
su enfoque, es aquella en la que los datos pasan por un proceso de transformacion. Una
circunstancia que se agrava cuando los datos han sido obtenidos de una fuente externa,
como es el caso. Por ello, la fase de future engineering viene a resolver este problema.
Para este proyecto las transformaciones y demds operaciones que se realicen sobre el
dataset tienen como objetivo principal facilitar el trabajo a los algoritmos que van a ser
utilizados en la fase de entrenamiento, y que los algoritmos, como contrapartida, consigan

mejores resultados que los que se hubiesen obtenido en caso de no pasar por este paso.

a) Tratamiento de la variable floor

Esta variable presentaba un problema en la manera en la que se almacenaban los
datos. Si, por norma general cuando hablamos de viviendas en edificios hacemos
referencia a la planta en la que se encuentra mediante cifras (0, 1°, 2°, etc.), en el conjunto
de datos se encontraron ciertas observaciones que no se correspondian con ciftras, a saber:
“bj”, “en” y “st”. Siendo entradas con una proporcidén y frecuencia muy bajas, y
entendiendo que se refieren a los conceptos de “bajo”, “entrada” y “sétano”, se han
transformado y agrupado con las viviendas que se encuentran en la planta baja, o piso 0
de los edificios. Muchas de esas viviendas, como es 16gico, respondian a la tipologia de
chalets, pero también existian viviendas que en los propios edificios se localizan en dicha

planta baja pudiendo, asi, causar confusion.

b) Eliminacion de viviendas sin bafio, sin habitaciones o sin ambos espacios

Yaen el EDA se hizo referencia a esta circunstancia (Tabla §). Segtin los registros
de Idealista hay viviendas que, o bien, no tienen habitaciones, o bien, no tienen bafio, y

otras que incluso no cuentan con ninguno de los dos espacios. Esta circunstancia es cuanto
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menos extrafia, y lejos de querer entrar en el detalle de cual es la razon que provoca ello
(error en la introduccion de datos, viviendas con bafio compartido, viviendas didfanas
como los estudios, etc.), se proceden a eliminar los registros con esas caracteristicas. Otra
razon que permite seguir la tesis de la eliminacion es que el nimero de viviendas que son
excluidas es de 15 y la consecuencia de la eliminacion es una reduccion del nimero de

observaciones desde 2657 a 2642.

¢) Tratamiento de valores ausentes (NA)

Seguramente se trate de una de las cuestiones mas importantes que comprende
esta fase. Varios de los algoritmos que se emplean en ML no aceptan conjuntos de datos
con valores ausentes por lo que se requiere de una solucion. De acuerdo con Amat

Rodrigo (2018), la resolucion de este conflicto pasa por las siguientes tres posibilidades:

- Eliminar las observaciones con valores ausentes
- Eliminar las variables que contengan los valores ausentes
- Intentar estimar los valores ausentes a partir del resto de informacion que nos

brinda el conjunto de datos (imputacion)

Elegir entre una u otra depende mucho de la casuistica que exista, pero el énfasis
tiene que ponerse, sobre todo, en la influencia o grado de aportacion que tenga en el
modelo esa variable que contiene valores ausentes. Dicho lo cual, las dos primeras
opciones, aun siendo las mas sencillas de aplicar, son las que pueden entrafiar una pérdida
de informacién mayor. Por su parte, la imputacion cuenta con el handicap de que la
transformacion se realiza a partir de una estimacion, y por tanto, no existe certeza de que

esos datos representen la realidad.

La Figura 22 representa una imagen general de los valores ausentes que tiene
cada variable. Son tres las variables que tienen observaciones ausentes -floor, hasLift, y
status-, y siendo realistas no se trata de un namero bajo. De esta forma, para decidir qué
técnica seguir nos guiaremos por el sentido comtn inmobiliario y la importancia de cada

variable en el modelo (Figura 21).
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Figura 22: Variables con valores ausentes (NA)
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Fuente: Elaboracion propia a partir de datos de Idealista

La variable floor tiene una importancia relativamente baja, y ademas es dificil
conocer exactamente a qué se debe que no haya un registro para la planta en la que se
encuentra una vivienda. Es més, de las viviendas sin especificacion de planta, un total de
220 eran chalets (siempre son bajos) mientras que 140 eran pisos (pueden encontrarse en
cualquier planta). Esto, a mi parecer, hace inviable ejecutar una imputacion por lo que

directamente no utilizaremos la variable floor en nuestros modelos predictivos.

En el caso de la variable de hasLift, al tener una importancia mas grande
trataremos de imputarla. Por lo general, no especificar si se cuenta con ascensor quiere
decir implicitamente que no existe tal elemento. No tiene logica alguna no mostrar si se
cuenta o no con ascensor cuando en realidad si que se tiene. Asi pues, la imputacion de
esta variable consistirda en transformar todos los NA en la categoria de FALSE, que

significa que, el edificio en el que se encuentra la vivienda, no tiene ascensor.

Por ultimo, trataremos la variable de status que muestra el estado en el que se
encuentran las viviendas (bien, nueva obra o renovada). Su importancia es algo mayor
que la de floor, y no parece descabellado pensar que quien no especifica el estado del

inmueble es, en efecto, porque su estado no es el mejor. Entonces, si seguimos la logica
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que utilizamos para la imputacion de hasLift, aquellas observaciones que en la variable
de status tuvieran un valor ausente ahora contendran el nivel que indica el peor estado, es

decir, good.

El resultado de estas transformaciones se puede apreciar en el resumen de la Tabla
7. Las cifras sombreadas en amarillo han sufrido variaciones como consecuencia de la

imputacion de valores ausentes.

Tabla 7: Resultado de las transformaciones de los valores ausentes (NA)

status Input 2642 3 0 good 1920 0.727
haslLift Input 2642 2 0 TRUE 1926 0.729

Fuente: Elaboracion propia a partir de los datos de Idealista

d) Agrupacion o eliminacion de niveles de poca proporcion

El dataset contiene ciertas variables categdricas cuyo numero de niveles es muy
alto. A esto hay que afiadir que ciertos niveles tienen una frecuencia muy baja, es decir,
una varianza proxima a 0. Para solucionarlo es recomendable, ademas de aplicar la técnica
de one-hot-encoding que se explicara mas adelante, agrupar esos niveles que presentan

proporciones muy reducidas. Este es el caso de las variables floor, propertyType y district.

En cuanto a la primera, como hemos decidido no emplearla en los modelos de
ML, no practicaremos ninguna variacion sobre ella. La variable propertyType tiene 5
niveles (flat, chalet, penthhouse, duplex, countryHouse) y el 90% de las entradas
corresponde con el nivel flat. Esta es una de las razones por la que la Figura 21 sefiala
que la importancia del predictor propertyType dentro de un modelo con todas las variables
es muy baja. Por este motivo, no contaremos con ella en el modelo pero, en caso contrario,
se recomienda la eliminacion del nivel countryHouse pues solo existen 6 observaciones
que responden a esa tipologia de vivienda. Finalmente, respecto de la variable district, se
agruparan los barrios que tengan menos incidencia, concretamente aquellos cuyo nimero
de viviendas sea inferior a 30 -Hospital, Las Flores, Hospital Nuevo,y La Overuela-. El
nuevo nivel se reformulara bajo el nombre de “otros”, y estard conformado por 92

viviendas (Figura 23).

69



Figura 23: Numero de viviendas por barrios tras agrupacion de niveles
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Fuente: Elaboracion propia a partir de datos de Idealista

e) Cambios en la variable precio

Con el propésito de encontrar los mejores resultados posibles sobre la variable

objetivo o variable respuesta (price) se haran las siguientes operaciones:

1. Como comprobamos en la Figura 14, la variable precio no seguia una distribucioén
normal, sino que su distribucion era de tipo logaritmico, la cual constataba problemas
de asimetria. En general, los algoritmos empleados en ML mejoran sustancialmente
cuando la distribucion de la variable respuesta tiende a caracterizarse como normal.
Para lograr tal situacion, es necesario realizar sobre la variable dependiente una
transformacion logaritmica cuyo resultado se puede apreciar en la Figura 24.

2. A pesar de haber tratado la variable price con la transformacion logaritmica, siguen
existiendo observaciones que se alejan mucho de la mediana (outliers). Esto incide
directamente en el poder predictivo que pueden presentar los modelos, y por ende, se
procede a su eliminacion. No obstante, el problema no queda todavia resuelto. Cabe

recordar que el 75% de los inmuebles registrados en los datos tenian un precio inferior
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a 250.000¢€. Por tanto, aunque se eliminen aquellas entradas que se reconozcan como
outliers, sigue habiendo un espectro muy importante de ellos que se aleja bastante de
la mediana y que, seguramente, supondrd un empeoramiento del resultado predictivo
de los modelos. La clave en este punto reside en ser capaces de encontrar un balance
optimo entre el resultado y la representatividad de los datos. Para ello, se probara
indistintamente eliminaciones parciales de viviendas con precios por encima de los
250.000€, siempre y cuando, el nimero de registros con el que operemos no sea

inferior a 2.000 observaciones.

Figura 24: Distribucion de la variable precio sin transformar y con transformacion
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Fuente: Elaboracion propia a partir de datos de Idealista
6.3.5. Division de datos en test y entrenamiento

Para poder comprobar la capacidad predictiva “real” que presenta un determinado
modelo es necesario contrastar los resultados obtenidos con un conjunto de observaciones
que, aun conociéndose los registros de la variable que queremos predecir, no haya tenido
ningln contacto anterior con el modelo (Amat Rodrigo, 2018). A este proposito aplica la
“division de todos los datos en entrenamiento y test”. El subconjunto de entrenamiento
sera utilizado, como su propio nombre indica, para entrenar el modelo de forma reiterada
tratando de encontrar el ajuste que maximice el poder predictivo. Una vez entrenados

todos los modelos estos serdn puestos a prueba con el subconjunto de test.

Dicho esto, proceder de forma adecuada con la particion del conjunto de datos es

altamente importante. Primero, es necesario encontrar una proporcion adecuada. Es una
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cuestion cuyo nucleo reside en la cantidad de datos disponibles, pero la norma general
suele dotar al subconjunto de entrenamiento con un 70-80% de los datos, dejando el
restante 30-20% al subconjunto de test. Para el presente proyecto utilizaremos la division
70%-30% pues los datos con los que contamos, en términos comparativos con otros
proyectos de Big Data, no son excesivamente grandes. Segundo, no se puede pasar por
alto que hay que garantizar una similar representatividad en ambos subconjuntos, lo cual

se logra mediante el comando de R createDataPartition.

Procedemos con la particion, y obtenemos dos subconjuntos. Uno, el de
entrenamiento, formado por 1537 observaciones y 20 variables, y dos, el de test, que
cuenta con 656 observaciones y las mismas 20 variables. Téngase en cuenta que se realizo
sobre un dataset ya disminuido -20193 viviendas- puesto que se ha procedido a desechar

los inmuebles con un precio superior a 300.001€.
6.3.6. Preparacion de datos para los modelos de Machine Learning

El proposito de esta etapa del proceso es llevar a cabo una serie de
transformaciones para poder ejecutar sobre ellos diferentes algoritmos de ML, y que,
ademas, traten de mejorar sus resultados. Es cierto que varias de las operaciones que
fueron llevadas a cabo en el apartado de Future engineering podrian haberse realizado
aqui, pero, sin embargo, esta parte se diferencia en que las transformaciones en las
variables desdefian un caracter mas grupal, y no tanto singular, como se pudo observar en

aquel apartado.

La premisa que debe primar en todo este apartado es que las transformaciones
deben tener efecto sobre ambos subconjuntos, pero éstas tendrdn que estar guiadas
previamente por el aprendizaje obtenido del subconjunto de entrenamiento. Un paquete
realmente efectivo para este tipo de tratamiento es el de recipes, cuyo funcionamiento
sigue el patrén de una receta de cocina (Barter, 2019). A continuacion, se explican las

etapas fundamentales que ha seguido esta preparacion de los datos inmobiliarios:

1. Obtenemos los ingredientes. Especificamos la variable respuesta -price- y las
variables predictoras -rooms, size, bathrooms, district, hasLift, distance, status,

exterior, longitude y latitude-.

33 Para lograr un mejor poder predictivo
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2. Escribimos la receta. Aqui determinamos todas las transformaciones con las que

queremos proceder:

a)

b)

d)

Centrado. Es un tipo de tratamiento tipico en predictores numéricos. Logra que en
cada predictor seleccionado la media sea de 0. Esto se consigue restando a cada
registro la media de todas las observaciones de la variable (Amat Rodrigo, 2018).
Estandarizacion (normalizacion) y escalado. También enfocado en los predictores
numéricos, la estandarizacion permite colocar a todos los predictores numéricos
en la misma escala. Por su parte, el escalado normaliza las variables numéricas
dentro del rango [0,1].

Binarizacion de variables cualitativas (one-hot-enconding). Muchos algoritmos
de ML necesitan para su funcionamiento que tanto los predictores como la
variable objetivo sean numéricas. Esto significa que las variables cualitativas
tienen que convertirse en variables numéricas. Asi, la operacion que se realiza es
crear a partir de cada uno de los niveles que presenta esa variable cualitativa en
concreto una variable dummy o binaria (Brownlee, 2017). De este modo, por
ejemplo, en la variable district cada uno de los barrios se convierte en una nueva
variable con el valor de O si la vivienda no se encuentra en ese barrio o de 1 si
efectivamente pertenece a ¢€l.

Eliminaciéon de variables con varianza préoxima a cero. Puede suceder que
determinadas variables solo contengan un unico valor (varianza cero), o que
tomen varios valores, y algunos de ellos aparezcan con una frecuencia muy baja.
El problema que nace a raiz de ello es una degeneracion de sus distribuciones, y
en consecuencia, un empeoramiento del poder predictivo de algunos algoritmos
de ML (Lin & Li, 2020, pp. 95-96). Por esta razon, dentro del paquete recipes
tendremos la opcidn, una vez binarizadas las variables cualitativas, de eliminar

aquellos predictores que tengan este problema.

3. Preparacion de la receta. Se indica el subconjunto de datos con el que se va a preparar

la transformacion (entrenamiento). Basicamente, consiste en lograr que R aprenda

cuales son las variables a las que puede aplicar la receta.

4. Hornear. Es el ultimo paso, y consiste en aplicar las transformaciones que se han

preparado a los subconjuntos de entrenamiento y test.
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Un resumen de todas las operaciones puede encontrarse en la Figura 25. De ellas,
es destacable que 11 variables que correspondian a ciertos barrios han sido eliminadas

por tener una varianza proxima a 0.

Figura 25: Resumen del preparado de datos

Data Recipe
Inputs:

role #variables
gutcome 1
predictor 10

Training data contained 1537 data points and no missing data.
Operations:

Centering for rooms, size, bathrooms, distance, longitude, latitude [trained]

scaling for rooms, size, bathrooms, distance, longitude, latitude [trained]

Range scaling to [0,1] for rooms, size, bathrooms, distance, longitude, latitude [trained]
pummy variables from district, status [trained]

Sparse, unbalanced variable filter removed 11 items [trained]

Fuente: Obtenido de la consola de R

6.3.7. Seleccion de predictores

Incluir unicamente aquellos predictores que de verdad tengan influencia sobre la
variable respuesta puede significar la diferencia entre crear un modelo bueno y otro muy
bueno (Amat Rodrigo, 2018). De hecho, uno de los riesgos que siempre asoman en estas
etapas es que el modelo predictivo sea muy bueno prediciendo el subconjunto de
entrenamiento pero no tanto respecto del subconjunto de test que, al final, es el que mas
interesa (overfitting). De este modo, saber cudles son los predictores que deben participar

de los modelos de aprendizaje se antoja una cuestion de notoria importancia.

Tras las transformaciones del anterior apartado, el nimero de variables predictoras

serd de 16 (Tabla 8).
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Tabla 8: Informacion de las variables una vez transformadas

rooms Numérico Predictor Original

size Numérico  Predictor Original

bathrooms Numérico  Predictor Original

haslLift Binario Predictor Original

distance Numérico  Predictor Original

exterior Binario Predictor Original

longitude Numérico  Predictor Original

latitude Numérico  Predictor Original
district_Arturo.Eyres...La.Rubia Numérico  Predictor Derivado
district_Centro Numérico  Predictor = Derivado
district_Circular...Vadillos Numérico  Predictor Derivado
district_Delicias Numérico  Predictor = Derivado
district_Pajarillos Numeérico  Predictor Derivado
district_P2.Zorrilla...Cuatro.de.Marzo Numérico Predictor = Derivado
status_newdevelopment Numérico  Predictor Derivado
status_renew Numérico  Predictor Derivado

price Numérico Respuesta  Original

Fuente: Elaboracion propia a partir de datos de Idealista

Se procede a continuacion a operar uno de los métodos méas comunes en la
seleccion de predictores: eliminacién recursiva de variables®*. Es decir, se prueba un
modelo con todas las variables predictoras en ¢él, y se introduce la variable price en
términos logaritmicos. Para determinar cudl es el mejor conjunto de variables es necesario
utilizar alguna de las métricas de validacion de modelos apta para problemas de regresion
o cuando la variable respuesta es continua. La més utilizada es la media de los errores
elevados al cuadrado (Mean Square Error), pero al estar en unidades cuadradas, y en aras
de una interpretacion mas sencilla, se utiliza su raiz cuadrada: Root Mean Square Error

(RMSE).

Si nos detenemos en la Figura 26 podemos observar que el modelo que contiene
todas las variables (16) es el que més reduce el RMSE. Sin embargo, es de resefiar que la
mejora a partir de 12-13 variables es muy reducida, por lo que siguiendo el principio de
parsimonia se podria prescindir de algunas variables. Entonces, la pregunta que surge es:

[qué variables eliminamos o serian susceptibles de eliminacion?

3% Una explicacion detallada de su funcionamiento: https://rpubs.com/Joaquin_ AR/383283
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Figura 26: Resultados de la eliminacion recursiva de variables
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Fuente: Elaboracién propia a partir de datos de Idealista

Para dar respuesta a la pregunta anterior se representa la influencia media que tiene cada
variable del mejor modelo en la reduccion del RMSE (Figura 27). Nosotros utilizaremos

las 16.

Figura 27: Influencia media de cada variable del mejor modelo
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Fuente: Elaboracion propia a partir de datos de Idealista
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6.3.8. Entrenamiento de modelos predictivos y modelado (fine-tuning)

Una vez los datos han sido transformados y analizados, nos adentramos en el
nucleo del proceso de ML: “emplear un algoritmo capaz de representar los patrones
presentes en los datos de entrenamiento y generalizarlos a nuevas observaciones” (Amat
Rodrigo, 2018). Es decir, en esta fase se aplicaran diferentes algoritmos de ML sobre el
conjunto de los datos de entrenamiento para que el modelo aprenda validando ese
aprendizaje mediante su contrastacion con el subconjunto de test. Entre tanto, al tener
cada uno de los algoritmos de ML sus propios parametros estos se ajustaran
progresivamente hasta encontrar el mejor modelo. De esta forma, el propdsito en este
apartado es el de encontrar el modelo que tenga mejor capacidad predictiva de entre los
multiples modelos que cada algoritmo va a entrenar (fine-tuning). El mejor modelo sera
aquel que presente menor RMSE al predecir la variable price. Ademas, al introducirse la
variable price con transformacion logaritmica, los resultados que se obtienen respecto del
error también se expresaran en términos logaritmicos. Serd en el siguiente apartado,
destinado a la prediccién de nuevas observaciones, cuando mostremos el error en los

términos originales del precio de las viviendas

Por ultimo, como medida de validacion de los modelos se hace uso de la técnica
de Repeated Cross-Validation que implica ajustar y evaluar los modelos un nimero
determinado de veces, cada vez con una particion distinta, incluyendo un altimo ajuste

con todo el subconjunto de entrenamiento (Amat Rodrigo, 2018).
Los algoritmos que se emplean son:

Support Vector Machine®’ (SVM). Vilido tanto para problemas de clasificacion como de
regresion. Se fundamenta en la idea de encontrar el hiperplano que mejor divida un
conjunto de datos en dos clases (Bambrick, 2016). El parametro a ajustar de este algoritmo
serda C -el coste asociado a una clasificacion erronea del hiperplano- (Toscano Pinel,

2019).

En este caso se entrenan varios modelos con el algoritmo Support Vector Machine de tipo
lineal, de ahi que se utilice el método svmLinear. En concreto, se programa el modelo

para que el factor de coste C se ajuste entre los valores 0,001 y 20. El modelo que mas

35 Maquinas de Vector de Soporte
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logra reducir el RMSE en la prediccion del precio es aquel cuyo factor de coste es de

16,96 (Figura 28). Aun asi, las diferencias entre modelos son muy reducidas.

Figura 28: Evolucion de RMSE en funcion del factor C (SVM)
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Fuente: Elaboracion propia a partir de datos de Idealista

K-Nearest Neighbor (KNN). Es con diferencia el mas sencillo. Trata de identificar las
observaciones del subconjunto de test que se asemejen a las del subconjunto
entrenamiento para otorgarles como valor la clase predominante. (Amat Rodrigo, 2018).
Ademas, es un algoritmo que solo contiene un unico hiperpardmetro: K -numero de
observaciones vecinas-. Concretamente, para el entrenamiento de este algoritmo el

numero de observaciones vecinas que emplearemos estara en el rango [1,50].

Figura 29: Evolucion de RMSE en funcion del n° de observaciones vecinas (KNN)

RMSE (Repeated Cross-Validation)

o 10 20 30 40
#MNeighbors

1]
=]

Fuente: Elaboracion propia a partir de datos de Idealista

Como muestra la Figura 29, el nimero de observaciones vecinas que consigue un mejor

poder predictivo en el entrenamiento de modelos es el de 5.
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Random Forest (RF). Perteneciente a la familia de algoritmos basados en los arboles de
decision, este algoritmo combina los resultados obtenidos de varios arboles de decision
pero con la gran diferencia de que en cada iteracion se introducen una serie de variables
de forma aleatoria (Toscano Pinel, 2019). Los parametros ajustados son: mtry -nimero de
predictores utilizados aleatoriamente-, min.node.size -tamafio minimo de cada nodo para
efectuar la division de los arboles- y splitrule -criterio de la division-. A mayores, habra

que determinar el nimero de arboles 6ptimo para evitar un excesivo coste computacional.

Figura 30: Evolucion de RMSE en funcion de los parametros (Random Forest)
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Fuente: Elaboracion propia a partir de datos de Idealista

A la luz de los resultados, el modelo de Random Forest que devuelve un mejor
comportamiento en la prediccion de price tiene un nodo de tamanio 1 y un total de 5

variables aleatoriamente escogidas (Figura 30).

Gradient Boosting (GB). Hablamos de una version posterior a Random Forest dentro de
la familia de arboles de decision. La gran novedad reside en el factor de regularizacion,
pues permite minimizar el error de prediccion gracias a la correccion reciproca que hacen
unos arboles de los otros respecto de dicho error. Serd el algoritmo con mayor ntimero de
parametros (4): el nimero de arboles -n.trees-, el nimero de divisiones realizado a cada

arbol -interaction.depth-, el parametro de regularizacion -shrinkage- y nimero minimo de
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observaciones que un nodo tiene que tener para producirse la division -n.minobsinnode-

(Amat Rodrigo, 2018).

Para ajustar el algoritmo de Gradient Boosting partiremos de tres cifras distintas de
arboles (500, 1000 y 1500), asi como dos cifras diferentes para las divisiones de cada
arbol (1 y 2). Por su lado, el parametro de regularizacion shrinkage tendra tres cifras
distintas de divisiones (5, 15 y 20), y el nimero de observaciones para cada nodo podra

serde 5, 15 y 20.

Figura 31: Evolucion de RMSE en funcion de los parametros (Gradient Boosting)
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Fuente: Elaboracion propia a partid de datos de Idealista
La Figura 31 muestra que para el algoritmo Gradient Boosting la combinacion de

parametros que minimiza el error para predecir el precio de la viviendas es la que engloba

2 divisiones en cada arbol, 1000 arboles, y un factor de regularizacion de 0,05.
6.3.9. Evaluacion comparativa de todos los modelos en funcion del poder predictivo

La idea fundamental que descansa en todo proyecto de ML es que los modelos
tengan capacidad para predecir lo més acertadamente el precio de viviendas con las que
no se haya entrenado. Para ello, los modelos entrenados con el subconjunto de

entrenamiento ahora son testados con el subconjunto de test. Aquel modelo que presente
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un error de test mas bajo en la prediccion del precio serd el méas adecuado de entre los
entrenados. Dicho esto, para conseguir una mejor visualizacion de los resultados se
realiza una evaluacion comparativa del mejor ajuste que presenta cada algoritmo de los

anteriormente explicados.

En primer lugar, comprobamos los resultados predictivos que presenta cada
algoritmo en la prediccion del precio de las viviendas del subconjunto entrenamiento. A
priori, el modelo deberia de comportarse mejor sobre el conjunto de datos que sobre el
subconjunto de test pues son las observaciones sobre las que ha podido aprender los

patrones que explican el precio de las viviendas.

Figura 32: Error medio de prediccion del subconjunto de entrenamiento
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Fuente: Elaboracion propia a partir de datos de Idealista

Como se puede observar (Figura 32), Random Forest es, con notoria diferencia,
el algoritmo que mejor predice el precio de los inmuebles en el subconjunto de
entrenamiento -alrededor de 13.000€-. En cambio, el algoritmo Support Vector Machine

tiene un error mucho mayor, sobre los 43.000€.

Estos resultados, aun teniendo cierta fiabilidad, deben ser contrastados con

observaciones nuevas, es decir, con el subconjunto de test. Mediante esta técnica es facil
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comprobar si en el aprendizaje ha habido overfitting o por el contrario, underfitting. La
primera situacion implica un sobre aprendizaje del modelo sobre el conjunto de
entrenamiento, lo que impide llevar a cabo una generalizacion de las predicciones a otras
viviendas no observadas previamente. Por su parte, el concepto de underfitting es, en
términos sencillos, que el modelo no trabaja del todo bien con el conjunto de datos porque

sus caracteristicas no mezclan bien con el algoritmo utilizado.
Figura 33: Error medio de prediccion del subconjunto de test
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Fuente: Elaboracion propia a partir de datos de Idealista

A este respecto, parece que claramente Random Forest padece de un problema de
overfitting. El error varia desde los 13.000€ del subconjunto de entrenamiento a los casi
30.000€ de la prediccion del subconjunto test. Razonamiento, ademads, extrapolable a los
modelos de Gradient Boosting y K-Nearest Neigbors pero en ambos casos la diferencia
de RMSE que hay para uno y otro subconjunto de datos es asimilable (alrededor de los
5.000€). Finalmente, el modelo de Support Vector Machine, ademas de tener predicciones
bastante insatisfactorias, presenta sintomas de underfitting. Consigue reducir en mayor
medida el error medio de prediccion cuando trabaja con el subconjunto test que cuando

lo hace con el de entrenamiento.
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En general, el poder predictivo de todos los modelos no es excesivamente bueno.
Un error medio de 30.000€ a la hora de predecir el precio de una vivienda no puede servir,
desde luego, como fundamento para asesorar en alguna compra el precio al que se deberia
de adquirir un inmueble en concreto o, en una venta, a qué precio se deberia vender para
obtener una rentabilidad, por poner algunos ejemplos. Pero, en cambio, si que debe servir
como punto de partida para encontrar el modelo que mas optimice los patrones de
comportamiento de los precios en una ciudad como Valladolid. Por los resultados, tanto
el algoritmo de Support Vector Machine como el de K-Nearest Neighbor serian
descartados en futuros intentos de optimizacidon, mientras que Gradient Boosting y
Random Forest, al comportarse mejor que los otros dos, ganan enteros para proximos

proyectos.

Por ultimo, notar que este proyecto ha tenido, respecto de la precision predictiva,
una limitacion importante en el nimero de datos. No hay que dejar de lado el hecho de
que los algoritmos de ML, cuanto mayor campo de aprendizaje tienen, mejor es el
resultado predictivo que generan sobre nuevas observaciones. Contar con 2657
observaciones es una gran aproximacion a lo que podria consistir un proyecto real y
profesional, pero lograr resultados méas esperanzadores requiere de un mayor numero de

datos.
6.4. Futuros proyectos

Aunque ha quedado demostrado cuin es la importancia y las diferentes
posibilidades que otorga el Big Data inmobiliario a cualquier operador, probablemente a
mas de uno a lo largo de la lectura del documento se le habran ocurrido distintas ideas a
las que aqui se han plasmado. Es aqui donde realmente reside el verdadero valor anadido
que cada uno puede dotar al analisis de datos. Para finalizar la parte practica, se exponen

dos ideas de analisis que surgen a raiz de este proyecto:

1. Combinar los registros de inmuebles de distintos portales inmobiliarios. Ademas
de utilizar las observaciones que Idealista provee, existen otros portales que
también ponen a disposicion de los usuarios parte de sus datos. De hecho, gracias
al trabajo de investigacion perpetrado para este proyecto se han descubierto

nuevos lugares de los que obtener datos como es el caso de Realo* o la comunidad

36 https://www.realo.es/en/about
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de ROpenSpain®’ que pone a disposicion distintos codigos de R que permiten, por
ejemplo, descargar datos de la Sede Electronica del Catastro de Espafia. Algunos
proyectos mas avanzados incluirian la utilizacion de técnicas de web scrapping

(extraccion de contenidos y datos de las paginas web sin necesidad de API).

2. Disefiar un modelo conjunto (ensemble model) que integre las predicciones
acertadas de cada algoritmo. Es decir, aunque un algoritmo no sea capaz de
predecir toda la verdad, si que lo puede hacer para una parte de ella. Por ello, si
cada uno de esos modelos consigue descubrir partes de esa verdad, al emplearlos
de manera conjunta, esas carencias predictivas que tenia cada uno de los modelos

por separados se consiguen minimizar (Amat Rodrigo, 2018).

Estas son solo algunas de las ideas que han surgido con motivo de la realizacién
de este proyecto, sin perjuicio, como es obvio, de todas las posibles mejoras con las que

puede contar este proyecto.

37 https://ropenspain.es/paquetes/
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7. CONCLUSION

Es innegable que el uso de las nuevas tecnologias ha llegado al sector inmobiliario
para quedarse. El sector del ladrillo comienza a vislumbrar una nueva era (PropTech),
donde el desconocimiento y la aversion a la innovacion tecnoldgica dejan paso a un
entramado enteramente digital. Aun asi, la inmersién de la innovacion tecnolédgica en la
industria inmobiliaria tiene todavia mucho camino por recorrer en gran parte de los
mercados internacionales, incluido el espafiol: un mercado eminentemente clusterizado
por las metropolis urbanas de Madrid y Barcelona que deja entrever importantes carencias
desde el punto de vista de la adopcion tecnologica, pero que también pone de manifiesto
el importante numero de oportunidades inmobiliarias que existen fuera de esas dos

ciudades.

En este contexto, una de las ramificaciones del PropTech que més fuerza ha
ganado es la del Big Data. Consecuencia directa de sus singularidades, el sector
inmobiliario se convierte en una industria muy proclive para el despliegue de la ciencia
de los datos, con las transformaciones que ello implica. Poder proyectar las preferencias
de los clientes o minimizar el riesgo intrinseco de cualquier inversién inmobiliaria son
solo algunas de las virtualidades que lleva consigo el andlisis masivo de datos dentro del
sector. Es mas, determinadas areas del Big Data como es el predictive analytics o el
descriptive analytics han creado verdaderos movimientos en torno a ellos, logrando
desmarcarse del tradicional andlisis inmobiliario. No obstante, la ventaja mas disruptiva
que esconde el Big Data es, sin lugar a dudas, su poder democratizador. No entiende de
grandes, medianos o pequefios, ni siquiera de entendidos o desconocedores, pues todos y
cada uno de nosotros tenemos acceso a los datos, como aqui se ha demostrado. Una
democratizacion que, ademas, impacta de lleno en el sector inmobiliario gracias a la

puesta a disposicion que hacen distintas plataformas, portales e instituciones de sus datos.

Adentrarse en este nuevo contexto que dibujan la innovacion tecnologica y el Big
Data inmobiliario deberia conformar la nueva hoja de ruta de gran parte de los operadores
de la industria. Formar o no formar parte de ello puede significar la diferencia entre seguir
o quedarse por el camino. Una realidad que, sin lugar a dudas, duele mas si cabe cuando
“subirse al carro” de la transformacion digital nunca ha sido tan sencillo ni ha estado al

alcance de tantos
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De forma practica, a través del analisis de la oferta residencial de la ciudad de
Valladolid y sus conclusiones predictivas (APLICACION PRACTICA), hemos
demostrado como estos cambio estdn también al alcance de cualquier empresa
(independientemente de sus caracteristicas), incluso para aquellas que piensan que el
cambio hacia el Big Data inmobiliario es un imposible o algo redundante para sus
modelos de negocio. Ser una inmobiliaria familiar y tradicional que cuenta con pocos
recursos y que nunca antes ha probado este tipo de herramientas, no puede ser, de ningiin
modo, razon tal para evitar dicha transformacion. Entender y comprender esta
circunstancia tiene que conformar el ntcleo sobre el que se asiente la nueva era del sector.

En definitiva, una nueva que trae consigo un nuevo sector.
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9. ANEXO

Anexo A: Descripcion de variables originales obtenidas de Idealista

1 propertyCode Codigo de Identificacion de Idealista Character Aceptado
2 thumbnail URL fotos Character Rechazado
3 External Reference Referencia externa Character Rechazado
4 numPhotos NUmero de fotos disponibles Integer Aceptado
5 floor Piso Character Aceptado
6 price Precio Double Aceptado
7 propertyType Tipo de propiedad Character Aceptado
8 operation Venta o alquiler Character Rechazado
9 size Tamafio Double Aceptado
10 exterior Exterior Logical Aceptado
11 rooms N2 habitaciones Integer Aceptado
12 bathrooms N2 bafios Integer Aceptado
13 address Direccion Character Aceptado
14 province Provincia Character Rechazado
15 municipality Municipio (Valladolid) Character Aceptado
16 district Distrito/Barrio Character Aceptado
17 country Pais Character Rechazado
18 latitude Coordenadas (latitud) Double Aceptado
19 longitude Coordenadas (longitud) Double Aceptado
20 showAddress Tiene direccion Logical Rechazado
2 url URL Character Aceptado
22 distance Distancia ala Plaza Mayor Character Aceptado
23 hasVideo Tiene video Logical Rechazado
24 status Estado Character Aceptado
25 newDevelopment Nueva construccion Logical Rechazado
26 haslift Tiene ascensor Logical Aceptado
27 priceByArea Precio por metro cuadrado (m2) Double Aceptado
28 hasPlan Tiene plano Logical Aceptado
29 has3DTour Tiene video 3D Logical Rechazado
30 has360 Tiene vision 360 Logical Rechazado
31 topNewDevelopment NA Logical Rechazado
32 newDevelopmentFinished Nueva construccion finalizada Logical Rechazado
33 parkingSpace.hasParkingSpace Tiene plaza de garaje Logical Rechazado
34 parkingSpace.isParkingSpacelncludedinPrice Garaje incluido en precio Logical Rechazado
35 parkingSpace.parkingSpacePrice Precio plaza de garaje Double Rechazado
36 detailedType.typology Tipologia detallada Character Rechazado
37 detailedType.subTypology Subtipologia detallada Character Rechazado
38 suggestedTexts.subtitle Subtitulo sugerido Character Rechazado
39 suggestedTexts.title Titulo sugerido Character Rechazado

Fuente: Elaboracion propia a partir de datos de Idealista
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Anexo B: Distribucion geografica de los barrios de la ciudad de Valladolid

P
\
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Fuente: Elaboracién propia a partir de datos de Idealista
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