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RESUMEN DEL PROYECTO

En este proyecto se entrenan y optimizan dos modelos de aprendizaje automatico, uno LSTM y otro
convolucional, para la prediccion de valores futuros del indice Kp. Con la combinacion de ellos, se
crea una aplicacién que detecta tormentas solares electromagnéticas, las cuales pueden interferir con
las comunicaciones en la Tierra.

Palabras clave: LSTM, red neuronal, deteccion de anomalias, Kp, tormenta solar

1.

Introduccion

La actividad en la superficie del Sol crea un tipo de clima llamado “clima espacial”. Pese a que
el Sol est4 a una distancia enorme de la Tierra (unos 93 millones de millas o 150 millones de
kilometros), el clima espacial puede afectar a la Tierra y al resto del sistema solar. En el peor
de los casos, incluso puede dafiar satélites y provocar apagones eléctricos en la Tierra. El
proceso de generacion de actividad geomagnética es complejo. Las tormentas geomagnéticas
son las que causan los efectos sefialados anteriormente en la Tierra, por lo que resulta
imprescindible predecir con precision la actividad geomagnética y su impacto en las
comunicaciones. Existen indices, como el Kp, que miden la intensidad de las perturbaciones
geomagnéticas en un cierto periodo de tiempo. El presente trabajo de fin de grado explora la
posible aplicacion de técnicas de aprendizaje automatico para predecir el valor del indicador
Kp y conocer asi con anticipacién si hay tormentas geomagnéticas que pudieran afectar a las
comunicaciones terrestres.

Definicion del proyecto

El objetivo principal del proyecto es la creacion de una aplicacion que permita detectar
tormentas geomagnéticas a través de dos redes neuronales distintas que puedan usarse de
manera conjunta para robustecer la prevision del valor de Kp. Con dicha aplicacion se pretende
identificar anomalias en la prediccion del indice Kp. Estas anomalias corresponderan a periodos
de tormenta electromagnética. Para lograr dicho objetivo, se plantean los siguientes
subobjetivos que deberan conseguirse durante el desarrollo del proyecto:
o Explicar la variable Kp en funcion de otras variables disponibles, que seran las entradas
de los modelos de prediccidn.
e Importar los datos medidos por el Space Weather Prediction Center [1] y por el
Geomagnetic Observatory Niemegk, GFZ German Research Centre for Geosciences
[2], que servirdn como variables de entrada a las redes neuronales.



Limpiar y procesar todos los datos recogidos de manera que se desechen o se interpolen
valores de las variables que no se midieron correctamente.

Crear y evaluar la precision de un modelo LSTM basado en redes neuronales que trate
de predecir valores futuros del indice Kp.

Crear y evaluar la precision de un modelo con una red de convolucidn que, al igual que
el anteriormente mencionado, trate de predecir valores futuros del indice Kp.
Comparar ambos modelos con el objetivo de combinarlos y mejorar la prevision de
tormentas solares.

Programar una aplicacion que detecte tormentas electromagnéticas en cada dia de los
ultimos seis afios, basada en las redes neuronales entrenadas anteriormente.

3. Descripcion del modelo/sistema

En primer lugar, se procedié a la importacion y el tratamiento de los datos, los cuales se
interpolaron en caso de no tener una entrada medida correctamente. Las variables de entrada
elegidas fueron la magnitud del campo magnético, la densidad de protones en el viento solar y
la velocidad de su flujo. En segundo lugar, se crearon y optimizaron el modelo LSTM vy el
modelo convolucional. Estos modelos son entrenados en periodos en los que no hay tormentas
solares, es decir, momentos en los que Kp es menor de cinco. Tras varias pruebas con diferentes
parametros se llegd a los siguientes modelos, donde X representa las entradas e Y la salida del
modelo:

LSTM

NIVEL 1:
30 neuronas

NIVEL 2:
20 neuronas

—->Y

Dense(1)

Figura 1. Arquitectura del modelo LSTM optimizado

X —> —> Y

Dense(30) Dense(20) Dense(4) Linear

Figura 2. Arquitectura del modelo convolucional optimizado

Se puede observar que el modelo LSTM consiste en dos niveles LSTM, seguidos de una capa
de activacion Dense con una dimension de salida. EI modelo LSTM (M2) se entrené con 1.000
épocas y un tamafio de lote de 200. Por otro lado, el modelo convolucional consta de tres capas
Dense, cada una con el nimero de neuronas indicado, y una capa de activacion linear. El modelo
elegido (M16) se entrend con 2.000 épocas y un tamafio de lote de 100. Para estos parametros
obtenemos los siguientes errores:

Modelos

Capas

Neuronas

Tamafio de lote

Epocas

Error Medio Training

Desviacion Tipica Training

Error Medio Test

Desviacion Tipica Test

RMSE Training

RMSE Test

M2

N

30,20

200

1000

-0.0299

0.9558

0.003

0.9627

0.9563

0.9627

M16

30,20,4

100

2000

-0.0025

0.8419

-0.0407

0.859

0.8419

0.86

Figura 3. Modelos elegidos y sus errores

Una vez escogidos los modelos que mejor predicen en momentos de no tormentas, se procede
a comprobar su eficacia en momentos de tormentas. El objetivo es que predigan peor en




momentos de tormentas, de manera que el error en la prediccion se salga del intervalo de
confianza y se detecte asi una anomalia. Para estudiar el acierto de las predicciones, se calcula
cuéntos de los errores en la prediccion de periodos de tormentas solares se salen de las bandas
de confianza.
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Figura 4. Error en periodo de tormentas del modelo LSTM

En la figura anterior se observa graficamente que el 71,85% de los errores en las predicciones
del modelo LSTM se mantienen dentro del intervalo de confianza.
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Figura 5. Error en periodo de tormentas del modelo convolucional

Por otro lado, el modelo convolucional predice el 78,29% de los datos dentro del intervalo de
confianza.

Una vez escogidos los modelos, se decidio que la mejor forma de combinarlos era hacer un OR
I6gico de las anomalias detectadas con cada uno. EI modelo resultante es el siguiente:

Numero de épocas Conv. Namero de neuronas Conv. Tamafio de lote Conv.

IPERPARAMETROS CONV.

MODELO GALIDAS CONV.,
[CONVOLUCIONAL

MODELO SALIDAS LSTM
LST™

Campo magnético

DETECTOR DE

ANOMALIAS >DECISION

Densidad de protones

Velocidad de flujo del
viento solar

HIPERPARAMETROS LSTM

Nimero de épocas LSTM Namero de neuronas LSTM  Tamafio de lote LSTM

Figura 6. Esquema del detector de anomalias



Para demostrar su efectividad, podemos observar que el 62,75% de las predicciones se
mantienen dentro de las bandas de confianza con este modelo.
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Figura 7. Errores en las predicciones de ambos modelos

Por ultimo, se cred una aplicacion que utiliza la combinacion de los dos modelos para detectar
tormentas cada dia desde enero de 2015 hasta diciembre de 2021. La aplicacion categoriza los
dias de verde si decide que no hubo tormenta, de amarillo si es posible que la hubiera y de rojo
si esta seguro de que la hubo.

Resultados

La aplicacion consigue clasificar correctamente el 100% de los dias verdes. Por lo tanto, si hay
algin momento de un dia en el que se mide una tormenta solar, la aplicacion clasificara el
mismo dia de amarillo o de rojo. Sin embargo, la aplicacion también clasifica erroneamente
algun dia en el que no hay tormentas. A continuacidn se muestra un ejemplo del resultado que
muestra la aplicacion para marzo de 2015:

Samaforo
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Figura 8. Resultado de la aplicacion "semdforo" para marzo de 2015

Ademés, dentro de la aplicacion se puede comprobar el funcionamiento de esta, ya que se
muestran los valores reales que toma el Kp, ademés del color resultante.



YearMonth Day Hours Kp Bt Proton Density Bulk Speed

593 201503 17 0:3 2.000 8.300000 14.100000 420.266667
594 201503 17 3:6 4.667 15.033333 17.433333 468.966667
595 201503 17 6:9 5.667 14.166667 6.266667 530.466667
596 201503 17 9:12 5.333 15.766667 7.000000 609.566667
597 201503 17 1215 7.667 27.133333 13.700000 589.866667
598 201503 17 15118 7.667 24.400000 10.066667 576.033333
599 201503 17 18:221 7.333 17.400000 5.033333 556.833333
600 201503 17 21:24 7.667 19.166667 5.766667 555.200000

Figura 9. Datos del 17 de marzo de 2015

Por ejemplo, el dia 17 de marzo se muestra en rojo en la aplicacion y se puede observar en la
figura anterior que desde las seis de la mafiana hasta el final del dia hay valores de Kp
mayores de cinco.

Conclusiones

En conclusion, se cumplen satisfactoriamente todos los objetivos fijados para el proyecto. Se
consigue importar y tratar los datos correctamente, y se logra crear, optimizar y entrenar un
modelo LSTM y un modelo convolucional. Ademas, se consiguen combinar ambos modelos
para mejorar las previsiones; de hecho, se mejora mas de un 10% el acierto de cualquiera de
los dos modelos por separado. Por Gltimo, la combinacién de ambos modelos se utiliza en una
aplicacién de creacion propia para clasificar los dias por color en funcion de si tuvo o no tuvo
lugar alguna tormenta solar. La aplicacion también clasifica con color amarillo o rojo la
totalidad de los dias con periodos de tiempo con un Kp superior o igual a cinco.
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ABSTRACT

In this project, two machine learning models are trained and optimized. One of them is an LSTM
network and the other is a convolutional network. These models try to predict future values of the Kp
index. By combining both of them, an application is created to detect solar electromagnetic storms,
which can impact communications on Earth.

Keywords: LSTM, neural network, outlier detection, Kp, solar storm

1.

Introduction

The activity on the surface of the Sun creates a type of weather called space weather. The Sun
is about 93 million miles (150 million kilometers) far from Earth. However, space weather
can affect Earth and the rest of the solar system. In the worst case scenario, it can even
damage satellites and cause power outages on Earth. The process of generating geomagnetic
activity is complex. Geomagnetic storms are the cause of the aforementioned effects on Earth,
S0 it is essential to accurately predict geomagnetic activity and its impact on communications.
There are indices, such as Kp, that measure the intensity of geomagnetic disturbances over a
certain period. This thesis explores the possible application of machine learning techniques to
predict the value of the Kp indicator and, therefore, to know in advance if there are
geomagnetic storms that could affect terrestrial communications.

Definition of the project

The main objective of the project is to create an application to detect geomagnetic storms
through two different neural networks that can be used together to improve the Kp value
forecast. The aim of this application is to detect outliers in the prediction of the Kp index. These
outliers will correspond to electromagnetic storm periods. To achieve this objective, the
following sub-objectives should be achieved during the development of the project:
e To explain the Kp variable in terms of other available variables that will be the inputs
to the predictive models.
e To import data measured by the Space Weather Prediction Center [1] and by the
Geomagnetic Observatory Niemegk, GFZ German Research Centre for Geosciences
[2], which will serve as input variables to the neural networks.
e To clean and process all collected data so that the values of variables that were not
measured correctly are discarded or interpolated.
e To create and evaluate the accuracy of a neural network-based LSTM model that
attempts to predict future values of the Kp index.



the aforementioned model, tries to predict future values of the Kp index.

improving the forecasting of solar storms.

six years, based on the neural networks trained as indicated above.

3. Description of the model/system

To create and evaluate the accuracy of a model with a convolutional network that, like
To compare the two models mentioned above with the aim of combining them and

To program an application that detects electromagnetic storms on each day of the last

First of all, the data were imported and processed, and they were interpolated if the input was
not measured correctly. The chosen input variables were magnitude of the magnetic field,
proton density in the solar wind and its bulk speed. Secondly, the LSTM model and the
convolutional model were created and optimized. These models are trained in periods when
there are no solar storms, i.e., times when Kp is less than five. After several tests with different

parameters, the following models were derived:

NIVEL 1:

30 neuronas

LSTM

NIVEL 2:
20 neuronas

Figure 1. Optimized LSTM model architecture

Dense(1)

—->Y

x —

Dense(30)

Dense(20)

Dense(4)

Linear

—> Y

Figure 2. Optimized convolutional model architecture

It can be observed that the LSTM model consists of two layers of LSTM with a different number
of neurons and an activation layer Dense, with an output dimension of 1. The LSTM model
(M2) was trained with 1,000 epochs and a batch size of 200. On the other hand, the
convolutional model consists of three convolutional layers, each of them with the number of
neurons shown in Figure 2. Optimized convolutional model architecture, and a linear activation
layer. The convolutional model (M16) was trained with 2,000 epochs and a batch size of 100:

Modelos |Capas Neuronas

Tamafio de lote

Epocas

Error Medio Training

Desviacion Tipica Training

Error Medio Test

Desviacion Tipica Test

RMSE Training

RMSE Test

M2 2|30,20

200

1000

-0.0299

0.9558

0.003

0.9627

0.9563

0.9627

M16 3|30,20,4

100

2000

-0.0025

0.8419

-0.0407

0.859

0.8419

0.86

Figure 3. Chosen models with their errors

Once the models that best predict at non-storm times have been chosen, their accuracy is

tested at storm times. The aim is for them to predict worse when there are storms, so that the
prediction error is outside the confidence interval and an outlier is detected. In order to study
the accuracy of the predictions, a calculation is made of how many of the errors in the
prediction of solar storm periods are outside the confidence bands.
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Figure 4. Prediction error in storm periods of the LSTM model

As illustrated in the figure above, 71.85% of the prediction errors of the LSTM model fall
inside the confidence interval.
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Figure 5. Prediction error in storm periods of the convolutional model

On the other hand, the convolutional model predicts 78.29% of the outputs inside the
confidence interval.

Once the optimized models had been selected, it was decided that the best way of combining
them was by doing a logical OR of the outliers detected by each model. The resulting model is
as follows:

Numero de épocas Conv. Namero de neuronas Conv. Tamafio de lote Conv.

IPERPARAMETROS CONV.

MODELO GALIDAS CONV.,
[CONVOLUCIONAL

MODELO SALIDAS LSTM
LST™

Campo magnético

DETECTOR DE

ANOMALIAS >DECISION

Densidad de protones

Velocidad de flujo del
viento solar

HIPERPARAMETROS LSTM

Nimero de épocas LSTM Namero de neuronas LSTM  Tamafio de lote LSTM

Figure 6. Scheme of the complete model

To demonstrate the effectiveness of this model, we can observe in the figure below that
62.75% of the prediction errors remain within the confidence interval.
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Figure 7. Prediction errors from both models

Finally, an application was created which uses the combination of both models to detect solar
storms each day from January 2015 to December 2021. The application categorizes days in
green if it decides that there were no storms, in yellow if there could have been a storm and in
red if it is certain that there actually was a storm.

Results

The application correctly classifies 100% of green days. Therefore, any day on which a solar
storm is detected will be classified either in yellow or in red by the application. However, some
days with no storms are misclassified by the application. The following figure shows an
example output of the application for March 2015:

Semaforo
30 A [ ]
25
20 @
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W
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a
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o 5 10 15 20 .3 k]

Dias
Figure 8. Results from the “traffic light” application for March 2015

Moreover, the application can be used to verify the real Kp values measured, and this
information can be compared with the output color generated by the application to check its
behavior.



YearMonth Day Hours Kp Bt Proton Density Bulk Speed
593 201503 17 0:3 2.000 8.300000 14.100000 420.266667
594 201503 17 3:6 4.667 15.033333 17.433333 468.966667
595 201503 17 6:9 5.667 14.166667 6.266667 530.466667
596 201503 17 9:12 5.333 15.766667 7.000000 609.566667
597 201503 17 1215 7.667 27.133333 13.700000 589.866667
598 201503 17 15118 7.667 24.400000 10.066667 576.033333
599 201503 17 18:21 7.333 17.400000 5.033333 556.833333
600 201503 17 21:24 7.667 19.166667 5.766667 555.200000

For example, 17 March 2015 is displayed in red in Error! Reference source not found..
Error! Reference source not found. shows that from six a.m. until the end of the day, there

Figure 9. Data From the 17th of March 2015

are measured Kp values greater than five.

Conclusions

In conclusion, all listed objectives for the project have been successfully met. The data were
correctly imported and processed. Two models, one LSTM network and one convolutional
network, were created, optimized and trained. Subsequently, both models were adequately
combined in a way that improves predictions. In fact, the combined model improves the
accuracy of either of the two separate models by more than 10%. Finally, the combination of
the two models is used in a self-created application, which classifies days with different colors,
depending on whether there was or was not a solar storm on that day. Moreover, the application
correctly classifies every day with at least one period of solar electromagnetic storms in yellow

or red.

References

[1] Index of /sdb/goes/ace/monthly. (2010). SPACE WEATHER PREDICTION CENTER.
https://sohoftp.nascom.nasa.gov/sdb/goes/ace/monthly/

[2] convenient ASCII format for Kp, ap, Ap, SN, F10.7 via FTP server. (2021). GFZ German

Research Centre for Geosciences. ftp://ftp.gfz-
potsdam.de/pub/home/obs/Kp _ap Ap SN _F107



ftp://ftp.gfz-potsdam.de/pub/home/obs/Kp_ap_Ap_SN_F107
ftp://ftp.gfz-potsdam.de/pub/home/obs/Kp_ap_Ap_SN_F107

UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

c OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

INDICE DE CONTENIDOS

Indice de contenidos
T [ 1o To (U oTod o] SO OO TSR RO PRR PR 1
1.1 INEFOAUCCION ...ttt etttk b et b et a et a ettt nea 1
1.2 MOTIVACION ..ottt ettt ettt nn et naesea 1
1.3 ODJetivos A&l PrOYECLO ....c.eecvieeieieitieiecie ettt ettt ettt e et e s stesre b e steeseenbesaeensesreeanas 2
1.4 Metodologia del trabajO ........cccveveieecierieceee et st et s eanas 2
1.5 EStado de 18 CUBSTION. ....c.couiieieiitiieiiieteet ettt st 4
1.6 RECUISOS @ BMPIEAN ...ttt neen 5
2. Descripcion de 1as tECNOIOGIAS.......cuevuiireeiecteeeeieee ettt r et s ae s teeraebesrsenaesreennas 6
2.1 Redes Neuronales RECUITENTES........cc.coiriirieirieieiee ettt 6
211 Red Neuronal Long Short-Term Memory (LSTM) ....cccooveieirininineneieieeeeeeeeese e 7
2.2 Red Neuronal ConvolUCIONAL............coueieiiiririiireeseeee et 8
3. Importacion y tratamiento de AL0S........cceereeirieirieirierieere e 10
3.1 ElecCion de VariabIEs ..........ccoucirieiriiinicicre e 10
3.2 IMPOITACION AE UALOS......eveeiicieceeteeeete ettt s b et e s besbeeaaesteeaaebesreenes 11
3.3 Tratamiento de daA0S........ccceeriiiriiiriiietree e 13
4. Sistema/Modelo desarrollado...........ccocireiiiineiiie e 15
41 MOUEIO LSTM Lottt 15
4.2 MOdelo CONVOIUCIONAL.......c.couiuiiiiiirieiiieec ettt 24
4.3 DetecCion A€ @NOMAITAS ......coveuerveuirieirieirteiet ettt 30
4.3.1  Modelo LSTM en periodo de tOrMENLAS ........c.ccvreeeciereeeenieseeieseeeesieseeesee e sseesseseeenes 30
4.3.2  Modelo convolucional en periodo de tOrmentas ..........ceceeveeeevereeceereseese e 31
4.4 Eleccion del MOUEIO........c.civiiiiiiieieee et 32
45  Aplicacion para la detecCion de tOrMENTaSs.........ccvecveieeeereceeiece e et 34
5. ANALSIS A& RESUITAUDS ....c..veviiiiiirieeeie bbbttt 40
B, CONCIUSION ...ttt b et eb e 42
7. BIBIOGIAfTa ...veceiieieeeee ettt r e b re e 43
ANEXO A ettt b e bt s h e ettt e bt e eh e e e h e e ea b e e bt e bt e bt e eheeehe e eateeteenbeesheesatena 45
ANEXO I: ALINEACION DEL PROYECTO CON LOS ODS.....covueveereeeseeeeeeseeesreeseseesssesssssenes 47
ANEXO II: LISTADO Y ENLACE A LOS ARCHIVOS .....oooiiiiieecieceeieesiee e 48




UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

C OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

INDICE DE FIGURAS
Indice de figuras
Figura 1. ESQUEMA d€ PrediCCIONES .....uviiiieiieeecciteee et e e eectte e e e ette e e e e bte e e s etteeeessteeesesteeeesstaeeesssneeesnes 3
Figura 2. Esquema de entradas y salida del detector de anomalias........ccccceeeivciiiiiiiiieiniciiee e 4
FIZUra 3. NEUIONA FECUITENTE c.ciiiiiiiiiiiiiiiiieeeeeeeee ettt e e e e et et e e e e e e et et e e e s e e e e et e e e seaeeeeeeeeeeeeeeeseseeeeeeeaeeeeees 6
Figura 4. Neuronas recurrentes desplegadas en el tiemMpPo ......occveiiiiciiieicciiee e 6
Figura 5. Celda de UN@ red LSTIM ..ottt ettt sttt e st e e s st e e s sbte e e s s btaeessaseaeessnreaessnnes 7
Figura 6. CONVOIUCION €N 2D [13].uiiii i iciieee et e e et eee e e e e tte e e e ett e e e s etteeesebteeesestneeeenstaeesensseneesnes 8
Figura 7. Correlacion entre once parametros y Kp segun el retardo [4] ......coevvvvieieviiieeeiiiieeeenineeen, 10
Figura 8. Captura del archivo Kp_ap_Ap_SN_F107_2015.tXt [14] .eoevcoreieeiiee et 11
Figura 9. Captura del fichero 201501_ace_mag_1h.tXt [15] ..ccccciiiieeiiiieeeciiee e e 12
Figura 10. Captura del archivo 201502_ace_swepam_1h.txt [16] .....ccccceerviriereriiireieiiiieeeerireeeesineee s 13
Figura 11. Método de interpolacion ..........ccuieiieiiii e e e e e eata e e e ssnba e e e enaaaeeeeas 14
Figura 12. Archivo con [0s datos UNIfiCados........c.uuiiiiciiiiiiiiiieccee e 14
Figura 13. Valores del Kp Sin tOrMENTAS .....c.vviiiiiiiieiciiie ettt sttt e s et e e e s sarae e e ssnrae e e snanneeeens 15
= U TV oY 1= [ T Y I S 16
Figura 15. Precisién de entrenamiento en funcién del nimero de épocas LSTM ......ccccceevcvveeeeinneenne 17
Figura 16. Pérdida de entrenamiento en funcion del nimero de épocas LSTM ........cccceevvvveeeeinnennnn. 17
Figura 17. Histograma de errores en el entrenamiento LSTM ........ccocciereeiiiieeeciieee e e esneee e 17
Figura 18. Predicciones del Kp en entrenamiento LSTM ........cooviiiiiiiiiiiieciiiee e e ssivee e ssaneee e 18
Figura 19. Histograma de errores €n el teSt LSTM.......uuiiiiiciiie ettt e s e e 18
Figura 20. Predicciones del Kp @n teSt LSTIM ...ccuiiiiiiiiiieeciiee ettt ssvv e e s avae e e ssabre e s esnreeaean 19
Figura 21. Error medio y desviacidn tipica en entrenamiento LSTM .......ccccovueviiiiieeeciciieeeeiireee e 19
Figura 22. Error medio y desviacion tipica en el test LSTM ......ccccviiieciiiie et 19
Figura 23. RMSE de entrenamiento y de teSt LSTIM ......iiiiiiiie ittt e e e e 19
Figura 24. Valores reales vs valores predichos en entrenamiento LSTM .........ccccoceeeeiiieeecciieeeecciveeenn. 20
Figura 25. Valores reales vs valores predichos en test LSTM .........oooviiiiiiciiie et 20
Figura 26. Errores respecto al intervalo de confianza LSTM.......cuvviiviiiiiiiiiiee e 20
Figura 27. Resultados para diferentes pardmetros LSTM .........cocoiiiieiiiiieeciiee et 21
Figura 28. Errores en la prediccién del M5 en periodo de tormentas........cccevevevveeeeiiieeesicveeeescineeens 22
Figura 29. Resultados M5y M2 sin Kp en la entrada LSTM ........cuuviiiiiiiiecciiee et 22
Figura 30. Errores en la prediccion M5 sin Kp en la entrada.......ccceeeeciieeecciiee e 23
Figura 31. Errores en la prediccion M2 sin Kp en la entrada......ccceeevciieeiiiiiiec i 23
Figura 32. Red CONVOIUCIONGL ....c..uviiiiiiie ettt ettt e e et e e ettt e e e e ataeeesansseeesannreeaean 24
Figura 33. Resumen del modelo convoluCional.........ccuviiiiiiii i 24
Figura 34. Pérdida de entrenamiento en funcién del nimero de épocas del modelo convolucional .25
Figura 35. Histograma de errores en entrenamiento del modelo convolucional ............ccccceeeiennnns 25
Figura 36. Predicciones del Kp en entrenamiento del modelo convolucional ........ccccccuveeviiieieiiinennn. 26
Figura 37. Histograma de errores en el test del modelo convolucional............cccceeeeiiiiiiiieeine s 26
Figura 38. Predicciones del Kp en test del modelo convolucional........cccccooeciiiiiiiii s 27
Figura 39. Error medio y desviacidn tipica del entrenamiento del modelo convolucional................... 27
Figura 40. Error medio y desviacidn tipica del test del modelo convolucional ..........cccceeeeevviieeinnenn.n. 27
Figura 41. RMSE de entrenamiento y de test del modelo convolucional........ccccceeveiiiiieiiiiieeiiiee, 27
Figura 42. Valores reales vs valores predichos entrenamiento del modelo convolucional ................. 28




UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

c OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

INDICE DE FIGURAS
Figura 43. Valores reales vs valores predichos test del modelo convolucional........c.cccceeviiveiiniinennn. 28
Figura 44. Errores respecto al intervalo de confianza del modelo convolucional...........cccccovvveeinnennn. 29
Figura 45. Resultados para diferentes parametros del modelo convolucional..........ccceeeviiiiieiinnennnn. 29
Figura 46. Errores respecto al intervalo de confianza en tormentas LSTM.......cccccvvvvieeeiiiieeeeicneenn. 31
Figura 47. Errores respecto al intervalo de confianza en tormentas modelo convolucional............... 32
Figura 48. Errores respecto al intervalo de confianza en tormentas OR de los modelos..................... 33
Figura 49. Errores respecto al intervalo de confianza OR de los modelos .........cccceevviieeeiiciieeeiicinennnn. 33
Figura 50. MenuU desplegable de MESES..........coo it eesaae e e 34
Figura 51. Menu desplegable con 10s dias del MesS.........cuivciiiiiiiiiiiiiiie e 35
Figura 52. Versidn inicial del semaforo en marzo de 2015........ccuvvieiiiieiecciieee e 36
Figura 53. Datos del 17 de marzo de 2015 ......ccueiiieeiiiie e ettt e e e eetee e e esea e e e e earae e e snnsseeeenanaeeaens 36
Figura 54. Datos del 24 de marzo de 2015 ......oouiiiiiiiiiie ettt e e e e s saae e e ssnbae e e s nanaeeeens 37
Figura 55. Version final del semaforo en marzo de 2015 ........occvieieeiiieee e e saee e 38
Figura 56. Datos del 1 de marzo de 2015 .......oooiiieiiiiiie ettt e e e e e e s sarae e e ssnbaeeesnanneeeeas 38
Figura 57. Datos del 16 de marzo de 2015 ......cocuiiiiiiiiiieeciiee ettt e e e e e e s saaae e e ssnbaeeesnanseeeens 39
Figura 58. Errores en las predicciones de ambos Modelos.............eeevcvieieeiiiiiiccieeecceee e 41




UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

c OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

INTRODUCCION

1. Introduccion.

1.1 Introduccion

La actividad en la superficie del Sol crea un tipo de clima Ilamado clima espacial. El Sol esta a
una distancia enorme de la Tierra: unos 93 millones de millas (150 millones de kilometros). Sin
embargo, el clima espacial puede afectar a la Tierra y al resto del sistema solar. En el peor de los casos,
incluso puede dafiar satélites y provocar apagones eléctricos en la Tierra. El proceso de generacion de
actividad geomagnética es complejo. Las tormentas geomagnéticas son las que causan el impacto
sefialado anteriormente en la Tierra, por lo que resulta imprescindible predecir con precisién la actividad
geomagnética y su impacto en las comunicaciones. Existen indices, como el Kp, que miden la intensidad

de las perturbaciones geomagnéticas en un cierto periodo de tiempo.

El presente trabajo de fin de grado explorara la posible aplicacién de técnicas de aprendizaje
automatico para predecir el valor del indicador Kp y conocer asi con anticipacion si hay tormentas

geomagnéticas que pudieran afectar a las comunicaciones terrestres.

1.2 Motivacion

Las tormentas solares representan un riesgo para las redes de comunicaciones, que son basicas
en la sociedad actual. La motivacién de este trabajo es el crear una aplicacion que permita detectar
tormentas geomagnéticas a través de dos redes neuronales distintas que puedan usarse de manera
conjunta para robustecer la prevision del valor de Kp. Con la creacion de esta aplicacion
conseguiremos estudiar diferentes métodos de prediccion de la actividad geomagnética solar y
elegir la manera 6ptima de hacerlo. Este es el motivo por el que se cree conveniente la realizacion
de este trabajo de fin de grado titulado Aplicacion de técnicas de aprendizaje automatico para

evaluar y predecir la actividad geomagnética solar en las comunicaciones.




UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

c OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

INTRODUCCION

1.3 Objetivos del proyecto

El objetivo principal de este proyecto es crear una aplicacién que detecte anomalias en la
prediccidn del indice Kp. Estas anomalias corresponderan a periodos de tormenta electromagnética.
Para lograr dicho objetivo, se plantean los siguientes subobjetivos que deberan conseguirse durante

el desarrollo del proyecto:

e Explicar la variable Kp en funcién de otras disponibles que seran las entradas de los
modelos de prediccion.

e Importar los datos medidos por el Space Weather Prediction Center [1] y por el
Geomagnetic Observatory Niemegk, GFZ German Research Centre for Geosciences
[2], que servirdn como variables de entrada a las redes neuronales.

e Limpiary procesar todos los datos recogidos de manera que se desechen o se interpolen
valores de las variables que no se midieron correctamente.

e Creary evaluar la precision de un modelo LSTM basado en redes neuronales que trate
de predecir valores futuros del indice Kp.

e Creary evaluar la precision de un modelo con una red de convolucién que, al igual que
el anteriormente mencionado, trate de predecir valores futuros del indice Kp.

e Comparar ambos modelos mencionados con el objetivo de combinarlos y mejorar la
prevision de tormentas solares.

e Programar una aplicacion que detecte tormentas electromagnéticas en cada dia de los

ultimos seis afios, basada en las redes neuronales entrenadas anteriormente.

1.4 Metodologia del trabajo

En primer lugar, se eligen las variables de entrada a los modelos en funcién de su correlacion
con la variable Kp. Estas son el campo magnético, la densidad de protones, la velocidad de propagacion

de los protones y el propio Kp.

Una vez elegidas, se procede a la importacion de estos datos de repositorios publicos. Existen
casos en los que se realizan mediciones incorrectas o no se registra ninguna medida. Para contar con el

mayor nimero de datos, en la medida de lo posible, se supliran estas entradas con valores interpolados
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linealmente a partir de los valores anteriores y posteriores. En casos en los que fallan mas de dos
medidas seguidas, simplemente se han desechado esas entradas. Posteriormente, se juntaran todos estos
datos en el mismo archivo, ordenados por fecha e intervalo de tres horas. Concretamente, se trabajara

con datos medidos cada dia desde enero de 2015 hasta diciembre de 2021.

A continuacion, se crean y entrenan los modelos de prediccion. En ambos casos, se entrenan
las redes con entradas correspondientes a periodos en los que no hubiera tormenta electromagnética, es
decir, momentos en los que el valor del Kp sea menor de 5. Para ello, se retinen todos los datos
pertenecientes a estos periodos y se utilizan aproximadamente los primeros dos tercios de ellos,
correspondientes a medidas tomadas mas atras en el tiempo, para el conjunto de entrenamiento, y el
Gltimo tercio, correspondiente a las medidas mas recientes, para el conjunto de test. A través de distintas
gréaficas, se evallan estos modelos y se intentan optimizar al maximo en funcién de sus parametros.
Estos parametros son el nimero de épocas de entrenamiento del modelo, el tamafio de lote y el nimero
de neuronas que se asigna a cada capa. En la siguiente figura (Figura 1), se puede observar graficamente
gue las predicciones, o salidas, del modelo que usemos, dependen de las entradas y de los valores de
los hiperparametros que escojamos. En concreto, las salidas seran valores de Kp correspondientes a las
tres horas siguientes a la medicion de las entradas. El bloque “MODELO” representa abstractamente la

arquitectura de la red neuronal gue elijamos.

Campo magnético

Densidad de protones NTRADAS

MODELO

HIPERPARAMETROS

Numero de épocas Numero de neuronas Tamano de lote

Velocidad de flujo del
viento solar

Figura 1. Esquema de predicciones

Para decidir qué modelo es el mejor, nos basamos en varios indicadores. En primer lugar, el
error medio de las predicciones en el test debe ser lo méas cercano a cero posible. Ademas, la desviacion
tipica de estos errores debe ser lo mas pequefia que se pueda. En segundo lugar, se comparara el error
cuadratico medio del test, que también debe ser lo menor posible. Finalmente, observaremos la eficacia
de los modelos a la hora de detectar anomalias midiendo las que detectan en funcion de las que deberia
detectar. Una vez encontrado el mejor modelo, se procede a utilizarlo para predecir valores del Kp
correspondientes a periodos en los que si tuvieran lugar tormentas electromagnéticas. Dado que los

modelos estan entrenados en periodos en los que no hay tormentas, deberian predecir erréneamente en
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periodos en los que si las haya. Para medir esto, designamos unas bandas de confianza del error que
tiene la prediccion respecto a los datos originales. El objetivo es que dicho error se encuentre dentro de

las bandas en periodos en los que no hay tormentas y fuera de ellas en periodos en los que si las hay.

Finalmente, después de optimizar ambos modelos, se procede a elegir la mejor forma de
predecir el Kp de manera que haya el mayor nimero de anomalias posible en periodos de tormentas.
Una vez hecho esto, se programa una aplicacion interactiva que muestre graficamente la actividad

geomagnética en ciertos periodos de tiempo.

Ndamero de épocas Conv, Nimero de neuronas Conv, Tamafio de lote Conv.

IPERPARAMETROS CONV,

MODELO SALIDAS CONV,
CONVOLUCIONAL

MODELO SALIDAS LSTM
LSTM

Campo magnético

DETECTOR DE

ANOMALIAS >DECISION

Densidad de protones

Velocidad de flujo del
viento solar

[

HIPERPARAMETROS LSTM

Namero de épocas LSTM Namero de neuronas LSTM Tamafio de lote LSTM

Figura 2. Esquema de entradas y salida del detector de anomalias

En la figura anterior (Figura 2), se muestra graficamente el proceso de deteccion de
anomalias. En primer lugar, se introducen las entradas a los modelos, donde “Conv.” hace referencia
al modelo convolucional. Con las entradas y los hiperparametros, cada modelo obtiene sus respectivas
predicciones y haciendo uso de ambas, la aplicacion decide si ha tenido lugar o no una anomalia.

1.5 Estado de la cuestion

El actual estado del arte de la prediccién del indice Kp hace uso de diferentes métodos como
funciones derivadas empiricamente, modelos basados en la fisica y redes neuronales. La mayor parte
de trabajos relacionados con la prediccion de la actividad geomagnética solar hace uso de redes
neuronales recurrentes para realizar prondsticos de valores futuros del indice Kp. En concreto, varios
trabajos como los referenciados en [3], [4] y [5] emplean una red LSTM (Long Short-Term Memory),
un tipo de red neuronal recurrente. En este trabajo, se utilizard una red LSTM, ademéas de una red

convolucional, cuyo uso he encontrado menos comun.

4
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Sin embargo, a diferencia del objetivo general de los trabajos que se centran en la prediccion
de tormentas solares, este trabajo no pretende predecir correctamente los valores de Kp correspondientes
a tormentas solares, es decir, valores de Kp mayores de cinco. Lo que pretende hacer este trabajo, es
predecir correctamente periodos en los que no hay tormentas, de manera que cuando el error en la
prediccidn supere una cierta banda de confianza, se detecte una anomalia que sea causada por un periodo
de tormenta. En otras palabras, no se busca predecir valores futuros de Kp que no estén medidos, si no

que se pretende utilizar técnicas de aprendizaje automatico para evaluar la actividad geomagnética solar.

Otro método de prediccion del indice Kp que siguen algunos trabajos como [4] y [5] es dividir
la prediccion en dos partes. En primer lugar, se utiliza un modelo que predice si habra tormenta o no.
En segundo lugar, para predecir el valor del Kp se usa un modelo distinto en cada caso. En este trabajo,

se empleara el mismo modelo para predecir valores de tormentas y de no tormentas.

Los articulos citados consiguen un buen comportamiento por parte de sus modelos y afirman que
el uso de redes neuronales LSTM es realmente un buen método a la hora de predecir el valor del indice
Kp.

1.6 Recursos a emplear

Para llevar a cabo el proyecto, se trabajara en el entorno Anaconda. Dentro de Anaconda,
trabajaremos con Jupyter Notebooks version 6.4.5 [6], un entorno de desarrollo de cédigo, en este caso
en el lenguaje de programacion Python, version 3.9.7 [7]. Ademaés, para el desarrollo de las redes
neuronales se empleara keras RNN [8], un API que facilita la utilizacion y la customizacion de redes
neuronales recursivas (RNN). También se hara uso de las librerias matplotlib, version 3.4.3 [9], para la
representacion de graficos, de pandas, versién 1.3.4 [10], para la lectura y organizacién de la estructura
de los datos; y de ipywidgets, version 7.6.5 [11], para facilitar un entorno gréafico amigable en el detector
de anomalias. Ademas, se usaran las librerias numpy, version 1.20.3 [12], para realizar calculos con

vectores.

Cabe destacar que el proyecto se podia desarrollar en Matlab o en R, ademas de en Python. Sin
embargo, se decidi6 utilizar Python debido a su comodidad a la hora de programar, a pesar de la poca

experiencia que tenia con el lenguaje.
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2. Descripcion de las tecnologias

2.1 Redes Neuronales Recurrentes

Las redes neuronales recurrentes son un tipo de red neuronal que analizan datos de series
temporales, de manera que se tiene en cuenta la dimension temporal. Esta clase de redes fueron
concebidas en la década de 1980, pero no era posible llevarlas a la préctica por la falta de potencia de
computacion. Como se puede intuir, una red neuronal recurrente, esta formada por neuronas recurrentes.

Estas se pueden representar de la siguiente manera:

 — —_—

Figura 3. Neurona recurrente

En la Figura 3, X representa la entrada e Y la salida. Ademas, la neurona utiliza su propia salida
del instante de tiempo anterior para calcular junto con la entrada, la siguiente salida. Si desplegaramos

esta neurona en el eje del tiempo, obtendriamos la siguiente representacion:

T3 Tz—z T-i T
— —_— > 3 .
Xi_s Xez Xeq X

Figura 4. Neuronas recurrentes desplegadas en el tiempo

Por lo tanto, a diferencia de otras redes neuronales, la salida en una red neuronal recurrente se
calcula a partir de dos conjuntos de parametros. EI primer conjunto corresponde a la entrada (X) y el
segundo a la salida del instante anterior. Debido a la dependencia que guardan las futuras salidas con

respecto a las anteriores, es necesario tener algin tipo de memoria que almacene esa informacién. En
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concreto, esta parte de las redes neuronales recurrentes que se encarga de almacenar la memoria se
Ilama memory cell, célula de memoria en inglés. Gracias a estas células, conseguimos aplicar este tipo
de redes neuronales a cosas como el procesamiento de lenguaje natural, el procesamiento de imagenes

y el procesamiento de videos.

2.1.1 Red Neuronal Long Short-Term Memory (LSTM)

Las redes neuronales Long Short-Term Memory son una extension de las redes neuronales
recurrentes en la que se capturan mejor las dependencias a largo plazo. En concreto una celda de una

red neuronal recurrente LSTM se puede esquematizar de la siguiente forma:

i(t)

) > o(t)
DD >0

0]
r© >

c(t—1)

Figura 5. Celda de una red LSTM

En el diagrama, i(t) (input gate) se encarga de decidir si la entrada en t es importante o no. Por
otro lado, f(t) (forget gate) esta encargado de decidir si c(t-1) deberia olvidarse o no. Finalmente, o(t)
(output gate) decide qué cantidad de c(t) deberia estar expuesta. En definitiva, las variables siguen las

siguientes formulas:
i(t) = o;(Wix(t) + Wiph(t — 1) + W)

Ecuacion 1. Input gate

f(&) = o (Weex(t) + Wrph(t — 1) + Wpp)
Ecuacion 2. Forget gate

o(t) = g,(Woxx(t) + Woph(t — 1) + Wyp)

Ecuacion 3. Output gate
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C(t) = oe(Wexx(t) + Weph(t — 1) + Wep)

Ecuacion 4. Nueva célula de memoria

c®)=f(®)oct—1)+i(t)oc(t)

Ecuacion 5. Célula de memoria final

h(t) = o(t) 0 on (c(t))

Ecuacioén 6. Memoria oculta

En las ecuaciones, sigma representa funciones de activacién, o representa un producto de
Hadamard y el significado de cada variable que se incluye en la Figura 5 esta brevemente descrito en
los titulos de las ecuaciones. Ademas, “W” representa los pesos (weights en inglés) de cada variable.
Este tipo de red neuronal recurrente resuelve algunos problemas a los que se enfrentan las redes
neuronales recurrentes originales, como son la dependencia a largo plazo y el problema de

desvanecimiento del gradiente.

2.2 Red Neuronal Convolucional

Las redes convolucionales son un tipo de red neuronal en el que las neuronas corresponden a
campos receptivos de maneta similar a las neuronas en la corteza visual primaria de un cerebro
biolégico. Este tipo de redes, consisten en multiples capas de filtros convolucionales de una 0 méas
dimensiones. Generalmente, se afiade una funcion de activacion después de filtrar. Una sola capa

convolucional se compone de una matriz de entrada, un filtro y una matriz de salida.

Figura 6. Convolucion en 2D [13]

En la imagen, la matriz azul representa la entrada, la matriz azul oscura el filtro y la matriz

verde la salida. Un ejemplo del funcionamiento de una red neuronal convolucional es el siguiente:
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-1 0 2

Entrada a la red convolucional

%)

Filtro de la red convolucional

P

Salida de la red convolucional

DESCRIPCION DE LAS TECNOLOGIAS

La primera matriz seria la entrada al modelo, la segunda el filtro, y la tercera el resultado de
aplicar el filtro a la entrada. El resultado se obtiene sumando los productos entre el filtro y la entrada
varias veces. En concreto, el cuatro de la salida, se obtiene de realizar la suma
(1+x1)+(=1%0)+(2*2)+ (1+—1). Aplicando el filtro a toda la entrada, deslizandolo como se
ilustra en la Figura 6Error! Reference source not found., obtenemos todos los valores de la salida. La
red neuronal convolucional se encarga de encontrar los valores del filtro que mas ajustan las salidas a
los valores que deberia predecir.
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3. Importacion y tratamiento de datos

En esta seccion se exponen los pasos iniciales de este proyecto. En primero lugar, se estudia qué

variables guardan una mayor correlacion con la variable Kp. Después, se importan datos de todas

las variables seleccionadas, organizadas por fecha y con entradas cada periodo de tres horas. Por

altimo, se limpian las entradas erréneas de estos datos y se juntan todas en varios archivos.

3.1 Eleccion de variables

Basandonos en las variables disponibles relacionadas con la actividad geomagnética,

consideramos cuatro parametros candidatos a ser entradas de los modelos de prediccidn. Estos

parametros son, respecto al campo magnético interplanetario (IMF) la magnitud total del mismo, y

respecto al viento solar, la densidad de protones y la velocidad de su flujo. Por Gltimo, tendremos

en cuenta también el propio Kp. Basandonos en los estudios [4] y [5], y por simplicidad a la hora

de la extraccion de los datos, usaremos todas las variables mencionadas ya que guardan cierta

correlacion con Kp. En el siguiente gréafico extraido de [4], se puede observar la correlacion del Kp

con distintas variables:

038

0.6

04 -

0.2

Correlation between 11 parameters and Kp when the lag is i.

~—[Bx-Kp] |
[By-Kp] ||
[Bz-Kp] ||
[B-Kp]
~—[V-Kp]
[D-Kp]
—[BIKp] |
—[Fai-Kp] ||
\—wis-xpl
—[Dp-Kp] |
——[Kp-Kp] |

correlation coefficient

-04 L -
0

the lag time i

Figura 7. Correlacion entre once pardmetros y Kp segun el retardo [4]

En la Figura 7 se muestra que el Kp guarda cierta correlacién con el campo magnético (B), la

densidad de protones(D) y la velocidad de su flujo(V). La variable B, es el Boyle Index, y a pesar de

10



UNIVERSIDAD PONTIFICIA COMILLAS
ESCUELA TECNICA SUPERIOR DE INGENIERIA (ICAI)

c OM I I. LAS GRADO EN INGENIERIA EN TECNOLOGIAS DE TELECOMUNICACION

UNIVERSIDAD PONTIFICIA

IMPORTACION Y TRATAMIENTO DE DATOS

guardar la mayor correlacion con Kp, no se ha elegido como variable de entrada porque es un indice
que se calcula a partir de otros con una formula matematica. Por otro lado, las entradas elegidas se

miden directamente y se pueden obtener con facilidad.

3.2 Importacion de datos

En este apartado se expone como se han importado los datos de las variables elegidas. Los datos
se obtienen de dos fuentes distintas. Por un lado, los valores del indice Kp estan recogidos y
disponibles al publico por GFZ German Research Centre for Geosciences [2]. Por otro lado, los
datos respectivos al viento solar y al campo magnético interplanetario se han recogido del Space

Weather Prediction Center: National Oceanic and Atmospheric Administration [1].

Se recogen los datos de tres tipos de archivos diferentes:

1. indice Kp: Se descargan archivos correspondientes a cada afio desde 2015 hasta 2021
de un servidor FTP [2]. De estos archivos, se extraen ocho valores del Kp por dia, cada
uno correspondiente a un periodo de tres horas. A través de un script sencillo de
Python!, se automatiza este proceso y cada valor del Kp se guarda en un archivo

asociado a su fecha e intervalo de horas. Los ficheros tienen el siguiente aspecto:

# The format for each line is (i stands for integer, f for float):

#1ii i1 ii 11111 FFFFF.F 1111 i1 FF.FFF FF.FFF FF.FFF FF.FFF FF.FFF FFLFFF FF.FFF £ FFF

# The parameters in each line are:
#YYY MM DD days days_m Bsr dB Kpl Kp2 Kp3 Kp4d Kp5 Kp6 Kp7 Kp8

2015 01 01 30316 30316.5 2475 5 2.333 1.000 1.000 1.000 1.333 1.333 1.667 2.333
2015 01 02 30317 30317.5 2475 6 3.000 1.000 1.333 1.667 2.333 2.333 3.000 4.000
2015 01 03 30318 30318.5 2475 7 4.667 3.000 2.333 3.000 2.667 1.000 1.333 0.000
2015 01 04 30319 30319.5 2475 8 0.667 1.000 2.000 3.333 3.667 5.000 3.333 4.000
2015 01 05 30320 30320.5 2475 9 5.333 3.000 2.333 1.667 2.000 1.667 2.333 3.000

Figura 8. Captura del archivo Kp_ap_Ap_SN_F107_2015.txt [14]

2. Magnitud total del campo magnético (Bt): Se descargan archivos correspondientes a
cada mes desde enero de 2015 hasta diciembre de 2021. Los archivos son descargados
desde un repositorio de la NASA [1]. En estos archivos, conseguimos el campo
magnético correspondiente a cada hora de cada dia del mes; por lo tanto, para conseguir

unos datos consistentes con los del indice Kp, realizo la media los valores recogidos

! Ver KpDataConverter.ipynb en el Anexo Il
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cada tres horas a través de un script también en Python?, que guarda en un archivo la
media de cada tres horas junto a su fecha e intervalo de horas correspondientes.
Ademas, al realizar la media se han tenido en cuenta los datos que estaban mal medidos
y para los gue no se habia recogido una entrada. Para ello, las medias resultan de la
media aritmética entre los valores disponibles, o -1 en caso de no existir datos para

ninguna de las tres horas. El aspecto de los archivos de los que obtenemos los datos es

el siguiente:

# Modified Seconds

# UT Date Time Julian of the -----ccececeana-- GSM Coordinates ---------------
# YR MO DA HHMM Day Day ) Bx By Bz Bt Lat. Long.
B o o oo oo
2015 91 01 ©eee 57023 5] e 4.2 -2.2 0.8 4.8 9.1 332.1
2015 01 01 018 57023 3600 e 3.2 -2.5 -0.6 4.1 -8.2 322.3
2015 91 @1 0200 57023 7200 %] 2.3 -2.9 0.7 3.8 16.9 307.7
2015 01 @1 03ee 57023 10800 2] 1.7 -2.5 -8.6 3.1 -11.3 304.1
2015 01 91 o400 57023 14400 2] 2.6 -2.1 -0.2 3.3 -3.6 321.0
2015 01 91 0500 57023 18000 2] 2.2 -2.1 -0.1 3.1 -2.3 316.3
2015 01 01 ©60@ 57023 21600 %] 1.9 -1.5 0.3 2.5 5.9 321.5
2015 @1 01 @708 57023 25200 2] -2.6 -0.9 -1.1 3.8 -20.8 198.7
2015 @1 01 ©8ee 57023 28800 e -2.8 -1.9 -0.5 3.4 -8.1 213.9
2015 01 @1 0©9e 57023 32400 e -0.3 -0.6 0.3 0.7 26.8 241.3
2015 91 01 10ee 57023 36000 %] 3.8 -0.6 -0.5 3.9 -7.2  350.9
2015 01 01 11e@ 57023 39600 2] 1.0 -1.0 0.1 1.4 4.4  314.0
2015 @1 91 1200 57023 43200 2] -0.9 -2.0 0.6 2.2 14.2  245.6
2015 01 01 130@ 57023 46800 e 0.3 -1.8 1.8 2.1 29.8 279.2
2015 01 01 140 57023 50400 e -2.6 -1.5 -0.1 3.8 -2.6 210.0
2015 01 01 158 57023 54000 e -4.6 -1.8 -0.1 4.9 -1.1  201.7
2015 91 01 1666 57023 57600 2] -4.7 -2.1 -0.6 5.2 -6.8 204.6
2015 81 @1 1700 57023 61200 2] -4.8 -2.2 -1.1 5.3 -11.6  204.5
2015 01 91 1800 57023 64800 2] -2.3 -2.3 -1.6 3.6 -25.8  224.5

Figura 9. Captura del fichero 201501_ace_mag_1h.txt [15]

3. Densidad de protones y velocidad del flujo del viento solar: Se descargan los archivos
correspondientes a cada mes desde enero de 2015 hasta diciembre de 2021. Los
archivos son descargados del mismo repositorio que en el punto anterior. En estos
archivos conseguimos datos correspondientes a las dos variables para cada hora de
cada dia del mes del archivo. De la misma manera que con el campo magnético, se
utiliza un script en Python?® con el que se leen los archivos y se guardan las medias de
cada tres horas de los datos de la manera indicada en el punto anterior. El aspecto de

los archivos de los cuales obtenemos los datos es el siguiente:

2 Ver MagenticFieldDataConverter.ipynb en el Anexo II
3 Ver solarWindDataConverter.ipynb en el Anexo Il
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# Modified Seconds  ------------- Solar Wind -----------
# UT Date Time 3Julian of the Proton Bulk Ion

# YR MO DA HHMM Day Day S Density Speed Temperature
# _________________________________________________________________________
2015 01 91 0000 57023 %] 2] 2.1 555.8 1.40e+05
2015 01 @1 0l1ee 57023 3600 1 2.2 575.3 1.42e+05
2015 01 01 0200 57023 7200 (2] 1.9 557.3 1.10e+05
2015 01 @1 0300 57023 10800 0 2.1 550.6 1.21e+05
2015 01 @1 0400 57023 14400 2] 1.7 534.5 1.32e+05
2015 01 @1 0500 57023 18000 0 1.7 507.2 1.21e+05
2015 01 @1 0600 57023 21600 (%] 2.0 523.5 1.48e+05
2015 01 @1 @700 57023 25200 0 1.9 538.6 1.37e+05
2015 01 @1 0800 57023 28800 %] 2.1 521.0 1.30e+05
2015 01 @1 @900 57023 32400 0 2.0 501.6 1.20e+05
2015 01 @1 1000 57023 36000 2] 1.9 479.9 1.43e+05
2015 01 01 1100 57023 39600 2] 2.9 474.1 9.34e+04
2015 01 @1 1200 57023 43200 0 4.1 449.0 4.96e+04
2015 01 @1 1300 57023 46800 (2] 4.4 442 .4 5.07e+04
2015 01 @1 1400 57023 50400 0 4.1 448.0 5.57e+04
2015 01 @1 1500 57023 54000 2] 3.9 456.3 3.95e+04
2015 01 @1 1600 57023 57600 0 4.1 448.9 4.20e+04

Figura 10. Captura del archivo 201502 _ace_swepam_1h.txt [16]

3.3 Tratamiento de datos

En este apartado se explica como se han tratado los datos una vez obtenidos. Una vez
conseguidos y organizados los datos de las distintas variables, lo siguiente es unificarlos en un solo
archivo. Para ello, se hace uso de otro script en Python*. En él, se leen los tres archivos que
conseguimos anteriormente y se juntan en tres archivos diferentes. En el primero, se recogen los
datos correspondientes a periodos en los que no ocurren tormentas. En el segundo, se recogen datos
correspondientes a periodos en los que si tienen lugar tormentas solares. En el Gltimo, se recogen

todos los datos ordenados cronolégicamente.

A la hora de unificar los datos en los distintos archivos, se tiene en cuenta que hay datos que
estan mal medidos o que tienen la entrada vacia. Para ello, se rellenan estos datos por medio de

interpolacion lineal de la siguiente forma:

4 Ver DataUnifyer.ipynb en el Anexo Il
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®(t) = (w(t-1)+x(t+1))/2

x(t) = (x(t-1)+x(t+

y" 2))/3
x(t+1) =2
Existe x(t+2)7] *(x(t-1)x(t+2)/2

.}5 Se desecha la entrada

Existe x(t+1)?

Existe
®(t-1)7

sl X(t-1) = (x(t-2)+x(t+1)/3

|7 1) = 2% (x{t-2)4x(t+1))/2

Existe x(t-2)7

Existe x(t+1)?

no - Sedesecha la entrada

NO

Se desecha la entrada

Figura 11. Método de interpolacion

Finalmente, una vez tratadas todas esas entradas, se guardan en los archivos correspondientes

en funcidn de su valor de Kp. Si el Kp es menor que cinco, entonces esa entrada corresponde a un

periodo en el que no hay tormenta. En el caso contrario, corresponde a un periodo en el que si hay

tormenta. El resultado obtenido es el siguiente:

A B C D E F G

1 YearMonth Day Hours Kp Bt Proton Density Bulk Speed

2 201501 1 00:03 2.333 4.233333333 2.066666667 562.8
3 201501 1 03:06 1 3.166666667 1.833333333 530.7666667
4 201501 1 06:09 1 2.966666667 2 527.7
5 201501 1 09:12 1 2 2.266666667 485.2
6 201501 1 12:15 1.333 2.433333333 4.2 446.4666667
7 201501 1 15:18 1.333 5.133333333 4.1 450.5333333
8 201501 1 18:21 1.667 3.166666667 51 4356
9 |201501 1 21:24 2.333 3.866666667 4.733333333 436.7333333
10 201501 2 00:03 3 4.133333333 5.033333333 432.1
11 201501 2 03:06 1 4.6 5.6 420.9
12 201501 2 06:09 1.333 5.2 9.1 430.8
13 201501 2 09:12 1.667 6.933333333 5.1 443.8333333
14 201501 2 12:15 2.333 6.733333333 7.466666667 421.4333333

Figura 12. Archivo con los datos unificados
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4. Sistema/Modelo desarrollado

En este apartado se explican los pasos que se han seguido para construir los modelos de
comportamiento y el detector de tormentas. En los apartados 4.1 y 4.2 se exponen las
consideraciones que se han seguido para crear cada tipo de modelo, aunque ambos comparten

algunos pardmetros y las variables de entrada.

4.1 Modelo LSTM

El primer paso para la creacién del modelo LSTM es la creacion de un conjunto de datos de
entrenamiento y un conjunto de datos de test. Para ello, leemos el archivo con los datos unificados sin
tormentas y pasamos los datos a un dataframe de la libreria pandas [10]. Esta tabla de datos consiste
en valores del campo magnético, de la densidad de protones y de la velocidad de flujo del viento solar
como entradas. Con estas entradas se intentara predecir el valor de Kp de las préximas tres horas como
salida.

Lo siguiente es normalizar esos datos, lo cual se ha hecho haciendo uso del MinMaxScaler [17]
de la libreria sklearn [18]. Una vez normalizados, los separamos en conjunto de entrenamiento y
conjunto de test. Para ello, de las 19.442 entradas, asignamos un poco mas de dos tercios de los datos
al conjunto de entrenamiento. Estos son los valores del Kp en cada instante:

Datos sobre Kp cada 3 horas desde 2015

—— [Datos

Valor del Kp

T T T T T T T T T
0 2500 5000 7500 10000 12500 15000 17500 20000
Tiempo

Figura 13. Valores del Kp sin tormentas
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Normalmente, se escogerian simplemente los primeros dos tercios de los datos como conjunto
de entrenamiento. Sin embargo, debido a la forma de los datos, los dos primeros tercios (hasta el dato
12.831) son bastante regulares, en el sentido de que no hay muchas oscilaciones en los valores del Kp.
Por otro lado, en el ultimo tercio de los datos existen mayores oscilaciones de estos valores. Con el
objetivo de tener mejor entrenado el modelo, es decir, entrenado con periodos de mas y de menos
oscilaciones en la salida, se amplia el tamafo del conjunto de entrenamiento hasta la entrada nimero
15.602.

El siguiente paso es la creacion de la red en si. EI modelo es relativamente sencillo y consiste
en dos capas de LSTM con distinto nimero de neuronas cada una y una capa de activacion al final. El

modelo se puede representar de la siguiente forma:

LSTM

> NIVELL: | NIVEL2: 5
X 30 neuronas 20 neuronas —31  Dense(l) Y

Figura 14. Modelo LSTM

En el diagrama anterior, X representa la entrada del modelo e Y la salida. La entrada del modelo
pasa por dos niveles LSTM, el primero con mas neuronas que el segundo. La salida de esta parte se
pasa a la Gltima caja del diagrama (Dense(1)), la cual representa la funcién de activacion, que en este
caso se trata de una capa Dense con un tamafio de salida de una dimension, ya que queremos predecir
el siguiente valor del indice Kp. El “1” que lleva la capa Dense entre paréntesis representa esa Unica

dimension de salida que queremos.

Para poder dar por terminado el modelo, faltaria elegir unos parametros que optimicen sus
predicciones. Estos parametros son el nimero de épocas durante las que entrenar el modelo, el nimero
de neuronas de cada capa LSTM, y el tamafio del lote (batch size). Para optimizar los parametros, nos
fijamos en las pérdidas del modelo en funcién de cada uno de los parametros, ademéas del error
cuadratico medio (RMSE) y del error medio y la desviacion tipica de ese error. En concreto, tras
entrenar un modelo con ciertos pardmetros, observamos y comparamos con modelos anteriores las

siguientes gréficas:
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Precision de entrenamiento
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00725

00700

00675

00650

0.0R25 4 = Precision de entrenamiento

T
0 200 400 B00 8O0 1000

Figura 15. Precision de entrenamiento en funcion del nimero de épocas LSTM

Pérdida de entrenamiento

0.08 - —— Perdida de entrenamients

0.07 1

0.06 1

0.05 1

0.04 4

0.03 A

T T
0 200 400 g00 800 1000

Figura 16. Pérdida de entrenamiento en funcion del nimero de épocas LSTM

Histograma Errores en el entrenamiento

G000

5000 4

4000 1

3000

2000 1

1000

Error

Figura 17. Histograma de errores en el entrenamiento LSTM
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Kp cada 3 horas entrenamiento

6 B
g
4 4
(=%
"
T 3
=
&
g 2
1 B
01— Datos
— Prediccion datos entramiento
-1 1
T T T T T T T T T
] 2000 4000 6000 BOOOD 10000 12000 14000 16000
Tiempo
Figura 18. Predicciones del Kp en entrenamiento LSTM
Histograma errores en el test
1200 1
1000 A
BOO
G001
400 1
200 1
D 4

Figura 19. Histograma de errores en el test LSTM
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Kp cada 3 horas test

Valer del Kp

01— Datos
— Prediccion datos test

T T T T T T T
o 500 1000 1s00 2000 2500 3000 3500 4000
Tiempo

Figura 20. Predicciones del Kp en test LSTM

error medio de entrenamiento: -0.8299
desviacidon tipica de entrenamiento: ©.9558

Figura 21. Error medio y desviacion tipica en entrenamiento LSTM

error medio de test: 6.00630
desviacidn tipica de test: 0.9627

Figura 22. Error medio y desviacion tipica en el test LSTM

Resultado del entrenamiento: ©.9563 RMSE
Resultado del test: ©.9627 RMSE

Figura 23. RMSE de entrenamiento y de test LSTM
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Figura 24. Valores reales vs valores predichos en entrenamiento LSTM

Valores reales vs Valores predichos test

5 - *
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Figura 25. Valores reales vs valores predichos en test LSTM

Kp cada 3 horas test

bl bl 10

-3 4 = Error
== Intervalo de confianza
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0 500 1000
78895257946847% de predicciones en el intervalo de confianza

Figura 26. Errores respecto al intervalo de confianza LSTM
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Las figuras Figura 15 y Figura 16Error! Reference source not found. deben tener esa forma de L
invertida y de L. Esto significa que mejora el modelo con mayor nimero de épocas. Sin embargo, se
puede observar que a partir de 800 épocas en la Figura 16, la pérdida deja de decrecer y se mantiene
estable. Con mil épocas, obtenemos un resultado que se sitla en la zona déptima. Respecto a los
histogramas de las figuras Figura 17 y Figura 19Error! Reference source not found., en ellos queremos
conseguir un error medio cercano a cero con poca varianza. Por otro lado, en las figuras Figura 18 y
Figura 20 observamos directamente como de bien se ajustan las predicciones del modelo a los datos
originales tanto en entrenamiento como en test. En las figuras Figura 24 y Figura 25 se comparan los
valores reales y los valores predichos por el modelo. En las gréficas se muestra una recta de color
naranja, que se consigue llevando a cabo una regresion lineal de los puntos. En estas figuras, el objetivo
es que esta regresion lineal se aproxime lo maximo posible a la linea marcada en verde, que tiene una
inclinacion de 45 grados. Finalmente, la Figura 26 representa los errores de las predicciones y las bandas
de confianza correspondientes. Estas bandas son calculadas sumandole y restandole al error medio del
entrenamiento dos veces la desviacion tipica. El objetivo es contener la gran mayoria de los errores

dentro de estas bandas.

Realizando varias pruebas con distintos valores de pardmetros obtenemos los siguientes

resultados:

Modelos

Capas

Neuronas

Tamafio de lote

Epocas

Error Medio Training

Desviacion Tipica Training

Error Medio Test

Desviacion Tipica Test

RMSE Training

RMSE Test

M1

30,20

200

500

-0.0361

0.7506

-0.0196

0.7458

0.7515

0.7461

M2

30,20

200

1000

-0.103

0.8182

-0.035

0.7874

0.8247

0.7882

M3

30,20

200

2000

-0.0069

0.8661

0.0068

0.8495

0.8661

0.8496

M4

15,5

200

500

0.0048

0.7138

0.0098

0.7263

0.7138

0.7263

M5

155

200

1000

0.0023

0.7136

-0.0001

0.725

0.7136

0.725

M6

155

200

2000

0.0069

0.7286

0.0137

0.7405

0.7286

0.7406

M7

20,10

200

500

0.0421

0.7292

0.0455

0.7379

0.7304

0.7393

M8

20,10

200

1000

0.0064

0.7573

0.0149

0.7591

0.7574

0.7592

M9

20,10

200

2000

0.0195

0.8291

0.0478

0.8596

0.8294

0.8609

M10

NININININININININININ

30,20

100

1000

0.0322

0.8248

0.0078

0.8035

0.8254

0.8035

M11

30,20

300

1000

0.0759

0.8821

0.1099

Figura 27. Resultados para diferentes parametros LSTM

0.867

0.8853

Para el calculo de estos resultados se ha incluido el propio indice Kp como una de las entradas

al modelo. Observando la tabla, vemos que obtenemos los mejores resultados para los modelos M5 y

M2, los cuales aparecen resaltados en la figura anterior (Figura 27). En base a los datos mostrados, se

puede afirmar que las predicciones del M5 son mas ajustadas, ya que tienen el menor error medio

cuadratico (RMSE) de test de todos los modelos probados. Sin embargo, dado que el objetivo del

modelo es que prediga precisamente valores del Kp menores de cinco y que se equivoque con valores

mayores de cinco, debemos tener en cuenta el funcionamiento del modelo a la hora de predecir

valores correspondientes a periodos de tormentas. Para ello, predecimos valores correspondientes a
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periodos de tormenta solar, calculamos el error en la prediccion y comprobamos si se encuentra

dentro del intervalo de confianza de acierto del modelo. Los resultados del modelo M5 son los

siguientes:

Error

Kp cada 3 horas test

—z 4 = Error I

Intervale de confianza

50 100 150 200 250
Tiempo

300

Figura 28. Errores en la prediccion del M5 en periodo de tormentas

Tal y como se puede observar en la gréafica, la mayor parte de los errores en la prediccion se

sitan dentro del intervalo de confianza del modelo. En concreto, el 87,58% de los errores no se

detectan como anomalias. Teniendo en cuenta el objetivo del trabajo, este porcentaje es demasiado

alto para detectar tormentas correctamente. Por ello, se decide no incluir el propio indice Kp como

entrada del modelo, ya que se deduce que se le da demasiado peso a la hora de realizar las

predicciones. De esta forma, comprobamos el funcionamiento de los dos mejores modelos (M2 y M5)

sin incluir el Kp en las entradas del modelo. A continuacidn, se pueden observar los resultados:

Modelos |Capas Neuronas |Tamafio de lote |Epocas |Error Medio Training |Desviacién Tipica Training |Error Medio Test |Desviacion Tipica Test |RMSE Training|RMSE Test
M5 2|15,5 200/ 1000 -0.0007 0.9007 0.0169 0.8795 0.9007 0.8797
M2 2/30,20 200 1000 -0.0299 0.9558 0.003 0.9627 0.9563 0.9627

Figura 29. Resultados M5 y M2 sin Kp en la entrada LSTM

Como era de esperar, ambos modelos pierden precision a la hora de predecir valores de Kp

menores de cinco. Sin embargo, a cambio conseguimos los siguientes resultados a la hora de predecir

valores de Kp en momentos de tormenta:
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Error

-7

Kp cada 3 horas tormentas

— Error

Intervalo de confianza

T T
o 50 100 150

Tiempo

T T T
250 300 350

Figura 30. Errores en la prediccion M5 sin Kp en la entrada

Error

Kp cada 3 horas tormentas

— Error

Intervalo de confianza

T

T T T
o 50 100 150

Tiempa

T T
250 300 350

Figura 31. Errores en la prediccion M2 sin Kp en la entrada

Se puede observar a simple vista que disminuye notablemente el nimero de errores que se

encuentran en el intervalo de confianza del modelo para las predicciones de tormentas

electromagnéticas. En concreto, el porcentaje del M5 desciende hasta un 80,05%% y el porcentaje del

M2 desciende hasta un 71,85%. A la vista de estos porcentajes, elegimos los parametros

correspondientes al modelo M2: 1.000 épocas, con treinta neuronas en la primera capa LSTM, con

veinte neuronas en la segunda capa LSTM y con un tamafio de lote de 200. Cabe destacar que el

objetivo del modelo es predecir el valor del Kp del siguiente intervalo de tres horas. Sin embargo, con

un tamafio de lote de 200, estariamos prediciendo los 200 valores siguientes a partir de los 200

anteriores. Por este motivo, después de entrenar el modelo con un tamafio de lote de 200, guardamos

los pesos del modelo y los cargamos en uno exactamente igual, pero con tamafio de lote de 1. Este

nuevo modelo es el que se usaré para realizar las predicciones.
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4.2 Modelo convolucional

El proceso de creacion de una red convolucional es parecido al descrito en el apartado anterior

para una red LSTM. En primer lugar, importamos los datos a un dataframe. Después los normalizamos

y los dividimos en conjuntos de entrenamiento y de test de la misma manera que en el apartado anterior.

El siguiente paso es la creacion de la red neuronal, que consistira en tres capas de convolucion

seguidas de una capa de activacion lineal:

X Dense(30) Dense(20)

—

Dense(4)

Figura 32. Red convolucional

Linear

En concreto, cada capa Dense tendra un nimero de neuronas. Como anteriormente, X

representa las entradas e Y la salida. Teniendo en cuenta lo aprendido con la red LSTM respecto al peso

gue se le da al Kp si se usa como entrada, este modelo tampoco lo incluira en las entradas. Por tanto,

las entradas seran, al igual que en el modelo LSTM, la magnitud del campo magnético interplanetario,

la densidad de protones del viento solar, y su velocidad de flujo. Ademas, para este nimero de neuronas

obtenemos el siguiente resumen de la red:

Model: "sequential™

Layer (type) Output
dense (Dense) (None,
dense_1 (Dense) (None,
dense_2 (Dense) (None,
activation (Activation) (None,

Total params: 824
Trainable params: 824
Non-trainable params: @

Figura 33. Resumen del modelo convolucional
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Finalmente, hay que optimizar los parametros de la red, que en este caso son las épocas de
entrenamiento, las neuronas de cada capa convolucional y el tamafio de lote. Para ello, estudiamos el

efecto de los pardmetros con las mismas graficas que en el modelo LSTM:

Perdida de entrenamiento

— Perdida de entrenamiento
0060 1

0.055 A

0.050 A

0.045 1

0040 1

00354 W

T T T T T T
o 250 500 730 1000 1250 15000 1750 2000

Figura 34. Pérdida de entrenamiento en funcion del nimero de épocas del modelo convolucional

Histograma Errores en el entrenamiento

G000

5000

4000 4

3000 1

2000 1

1000 +

Error

Figura 35. Histograma de errores en entrenamiento del modelo convolucional
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Kp cada 3 horas entrenamiento

4 4
o 3
3
W
=
5 21
£

l i

— Datos
o+ Prediccion datos entramiento

T T T T T T T T T
o 2000 4000 6GOOO  BOOO 10000 12000 14000 16000
Tiempo

Figura 36. Predicciones del Kp en entrenamiento del modelo convolucional

Histograma errores en el test

1400 A

1200 1

1000 1

G001

400 1

200 1

Figura 37. Histograma de errores en el test del modelo convolucional
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Kp cada 3 horas test

4
o 3
e
W
]
5 21
£

1 4

= Datos
04— Prediccion datos test

0 500 1000 1500 2000 2500 3000 3500 4000
Tiempo

Figura 38. Predicciones del Kp en test del modelo convolucional

error medio de entrenamiento: -0.0025
desviacion tipica de entrenamiento: ©.8419

Figura 39. Error medio y desviacion tipica del entrenamiento del modelo convolucional

error medio de test: -0.0407
desviacion tipica de test: ©.8590

Figura 40. Error medio y desviacion tipica del test del modelo convolucional

Resultado del entrenamiento: ©.8419 RMSE
Resultado del test: ©0.8600 RMSE

Figura 41. RMSE de entrenamiento y de test del modelo convolucional
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Valores reales vs Valores predichos entrenamiento

51 @ Puntos
Regresion lineal
a4 Objetivo
n ]
% ®
5 37
I
[=9
i
527
=
1 -
'I]-

0 1 2 3 4 5
Valores reales

Figura 42. Valores reales vs valores predichos entrenamiento del modelo convolucional

Valores reales vs Valores predichos test

51 ® Puntos
Regresian lineal
ad Objetivo
[
=]
T3
s 3
I
(=1
i
527
=
1 -
,u_

Valores reales

Figura 43. Valores reales vs valores predichos test del modelo convolucional
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Error

Kp cada 3 horas test

J = Error
Intervalo de confianza

T

0 500

1000 1500 2000 2500 3000

Tiempo

3500 4000

94.70300848547184% de predicciones en el intervalo de confianza

Figura 44. Errores respecto al intervalo de confianza del modelo convolucional

Tal y como con el modelo LSTM, la Figura 34 tiene una forma de “L” que se aplana al llegar a

las 2.000 épocas. Por otro lado, se pueden observar distribuciones normales en los histogramas de

errores (Figura 35 y Figura 37), tanto de entrenamiento como de test. Este es el comportamiento

esperado, en ambos casos con un error medio cercano a cero y una desviacion tipica relativamente

pequefia. Ademas, en las figuras Figura 42 y Figura 43 se puede apreciar que la regresion lineal de los

puntos se aproxima suficientemente a la linea objetivo que se muestra en verde. De todas formas, se

comprueban los resultados del modelo para distintos parametros:

Modelos

Capas

Neuronas

Tamafio de lote

Epocas

Error Medio Training

Desviacidn Tipica Training

Error Medio Test

Desviacion Tipica Test

RMSE Training

RMSE Test

M12

30,20,4

200

1000

-0.0272

0.8855

-0.012

0.8936

0.8859

0.8937

M13

30,20,4

200

500

-0.0239

0.8895

-0.0052

0.8963

0.8898

0.8963

M14

30,20,4

200

2000

-0.0239

0.8743

-0.0115

0.887

0.8746

0.887

M15

30,20,4

100

1000

-0.0135

0.8807

0.0006

0.8885

0.8808

0.8885

M16

30,20,4

100

2000

-0.0025

0.8419

-0.0407

0.859

0.8419

0.86

M17

30,20,4

100

4000

-0.0022

0.8627

0.0045

0.888

0.8627

0.888

M18

Ww W w w wlw

15,5,4

100

2000

-0.0071

0.888

0.0105

0.8966

0.888

0.8966

Figura 45. Resultados para diferentes pardmetros del modelo convolucional

Como era de esperar segun las gréaficas comentadas en el parrafo anterior, obtenemos las

predicciones mas precisas para el modelo M16, que consta de 2.000 épocas de entrenamiento, treinta

neuronas en la primera capa Dense, veinte neuronas en la segunda capa Dense, cuatro neuronas en la

tercera capa Dense y con un tamafio de lote de 100.
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4.3 Deteccion de anomalias

En este apartado se expone como se hace uso de los modelos descritos en los puntos 4.1y 4.2
para la deteccion de tormentas. En primer lugar, debemos utilizar los modelos optimizados para hacer
predicciones de datos recogidos en periodos de tormentas. La idea es que, como los modelos estan
entrenados en periodos en los que no tienen lugar tormentas electromagnéticas, deberian predecir
erréneamente en periodos en los que si haya tormentas solares. Para comprobar en qué cantidad esto es
asi, pasaremos por los modelos datos correspondientes a periodos en los que hay tormentas y

observaremos los resultados.

4.3.1 Modelo LSTM en periodo de tormentas

En primer lugar, hablaremos sobre el modelo LSTM. De manera similar a cuando entrenamos
el modelo, lo primero es descargar los datos correspondientes a periodos de tormentas solares y
copiarlos en un dataframe de la libreria pandas [10]. Después, se normalizan los datos haciendo uso
del MinMaxScaler de la libreria sklearn [17]. Una vez tenemos los datos normalizados, los utilizamos
como datos de test y hacemos una prediccion sobre ellos con el modelo LSTM. Finalmente,
comparamos los errores de las predicciones respecto a los datos originales, y los superponemos a las

bandas de confianza que usamos anteriormente en la Figura 26. El resultado es el siguiente:
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Kp cada 3 horas tormentas
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Figura 46. Errores respecto al intervalo de confianza en tormentas LSTM

Como era de esperar, hay un mayor porcentaje de errores fuera del intervalo de confianza que
en el caso de los datos correspondientes a periodos de no tormentas. En concreto, en este caso el 71,85%
de los errores se encuentran dentro de ese intervalo de confianza, frente al 94,79% que lo hacia con los
datos de test.

4.3.2 Modelo convolucional en periodo de tormentas

Para comprobar los resultados del modelo convolucional en periodos de tormentas solares,
llevamos a cabo un procedimiento igual que para el modelo LSTM. En primer lugar, copiamos los datos
con las variables de entrada y la variable de salida. Segundo, normalizamos esos datos y los utilizamos
como datos de test. Tercero, hacemos una prediccion con el modelo optimizado elegido en el apartado
4.2. Finalmente, calculamos el error de cada prediccion respecto a su valor objetivo y comprobamos si

se sitUa dentro el intervalo de confianza de error del modelo.
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Figura 47. Errores respecto al intervalo de confianza en tormentas modelo convolucional

En la figura se observa, al igual que con el modelo LSTM, que un mayor numero de
predicciones se alejan del valor real mas alla del intervalo de confianza, comparado con los datos de
test. En concreto, en este caso un 78,29% de los errores se encuentra dentro de las bandas de confianza.
Por el contrario, el 94,7% de los datos medidos en periodos de no tormentas se encuentra dentro del

intervalo de confianza, tal y como se puede ver en la Figura 26.

4.4 Eleccion del modelo

En este apartado se elige un modelo para ser utilizado en la deteccion de tormentas y se explica
las razones por las que es elegido. Basandonos en las figuras Figura 46 y Figura 47, el modelo LSTM
es el que contiene un menor numero de errores dentro del intervalo de confianza. Es decir, el modelo
LSTM predice peor el valor proximo del Kp, cuando este corresponde a un periodo de tormenta. Sin
embargo, el porcentaje de errores que se mantienen dentro de las bandas de confianza es demasiado alto
tanto para la red LSTM como para el modelo convolucional. Por ello, se plantea una alternativa con la
que obtenemos mejores resultados. En vez de utilizar un modelo u otro, se va a realizar un OR l6gico
de la salida de ambos modelos. Dado que el objetivo es calificar como momento con tormenta aquél
para el que su prediccion se aleja mas del intervalo de confianza del objetivo, bastara que la prediccion
de cualquiera de los modelos se salga de sus correspondientes bandas de confianza para marcar el suceso

como una anomalia. El resultado es el siguiente:
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Figura 48. Errores respecto al intervalo de confianza en tormentas OR de los modelos

Se puede observar que aumenta el nimero de errores fuera del intervalo, en concreto, el nimero
de errores en la prediccion que se mantiene dentro de las bandas de confianza se reduce al 62,75%. Por
lo tanto, conseguimos una mejoria considerable. Reducimos ese porcentaje mas de un 15% respecto al
que conseguiamos con el modelo convolucional, y casi un 10% respecto al que conseguiamos con el
modelo LSTM. Sin embargo, antes de elegir este “modelo OR” para la deteccion de anomalias, debemos
comprobar que no se vea perjudicado el porcentaje de errores en la prediccion de datos en periodos en
los que no hay tormentas. Para ello, realizamos el OR también con los datos de no tormentas y

obtenemos la siguiente gréfica:

Kp cada 3 horas test

T T T T T T T
500 1000 1s00 2000 2500 3000 3300 4000
Tiempa

3 -
1 -
1 -
[ ﬂ -
=
(TN ]
_1 E
—z 4 = Error modelo convelucional
= Error modelo LSTM
—3 4 — Intervale de confianza modele convolucional
= |ntervalo de confianza modelo LSTM
T
0

Figura 49. Errores respecto al intervalo de confianza OR de los modelos
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A simple vista no parece haber una disminucion notable de los errores que se quedan fuera del
intervalo de confianza. Concretamente, el 93,21% de los errores en las predicciones se mantienen dentro
de las bandas de confianza. Tan solo disminuye un 1% con respecto a los resultados de los modelos por
separado. Con estos resultados, podemos afirmar que el “modelo OR” resulta mas efectivo que el LSTM

0 el convolucional por su cuenta.

4.5 Aplicacion para la deteccion de tormentas

En este apartado se expone la creacion y el funcionamiento de la aplicacion “semaforo”,
encargada de detectar si ha habido tormenta 0 no en un dia o mes seleccionado. La aplicacién hace
uso de la libreria ipywidgets [11], la cual facilita el uso de controles interactivos. En concreto, la
aplicacién dispone de dos menus desplegables para la eleccién de la fecha o fechas para las que
gueramos ver si ha habido tormentas electromagnéticas. El primero de ellos contiene todos los

meses de todos los afios desde 2015 hasta 2021 y tiene este aspecto:

201501 a
201502
201503
201504
201505
201506
201507
2015 08
201509
201510
2015 11
201512
2016 01
2016 02
2016 03
2016 04
2016 05
2016 06
2016 07
2016 08 v

201505 v

Figura 50. Menu desplegable de meses

Por otro lado, el segundo menu desplegable contiene los dias del mes elegido, y una opcién que

permite visualizar todos los dias del mes. El menda tiene el siguiente aspecto:
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Figura 51. Menu desplegable con los dias del mes

Respecto a la computacion realizada por la aplicacién, lo primero que se lleva a cabo es la
prediccidn de todas las fechas del calendario con ambos modelos. De esta manera, solo hay que realizar
las predicciones una sola vez y una vez hechas la aplicacion puede funcionar sin pausas de computacion
para realizar las predicciones que es lo que mas tiempo consume. Una vez hechas las predicciones, se
calculan los errores de estas. Después, se utilizan las selecciones de los menus desplegables para filtrar
todos los datos de manera que se elijan solamente las fechas deseadas. Una vez sabemos para que dias
gueremos saber si ha habido tormenta solar, pasamos los errores en las predicciones de esos dias por el
detector de anomalias. Es decir, comprobamos si esos errores se encuentran dentro del intervalo de
confianza. Como finalmente elegimos utilizar el “modelo OR”, tendremos que comprobar los errores
en la prediccion de cada modelo comparados con sus respectivas bandas de confianza. Una vez hecho

esto, mostramos los resultados graficamente en funcién del nimero de anomalias que haya en un dia.

Los resultados siguen un codigo de colores para indicar la certeza con la que afirmamos que ha
habido tormenta o no ese dia. Estos colores son verde, amarillo, rojo y gris. Inspirados en los colores
de un seméforo, asignamos al verde los dias en los que la aplicacion calcula que no hay tormentas. Por
otro lado, el amarillo representa dias con mayor probabilidad de haber sufrido una tormenta, y el rojo
los dias en los que afirmamos con mayor certeza que ha habido una tormenta. Por Gltimo, asignamos el

gris a los dias en los que alguna entrada fue desechada en el proceso de tratamiento de datos.

El planteamiento inicial es que, si hay mas de cinco anomalias, marcar el dia de rojo, si hay entre

tres y cinco, marcarlo de amarillo, si hay menos de tres marcarlo de verde y si es un dia en el que faltan
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entradas, marcarlo de gris. Sin embargo, el resultado para esta configuracion no es satisfactorio. Para

respaldar esta afirmacion, podemos ver los resultados del modelo para el mes de marzo de 2015:

Como se puede observar, obtenemos dias de todos los colores por lo que es un buen ejemplo
en el que fijarnos. Tomemos por ejemplo el dia 17 de marzo, que sale coloreado de amarillo por la
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Figura 52. Versidn inicial del semdforo en marzo de 2015

aplicacion, con tres anomalias. Estos son los datos correspondientes al 17 de marzo:

YearMonth Day Hours Kp Bt Proton Density Bulk Speed
593 201503 17 0:3 2.000 8.300000 14.100000 420.266667
594 201503 17 3:6 4.667 15.033333 17.433333 468.966667
595 201503 17 6:9 5.667 14.166667 6.266667 530.466667
596 201503 17  9:12 5.333 15.766667 7.000000 609.566667
597 201503 17 12:15 7.667 27.133333 13.700000 589.866667
598 201503 17 15:18 7.667 24.400000 10.066667 576.033333
599 201503 17 18:21 7.333 17.400000 5.033333 556.833333
600 201503 17 21:24 7.667 19.166667 5.766667 555.200000

Se puede apreciar en la tabla, que el 17 de marzo de 2015 fue un dia con muchas tormentas.
Teniendo en cuenta que el indice Kp solamente va de cero a nueve, obtener Kps de magnitud siete es
algo bastante notable. Sin embargo, la aplicacioén solamente detecta tres anomalias en un dia en el que
seis de los ocho intervalos de tres horas corresponden a periodos de tiempo en los que ocurren tormentas

solares. Este dia deberia ser calificado de rojo. Por otro lado, podemos fijarnos en un caso contrario. El

Figura 53. Datos del 17 de marzo de 2015
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dia 24 de marzo, la aplicacién lo marca como rojo, con seis anomalias. Estos son los valores

correspondientes al 24 de maro de 2015:

YearMonth Day Hours Kp Bt Proton Density Bulk Speed
649 201503 24 0:3 1.667 5.700000 1.933333 518.133333
650 201503 24 3:6 1.333 5.200000 2.533333 517.133333
651 201503 24 6:9 1.333 4.200000 2.700000 540.566667
652 201503 24 9:12 2.333 3.600000 2.400000 536.466667
653 201503 24 1215 3.333 3.866667 3.100000 530.900000
654 201503 24 1518 3.667 4.600000 2.933333 527.533333
655 201503 24 18:21 1.667 5.933333 2.500000 524.866667
656 201503 24 21:24 2.000 4.200000 2.766667 551.066667

Figura 54. Datos del 24 de marzo de 2015

Como se observa en los datos mostrados, el 24 de marzo no tiene ningun intervalo de tres horas
en el que haya tormenta solar, de hecho, ningun valor del Kp registrado ese dia se acerca a valores
correspondientes a periodos de tormentas. Lo mismo ocurre el 8, 21 y 28 del mismo mes. Estos dias se

marcan en rojo a pesar de no superar un Kp de 4 en ningin momento del dia.

Vistos los resultados, planteamos otra opcion para calcular las anomalias. Tanto el modelo LSTM
como el modelo convolucional estan entrenados para predecir valores de Kp menores de cinco, es decir,
estan entrenados en periodos en los que no hay tormentas. Por ello, a la hora de predecir un valor de
tormenta, la prediccion de los modelos serd, generalmente, menor que el valor original. El error en la
prediccidn se calcula restando al valor predicho el valor real. En consecuencia, en caso de salirse ese
error de las bandas de confianza, normalmente lo hara por la banda inferior ya que la diferencia entre
el valor predicho y el valor real serd negativa. Por tanto, ajustamos la deteccion de anomalias para que
detecte anomalias solamente por la banda inferior del intervalo de confianza. A raiz de este cambio, hay
gue ajustar también la asignacion de colores. Para esta version, se marcara de rojo aquel dia en el que
se detecten dos o méas anomalias, de amarillo aquel en el que se detecte una, de verde aquel dia en el
que no se detecte ninguna y de gris aquel dia en el que falten entradas. El resultado que obtenemos para

el mismo mes aplicando estas modificaciones es el siguiente:
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Figura 55. Version final del semdforo en marzo de 2015

Como se puede observar, obtenemos un dia amarillo, dos rojos, uno gris y el resto verdes. Si
volvemos a la Figura 53, podemos observar que la aplicacion califica correctamente el dia 17 de marzo.
Por otro lado, los dias 8, 21, 24 y 28, los cuales eran clasificados erréneamente, pasan a ser clasificados
como verdes, por lo que se clasifican correctamente. Por otro lado, el primer dia del mes se sigue

clasificando de amarillo. Podemos observar los valores del Kp ese dia:

YearMonth Day Hours Kp Bt Proton Density Bulk Speed
468 201503 1 0:3 5.000 10.266667 6.066667 472.300000
469 201503 1 3:6 5000 8.633333 6.200000 520.633333
470 201503 1 6:9 5.333 6.400000 4.866667 535.066667
471 201503 1 9:12 3.667 6.366667 4.166667 547.633333
472 201503 1 12115 2.000 9.233333 4.733333 521.500000
473 201503 1 15118 1.333 10.000000 5.233333 504.700000
474 201503 1 18:21 2333 7.200000 5.166667 496.133333
475 201503 1 21:24 2667 6.533333 7.066667 454.800000

Figura 56. Datos del 1 de marzo de 2015

Se puede observar que hay dos valores de Kp iguales a cinco, y uno igual a 5.333. Estos valores
corresponden a tormentas, aunque se sittan en la frontera entre tormenta y no tormenta. Por ello, dado
que el resto de los valores del dia son Kps bajos, parece que el amarillo es un color adecuado para este
dia. Otro dia destacable de los nuevos resultados del semaforo, es el dia 16. Este dia se clasificaba de
amarillo en la versién anterior y se clasifica de rojo con esta. Sin embargo, el dia 16 contiene los

siguientes datos:
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YearMonth Day Hours Kp Bt Proton Density Bulk Speed
585 201503 16 0:3 1.667 4.700000 19.900000 338.333333
586 201503 16 3:6 3.333 6.000000 20.166667 356.666667
587 201503 16 6:9 3667 9.700000 12.966667 365.966667
588 201503 16 9:12 3.000 10.400000 19.166667 377.466667
589 201503 16 12:15 2.667 11.100000 11.300000 395.066667
590 201503 16 15118 2.667 12.450000 14.050000 411.150000
591 201503 16 18:21 1.333 9.666667 18.366667 432.833333
592 201503 16 21:24 0.333 8.966667 13.733333  422.133333

Figura 57. Datos del 16 de marzo de 2015

Como se ve en la figura, ninguna entrada supera un Kp de cuatro. Por lo que este dia se clasifica
erréneamente. Sin embargo, teniendo en consideracion la mejoria del resto de dias, la aplicacion afina

considerablemente su precision.
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5. Analisis de Resultados

En este apartado, se analizan los resultados del trabajo y el cumplimiento de los objetivos

marcados en el capitulo 1.3.

El primero objetivo, consistia en explicar la variable Kp en funcion de otras disponibles para
elegir las entradas. En el apartado 3.1 se seleccionan las entradas que guardan una mayor
correlacion con el indice Kp, que son la magnitud total del campo magnético interplanetario, la
densidad de protones en el viento solar, y la velocidad de su flujo. También se considera incluir el
propio Kp, pero en el apartado 4.1, en la creacién del modelo LSTM, se estima que se consigue un
mejor comportamiento a la hora de detectar anomalias en las predicciones si se excluia de las

entradas el Kp.

El segundo objetivo, era importar los datos de las variables elegidas, correspondientes a fechas
desde el afio 2015 hasta 2021. En el apartado 3.2, se expone detalladamente cdmo se consiguen los

datos de cada una de las variables de entrada.

El tercer objetivo, consistia en limpiar y tratar los datos recogidos. En el apartado 3.3, se detalla
el método seguido para la interpolacion de datos que no se habian medido correctamente. Ademas,
después de interpolar o desechar las entradas de datos mal medidos, se unificaron los datos de todas
las variables en tres archivos diferentes. Uno con todos los datos, otro con los datos de periodos de

tormentas, y el Gltimo con datos de periodos en los que no habia tormentas.

El cuarto objetivo se trataba de crear y evaluar la precision de un modelo LSTM que prediga
valores futuros del indice Kp. En el capitulo 2.1 y 2.1.1 se explica el funcionamiento de las redes
neuronales recurrentes LSTM. Después, en el apartado 4.1, se detalla la creacion del modelo y los
pasos seguidos para su entrenamiento y optimizacion. Dentro de este apartado se muestran ademas
todas las graficas que nos dan la informacién necesaria acerca del buen funcionamiento del modelo
para los parametros elegidos. También se expone la arquitectura del modelo, explicando todas sus
capas y parametros. Finalmente, se llega a un modelo satisfactorio para las necesidades del proyecto

y se comprueba su funcionamiento a la hora de detectar tormentas en el apartado 4.3.1.

El quinto objetivo, era andlogo al anterior, pero para un modelo convolucional. En primer lugar,
se explica el funcionamiento de las redes convolucionales en el apartado 2.2. Después, en el
apartado 4.2, se detalla la creacion del modelo y los pasos seguidos para su entrenamiento y
optimizacién. Dentro de ese capitulo, se muestran también todas las gréaficas utilizadas para

determinar el buen funcionamiento del modelo para los parametros elegidos. También se describe
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la arquitectura del modelo, explicando todas sus capas y parametros. Finalmente, se consigue un
modelo satisfactorio para las necesidades del proyecto y se comprueba su funcionamiento a la hora

de detectar tormentas en el apartado 4.3.2.

El sexto objetivo, se trataba de comparar el modelo LSTM con el modelo convolucional y
determinar qué modelo era mejor a la hora de detectar tormentas. En el apartado 4.3, se discute la
precision con la que cada uno de los modelos detecta anomalias en sus predicciones en periodos de
tormentas. Finalmente, se decide utilizar un modelo que haga un OR légico de la deteccion de
anomalias de ambos modelos para conseguir una mejor deteccion de anomalias. En el apartado 4.4
se detalla concretamente la mejoria en la deteccion de tormentas respecto a utilizar los modelos por

separado, que es de aproximadamente un 10%.

El ultimo objetivo, consistia en programar una aplicaciébn que detecte tormentas
electromagnéticas en la fecha seleccionada desde 2015 hasta 2021, basandose en los modelos de
prediccion desarrollados. En el apartado 4.5, se explica el proceso de desarrollo de la aplicacion,
asi como su funcionamiento. Respecto al funcionamiento de la aplicacion, del total de los datos
usados por los modelos (19783), aproximadamente un 1.72% representa periodos en los que hay
tormentas (341). Concretamente, el 98.2763% de los errores en la prediccion del modelo OR,

deberia situarse dentro de su intervalo de confianza.

Kp cada 3 horas

81 —— Error modelo convolucional
—— Error modelo LSTM
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Figura 58. Errores en las predicciones de ambos modelos
En la gréafica superior se muestran los errores en las predicciones de todos los datos de ambos

modelos. También se muestran las bandas inferiores de confianza de los modelos. Segln estos

datos, el 98.2864% de los errores se encuentran por encima de esas bandas. A pesar de que algunas
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de estas anomalias no sean causadas por periodos de tormentas, clasificamos précticamente el

porcentaje de los datos esperados como anomalia 0 no anomalia.

Concretamente, de las cien anomalias que detecta la aplicacién, 31 corresponden a periodos de
tormentas. Sin embargo, hay que tener en cuenta que para que la aplicacion marque un dia de rojo,
es decir, que afirme con cierta certeza que ha habido tormenta, debe de haber méas de una anomalia
ese dia. Del total de los dias, 2037 se marcan como verdes y en ninguno de ellos hay un valor de
Kp superior o igual a cinco, por lo que se clasifican correctamente. Por lo tanto, en todos los casos
en los que hay algun periodo de tormenta, el dia es clasificado por la aplicacion cémo amarillo o
rojo. Por lo tanto, el resultado de la aplicacion es satisfactorio y cumple con el objetivo marcado.

6. Conclusién

Tras todo el anélisis realizado anteriormente, se puede afirmar que aln existe un cierto margen de
mejora de la aplicacién a la hora de detectar anomalias en las predicciones. Sin embargo, obtenemos
un buen resultado con el modelo actual ya que conseguimos clasificar todos los momentos de
tormentas como amarillos o rojos. La conclusion general es que se han abordado con éxito los
objetivos del proyecto, citados en el apartado 1.3, obteniendo resultados satisfactorios en todos
ellos. Se ha importado un conjunto de datos grande de varias variables que se han estudiado para
ser incluidas como entradas de los modelos. También, se ha creado y optimizado un modelo LSTM
y un modelo convolucional, en ambos casos teniendo en cuenta varios datos y graficas y con
numerosas pruebas a la hora de elegir los valores de los pardmetros que optimizaban los modelos.
Estos modelos se combinaron para obtener el mejor detector de anomalias posible y finalmente, se

programé una aplicacion interactiva en la que comprobar las anomalias en cualquier fecha desead
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8. Anexo A

Anexo A
ESCUELA TECNICA SUPERIOR DE INGENIERIA
I.C.A.l

PROYECTOS FIN DE GRADO
CURSO: 4°GITT

Ficha de proyecto fin de grado
(RELLENAR CON LETRAS DE IMPRENTA EN ORDENADOR)

Titulacion y optatividad: Grado en Ingenieria en Tecnologias de Telecomunicacién
Alumno 1° Apellido: Lopez

2° Apellido: Soto

Nombre: Ignacio

Teléfono de contacto: +1 (217) 695 - 6919 e-mail:
201802973 @alu.comillas.edu

Titulo del Proyecto Fin de Grado: Aplicacion de técnicas de aprendizaje automatico para
evaluar y predecir la actividad geomagnética solar en las comunicaciones

Director (nombre y dos apellidos): Miguel Angel Sanz Bobi Teléfono de
contacto:
e-mail: masanz@comillas.edu

Breve descripcion del proyecto (5 0 6 lineas)

Segun la definicion de la NASA, "la actividad en la superficie del Sol crea un tipo de clima Ilamado
clima espacial”. El Sol esta realmente lejos, a unos 93 millones de millas (150 millones de
kilometros), de la Tierra. Sin embargo, el clima espacial puede afectar a la Tierra y al resto del
sistema solar. En el peor de los casos, jincluso puede dafiar satélites y provocar apagones eléctricos en
la Tierra! (https:/ / spaceplace.nasa.gov/ spaceweather/ en/ ). Este proyecto de investigacion explorara
la posible aplicacion de técnicas de aprendizaje automatico como, por ejemplo, redes neuronales
convolucionales para modelar algunas caracteristicas del clima espacial como es la actividad
geomagnética y su impacto en las comunicaciones.

El documento final del proyecto serd subido al Repositorio Institucional de Comillas con acceso
publico. El alumno podrd solicitar un nivel restringido de acceso (incluido el ‘cerrado’ o
“‘confidencial’’) que podra concederse, excepcionalmente, si estd plenamente justificado.
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The final report of the Project will be uploaded to the Comillas Institutional Repository with public
access. The student will be able to ask for a restricted access (even ‘‘closed’’ or ‘‘confidential’”) which
will be exceptionally accepted if it is fully justified.

Aceptacion del Director (firma y fecha)

Firmado por SANZ BOBI MIGUEL ANGEL - 25965998X el dia 22/09/2021 con
un certificado emitido por AC FNMT Usuarios
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ANEXO I: ALINEACION DEL PROYECTO CON LOS ODS

Los ODS (Objetivos de Desarrollo Sostenible), son objetivos adoptados por los Estados Miembros de
la ONU en 2015 como un llamado universal para poner fin a la pobreza, proteger el planeta y garantizar
el bienestar de todas las personas para 2030 [23]. Este proyecto se alinea con algunos de estos objetivos,
cuyas definiciones se han extraido de [24].

e Objetivo 7: Garantizar el acceso a una energia asequible, segura, sostenible y moderna
e Objetivo 9: Construir infraestructuras resilientes, promover la industrializacion sostenible y
fomentar la innovacion.

El proyecto estd mayoritariamente vinculado al objetivo nimero nueve, el fomento de la innovacion
tecnolégica. La investigacion de modelos de prediccidn basados en redes neuronales se puede aplicar a
cualquier sector, tal y como lo hemos aplicado en este trabajo para la prediccion del indice Kp. Mediante
este proyecto, se busca cumplir la meta “Aumentar la investigacion cientifica y mejorar la capacidad
tecnoldgica de los sectores industriales de todos los paises, en particular los paises en desarrollo, entre
otras cosas fomentando la innovacion y aumentando considerablemente, de aqui a 2030, el nimero de
personas que trabajan en investigacién y desarrollo por milldn de habitantes y los gastos de los sectores
publico y privado en investigacion y desarrollo.”

Por otro lado, el proyecto esta alineado con el objetivo de desarrollo nimero 7, definido anteriormente.
Con el desarrollo de una aplicacién que detecte tormentas solares, conseguimos preparar las
telecomunicaciones antes de que sean afectadas. Por ello, el proyecto busca cumplir con la meta “De
aqui a 2030, ampliar la infraestructura y mejorar la tecnologia para prestar servicios energéticos
modernos y sostenibles para todos en los paises en desarrollo, en particular los paises menos
adelantados, los pequefios Estados insulares en desarrollo y los paises en desarrollo sin litoral, en
consonancia con sus respectivos programas de apoyo”.
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ANEXO II: LISTADO Y ENLACE A LOS ARCHIVOS

Enlace a los archivos: https://drive.google.com/drive/folders/19XrOm5M-
3T719fStvAUeMmWAejZN2tzg?usp=sharing

Listado de archivos:

Carpeta “data”: contiene los archivos importados con datos del viento solar, el campo
magnético y el indice Kp desde enero de 2015 hasta diciembre de 2021. Contiene los
siguientes tipos de archivos:
o yyyymm_ace_mag_Llh.txt : dénde yyyy representa el afio y mm el mes en el que se
midieron los datos sobre el campo magnético.
o yyyymm_ace_swepam_1lh.txt : donde yyyy representa el afio y mm el mes en el que
se midieron los datos sobre el viento solar.
o Kp_ap_AP_SN_F107_yyyy.txt : dénde yyyy representa el afio en el que se midieron
los datos del indice Kp.
data.csv : archivo con todos los datos de no tormentas agrupados.
dataStorm.csv: archivo con todos los datos de tormentas agrupados
dataTotal.csv : archivo con todos los datos agrupados
Kp.csv : archivo con todos los datos del indice Kp.
mag.csv : archivo con todos los datos del campo magnético.
solarWind.csv : archivo con todos los datos de la densidad de protones y su velocidad de
flujo.
KpDataConverter.ipynb : notebook que lee los archivos con los datos de Kp y crea Kp.csv
MagneticFieldDataConverter.ipynb : notebook que lee los archivos con datos del campo
magnético y crea mag.csv
solarWindDataConverter.ipynb : notebook que lee los archivos con datos del viento solar y
crea solarWind.csv
DataUnifyer.ipyng : notebook que lee Kp.csv, mag.csv y solarWind.csv, interpola los valores
gue faltan y crea data.csv, dataStorm.csv y dataTotal.csv.
ModeloLSTM.ipynb : notebook que entrena una red LSTM, genera los gréaficos
correspondientes para su analisis y lo evalGa con datos de tormenta.
ModeloConv-MASB.ipynb : notebook que entrena una red convolucional, genera los graficos
correspondientes para su analisis y lo evalla con datos de tormentas.
LSTM3020.json : contiene el modelo LSTM optimizado con 30 neuronas en la primera capa
y 20 en la segunda en formato json.
LSTM3020.h5 : contiene los pesos del modelo modelo LSTM optimizado con 30 neuronas en
la primera capa y 20 en la segunda.
conv30-20-4.h5 : contiene los pesos del modelo convolucional optimizado con 30 neuronas
en la primera capa, 20 en la segunda y 4 en la tercera.
Carpeta conv30-20-4.h5py : contiene la red convolucional optimizada con 30 neuronas en la
primera capa, 20 en la segunda y 4 en la tercera, con su estado guardado después de ser
entrenado.
DetectorAnomalias.ipynb : notebook de la aplicacion que detecta tormentas para todas las
fechas desde 2015 hasta 2021.
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