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RESUMEN 

 

El análisis de los factores que inciden en el precio de la vivienda mediante técnicas de 

inteligencia artificial emerge como un enfoque crucial en el contexto del mercado 

inmobiliario. La complejidad inherente a este mercado, con sus múltiples variables 

interrelacionadas, demanda herramientas avanzadas para una comprensión profunda y 

una toma de decisiones más precisa. Esta investigación se centra en la aplicación de 

algoritmos de aprendizaje automático y análisis de datos para identificar patrones, 

tendencias y relaciones ocultas en conjuntos de datos inmobiliarios. Los objetivos 

incluyen no solo comprender los determinantes del precio de la vivienda, sino también 

optimizar la toma de decisiones en el mercado inmobiliario. La metodología abarca 

desde el análisis exploratorio de datos y la revisión de literatura hasta la implementación 

de modelos predictivos, con el fin de proporcionar herramientas eficientes y precisas 

para la toma de decisiones estratégicas. Los resultados obtenidos de este estudio no solo 

informarán sobre los factores más influyentes en los precios de la vivienda, sino que 

también ofrecerán recomendaciones estratégicas para los actores clave del mercado 

inmobiliario, contribuyendo así a una comprensión más completa y una gestión más 

eficaz de este sector fundamental en la economía. 

 

Palabras clave: mercado inmobiliario, precio de la vivienda, machine learning, oferta y 

demanda, mercado de alquiler, compraventa, evolución del precio. 

  



3 
 

ABSTRACT 

 

The analysis of factors affecting housing prices through artificial intelligence techniques 

emerges as a crucial approach in the real estate market context. The inherent complexity 

of this market, with its multiple interrelated variables, demands advanced tools for deep 

understanding and more precise decision-making. This research focuses on applying 

machine learning algorithms and data analysis to identify patterns, trends, and hidden 

relationships in real estate datasets. Objectives include not only understanding the 

determinants of housing prices but also optimizing decision-making in the real estate 

market. The methodology spans from exploratory data analysis and literature review to 

the implementation of predictive models, aiming to provide efficient and accurate tools 

for strategic decision-making. The findings from this study will not only inform about 

the most influential factors in housing prices but also offer strategic recommendations 

for key players in the real estate market, thus contributing to a comprehensive 

understanding and more effective management of this fundamental sector in the 

economy. 

 

 

Keywords: real estate market, housing price, machine learning, supply and demand, 

rental market, buying and selling, price evolution 
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1. Introducción 

El mercado inmobiliario, como indican diversos estudios (Leamer, 2007; Mooya, 2016), 

desempeña un papel crucial en la actividad económica y pieza fundamental del propio 

ciclo económico. Los precios de la vivienda han sido protagonistas en crisis económicas 

y financieras pasadas, y su correcta valoración es esencial tanto para compradores y 

vendedores como para instituciones financieras. Por ello, comprender los factores que 

influyen en el precio de la vivienda es esencial para múltiples actores en el mercado 

inmobiliario, desde compradores y vendedores hasta desarrolladores y analistas. Sin 

embargo, la complejidad y la interdependencia de estos factores plantean desafíos 

significativos para su análisis y predicción precisos. En este contexto, el uso de técnicas 

de inteligencia artificial (IA) emerge como una herramienta poderosa para abordar esta 

complejidad y alcanzar una mayor comprensión sobre el mercado inmobiliario. A través 

de la aplicación de algoritmos de aprendizaje automático y análisis de datos, se busca 

identificar patrones, tendencias y relaciones ocultas en conjuntos de datos inmobiliarios, 

con el fin de proporcionar una comprensión más completa y precisa de los 

determinantes del precio de la vivienda. 

La inteligencia artificial influye en el sector inmobiliario español al automatizar tareas 

repetitivas, como la búsqueda de propiedades y la atención al cliente a través de 

chatbots y asistentes virtuales, agiliza el proceso de compraventa de inmuebles. 

Asimismo, los algoritmos de aprendizaje automático permiten valoraciones más 

precisas y rápidas de las propiedades, mientras que las herramientas de realidad virtual 

ofrecen a los compradores una experiencia de visualización mejorada. Sin embargo, 

todos estos avances conllevan preocupaciones sobre la privacidad de los datos y el 

impacto en el empleo debido a la automatización (Rivera Carmona, 2023). 

En este capítulo se abordarán las razones fundamentales que respaldan la elección del 

tema de investigación, así como la delineación de los objetivos principales y 

secundarios del trabajo. Además, se expondrá la metodología que se seguirá para llevar 

a cabo esta investigación. Este análisis inicial proporcionará una visión clara de la 

motivación detrás del enfoque elegido, estableciendo el marco conceptual que guiará el 

desarrollo y la ejecución de este trabajo. 
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a. Objetivos 

El objetivo principal de este trabajo de fin de grado es el estudio de los factores que 

afectan al precio de la vivienda mediante la aplicación de técnicas de Inteligencia 

Artificial, para optimizar la toma de decisiones en el mercado inmobiliario.  

Para alcanzar este propósito, se plantean objetivos secundarios, que incluyen el análisis 

de los conceptos clave del mercado inmobiliario y la identificación de eventos pasados 

que han tenido un impacto en los precios de la vivienda. Además, se llevará a cabo una 

exploración detallada de datos e información del sector para comprender tendencias y 

patrones, así como la identificación de las características más influyentes en los precios 

de las propiedades inmobiliarias. La investigación también implica la implementación 

de modelos de aprendizaje automático con el fin de predecir el precio de los activos 

inmobiliarios, seguido de la validación y evaluación de dichos modelos mediante 

métricas correspondientes. Finalmente, se explorará el impacto potencial de estos 

hallazgos en las decisiones estratégicas y financieras de las empresas del sector 

inmobiliario.  

Este enfoque integral busca proporcionar herramientas más eficientes y precisas para la 

toma de decisiones en el mercado inmobiliario al tener una visión más clara sobre el 

mercado inmobiliario en su conjunto y las variables con más influencia en el precio de 

la vivienda. 

 

b. Metodología  

Con el propósito de alcanzar los objetivos establecidos, se seguirá una metodología 

estructurada que empezará con el análisis exploratorio de los datos tras la revisión de la 

literatura, con el objetivo de comprender el contexto del mercado inmobiliario. 

A nivel teórico el enfoque del trabajo se centrará en la exploración de fuentes de 

información tanto primarias como secundarias para respaldar los mensajes clave de la 

investigación. Se utilizarán herramientas como la biblioteca en línea de la Universidad 

Pontificia Comillas, Google Académico y diversos recursos como artículos web, 

informes corporativos y blogs. 

Se procederá a la recopilación de los datos utilizados para el análisis, centrándose en 
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variables clave como país, ubicación, año de construcción, número total de plantas, piso 

del apartamento, número de habitaciones y baños, área total del apartamento y precio en 

dólares estadounidenses. Se llevará a cabo también el procesamiento de los datos para 

garantizar su calidad y coherencia. 

Una vez recopilados y preparados los datos, se realizará un análisis exploratorio 

detallado para identificar patrones, tendencias y posibles relaciones entre variables. Esto 

proporcionará una base comprensiva antes de la aplicación de técnicas de inteligencia 

artificial y técnicas de visualización de datos para llevar a cabo un análisis predictivo 

del precio de la vivienda y sacar conclusiones sobre que variables son más 

determinantes en el precio. 

 

c. Desarrollo 

El desarrollo integral del trabajo sobre el estudio de los factores que afectan al precio de 

la vivienda, y, por tanto, al mercado inmobiliario se desglosa en cinco fases clave: 

metodología, marco teórico, análisis de datos y resultados, recomendaciones y 

conclusiones. 

En el capítulo dos del trabajo, el marco teórico, está enfocado en proporcionar una 

revisión exhaustiva de la literatura existente sobre el mercado inmobiliario, además de 

definir de manera clara los conceptos clave que sustentan el estudio sobre el precio de la 

vivienda y los factores o variables que más influyen en esto. La metodología de análisis 

ofrece una descripción detallada del análisis específico empleado en el estudio. Esto 

incluye la explicación de las variables analizadas, las técnicas estadísticas utilizadas y 

los procedimientos aplicados. 

Después, a lo largo del tercer capítulo, se desarrolla el análisis de datos y describirán y 

presentarán los hallazgos derivados de él análisis de datos. El procedimiento detallado 

del análisis se explica al principio del capítulo tres.  

Por último, en los capítulos cinco y seis, de recomendaciones y conclusiones 

respectivamente, se sintetizan los resultados del estudio con el objetivo de obtener una 

visión general y estratégica de la situación. Buscando resumir los resultados, 

proporcionar soluciones estratégicas y prácticas adecuadas para los actores claves del 
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mercado inmobiliario. Poe último, las conclusiones presentan una visión global de la 

investigación, resaltando los puntos clave y ofreciendo una reflexión sobre su 

importancia en el contexto general del mercado inmobiliario. 

 

 

2. Marco teórico del mercado inmobiliario 

a. Factores que inciden sobre el precio y el volumen en el mercado   

inmobiliario 

Según el informe del Observatorio Inmobiliario (BBVA Research, 2023) en los últimos 

años el mercado de la vivienda en Europa ha experimentado cambios significativos 

entre los que podemos destacar el aumento de precios. Este aumento de precio ha sido 

notable mayormente en zonas urbanas y turísticas, impulsado por la demanda, la escasez 

de oferta y factores como la inversión extranjera. La construcción de nuevas viviendas 

no ha podido mantenerse al ritmo de la demanda, lo que ha contribuido al 

encarecimiento y a una mayor competencia entre las propiedades disponibles, algo que 

se ha visto directamente reflejado en el aumento de precio tanto para compras como 

arrendamientos. 

La inversión extranjera también ha desempeñado un papel importante en el mercado 

inmobiliario a nivel europeo. Inversores extranjeros, especialmente de fuera de la Unión 

Europea, han mostrado interés en adquirir propiedades en Europa, tanto para fines 

turísticos o de inversión, como para residir en ellos. 

La pandemia de COVID-19 también ha tenido efectos en el mercado de la vivienda. A 

grandes rasgos podemos decir que inicialmente debido a la incertidumbre de la 

pandemia se produjo una disminución de transacciones, sin embargo, postpandemia la 

demanda de viviendas más espaciosas y con áreas exteriores aumentó, impulsando 

algunos segmentos de este mercado. (BBVA Research, 2023) 

Una de las primeras cosas que debemos analizar al abordar este tema es el escenario 

internacional complejo del mercado de la vivienda. Las proyecciones económicas del 

Fondo Monetario Internacional (FMI) para principios de 2022 señalaban una 

debilitación debido a factores como la pandemia, el aumento de precio del petróleo y 
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gas, así como problemas persistentes en la oferta. Esto ha desencadenado un aumento 

generalizado de la inflación, algo de lo que todos somos conscientes hoy en día (Fondo 

Monetario Internacional, 2022).  

Es interesante mencionar cómo la subida de los tipos de interés puede incidir en el 

mercado de la vivienda. Habitualmente, los aumentos en los tipos de interés llevan 

consigo un encarecimiento del crédito hipotecario. Esto puede impactar en la demanda 

de viviendas, provocando una desaceleración del mercado al hacer las hipotecas menos 

accesibles para algunos compradores. Por otro lado, para aquellos que ya tienen 

hipotecas, de tasa variable en concreto, un alza de los tipos puede significar cuotas 

mensuales más altas, lo que puede afectar a la estabilidad financiera.  

Cuando analizamos el panorama macroeconómico del sector inmobiliario, identificamos 

ciertas variables fundamentales que ejercen influencia en su dinámica. Entre estas 

variables se encuentran el crecimiento económico, la tasa de desempleo, el Producto 

Interno Bruto (PIB), la inflación y los tipos de interés. Estos elementos son clave para 

comprender y prever movimientos en el mercado inmobiliario. Además, al evaluar los 

precios de las propiedades, surge un concepto esencial: el cálculo del precio del suelo. 

Este se refiere al valor proyectado a partir de las futuras rentas que se esperan en ese 

lugar específico. Es decir, es una evaluación anticipada basada en las potenciales 

ganancias derivadas del área en cuestión. 

Teniendo todo esto en cuenta, es comprensible que las condiciones de acceso a la 

vivienda se estén convirtiendo en una de las cuestiones más debatidas tanto en los 

gobiernos nacionales como en Europa. Tras las crisis financieras, los precios de la 

vivienda suelen bajar, lo que facilita el acceso a la vivienda. Sin embargo, en las 

principales ciudades europeas los precios se han recuperado muy rápido y las 

posibilidades de adquisición o alquiler no han mejorado. Esta situación tiene un impacto 

negativo en la economía y la sociedad. Este problema de altos precios en el mercado 

inmobiliario en las ciudades de la Unión Europea es recurrente, los precios están 

impulsados por la especulación. Además, el futuro del mercado inmobiliario europeo 

apunta hacia una transformación en la forma en que se perciben y utilizan los activos 

inmobiliarios. Según los expertos del sector, estamos viendo una transición hacia una 

gama más diversa de activos de inversión, que van más allá de las oficinas tradicionales 

y el comercio minorista. Este cambio se ve impulsado por avances tecnológicos y 
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cambios en los hábitos de consumo, lo que lleva a una difuminación de las fronteras 

entre los diferentes sectores. Como resultado, los inversores están cada vez más abiertos 

a utilizar los activos inmobiliarios para diversos fines, desde comercio minorista hasta 

espacios de trabajo flexibles (PricewaterhouseCoopers, 2023). 

Los ciclos demográficos representan otro factor primordial en la configuración del 

mercado de la vivienda en Europa. Las variaciones en la estructura poblacional, que 

abarcan desde el envejecimiento demográfico hasta los flujos migratorios y las tasas de 

natalidad, ejercen una influencia trascendental en la dinámica de la demanda y oferta de 

viviendas. Estos cambios inciden directamente en la geografía y características de la 

demanda residencial, generando una necesidad adaptativa en términos de tipos de 

viviendas, ubicación y servicios asociados. Las migraciones internas y externas, junto 

con los patrones de densidad poblacional, son determinantes en la reconfiguración de 

los mercados inmobiliarios, impulsando ajustes en la planificación urbana para 

adecuarse a estos movimientos demográficos. Este panorama demográfico desempeña 

un papel crucial al identificar cómo las tendencias poblacionales moldean la demanda 

residencial y cómo las políticas urbanísticas deben ajustarse para abordar estas 

transformaciones. (Garcia Vega, 2023) 

 

b. Escenario macroeconómico e impacto 

En el transcurso del año 2022, la economía mundial experimentó una marcada 

desaceleración, representada por una reducción sustancial en la tasa de crecimiento del 

Producto Interno Bruto (PIB) a nivel global. Según las estimaciones proporcionadas por 

el Fondo Monetario Internacional (FMI), el crecimiento económico mundial pasó de un 

sólido 6% en 2021 a un 3,2% proyectado para 2022. Esta disminución en la tasa de 

crecimiento del PIB tiene implicaciones de gran alcance, particularmente para las 

economías avanzadas y emergentes que muestran patrones de crecimiento esperados del 

1,8% y 3,7%, respectivamente, durante el mismo período. La desaceleración del PIB 

global ha impactado significativamente a las economías avanzadas, reflejando un 

cambio marcado en su trayectoria de crecimiento. Este fenómeno se atribuye a una serie 

de factores, incluida la persistencia de la pandemia de COVID-19, la incertidumbre 

geopolítica derivada de conflictos como la invasión rusa en Ucrania, y la complejidad 

de restaurar las políticas económicas a un estado de normalidad tras las perturbaciones 
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generadas por la pandemia en años previos. (Rodríguez-López, 2022) 

A pesar de la desaceleración global, las economías emergentes muestran una mayor 

resistencia con un crecimiento proyectado del 3,7%. Esta tasa, aunque reducida en 

comparación con años anteriores, señala un crecimiento relativamente sólido en el 

contexto actual. Sin embargo, estas economías enfrentan desafíos propios, incluida la 

volatilidad derivada de los mercados globales, la incertidumbre en las políticas 

económicas de las principales economías y la presión sobre los precios de los productos 

básicos, lo que podría afectar su estabilidad económica a corto y mediano plazo. En 

conjunto, la desaceleración del PIB global representa un desafío significativo para las 

economías a nivel mundial, requiriendo una gestión cuidadosa de políticas económicas, 

estrategias de estímulo y medidas regulatorias para mitigar su impacto y fomentar un 

futuro crecimiento sostenible. (Rodríguez-López, 2022) 

 

En el artículo de “Recent Trends in Real Estate Research” de Breuer y Steininger 

(2020), señalan que, en la mayoría de los países el sector inmobiliario representa una 

parte significativa de la economía, medida por su volumen, participación en el PIB y 

fuerza laboral. En los ejemplos concretos de Estados Unidos y Alemania, el valor total 

del mercado inmobiliario en 2018 ascendió a $46,4 y $8,3 mil millones 

respectivamente, lo que demuestra su importancia económica sustancial. También se 

resalta en el artículo la interconexión del sector inmobiliario con los mercados 

financieros, especialmente a través de instrumentos como las hipotecas y los valores 

respaldados por activos. La crisis financiera de 2007-2008, que comenzó en el sector 

inmobiliario de Estados Unidos y posteriormente se extendió a los mercados financieros 

globales, ejemplifica esta influencia del sector inmobiliario en la economía en su 

conjunto. En el contexto especifico del mercado inmobiliario alemán, Breurer y 

Steininger (2020), también destacan que, como consecuencia del envejecimiento de la 

población, la urbanización y la tendencia a hogares unipersonales, ha aumentado el 

número de hogares y que todos estos aspectos han provocado un auge en la demanda de 

viviendas. 

Las perspectivas sobre el PIB para los años siguientes muestran un panorama algo más 

alentador. En particular, las revisiones al alza del crecimiento del PIB en España para 

2024, que pasó del 1,5 % al 2,1 %, y la proyección para 2025, a pesar de una leve 
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reducción, del 2,0 %, sugieren una recuperación gradual de la actividad económica. 

Estos datos pueden tener implicaciones importantes para diversos sectores, incluido el 

mercado de la vivienda, donde un aumento del PIB suele asociarse con un mayor 

impulso en la demanda de viviendas. Políticas para impulsar la demanda de vivienda o 

la fijación de precios podrían tener efectos a largo plazo en el sector. Las políticas de 

impulso a la demanda de vivienda o de fijación de precios podrían tener efectos nocivos 

a largo plazo en el sector. El Gobierno ha anunciado avales para los jóvenes, a través del 

Instituto de Crédito Oficial (ICO), con el objetivo de facilitar el acceso a una vivienda, 

lo que podría influir en la dinámica del mercado inmobiliario en el futuro cercano 

(BBVA Research, 2024).  

 

c. Evolución de los precios de la vivienda en la Unión Europea y España 

Como ya notaron hace unos años Carbó Valverde & Rodríguez Fernández (2018), "la 

evolución de los precios de la vivienda en la Unión Europea muestra una 

heterogeneidad considerable”. Esta evolución no sigue un patrón regular, tiene 

aumentos y disminuciones que no son únicamente atribuibles a factores estacionales, 

sino que también reflejan la naturaleza fluctuante de un mercado cuya dirección a 

mediano plazo aún no está claramente establecida.   

Podemos apreciar en el gráfico proporcionado por BBVA Research, basado en los datos 

del INE y MITMA, la representación visual de la variación en los precios de la vivienda 

desde marzo de 2019 hasta diciembre de 2022 en España. 

 

Podemos observar en estos gráficos elaborados por BBVA Research que el aumento del 
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precio de la vivienda ha sido tanto en vivienda nueva como usada, existiendo una 

correlación bastante alta entre ambas. Durante el año 2022 los precios de la vivienda en 

España comenzaron a bajar, para vivienda nueva y usada. 

En cuanto a la demanda de viviendas, el panorama del mercado inmobiliario español en 

2022 evidencia una desaceleración significativa en las ventas de viviendas desde 

mediados de año, contrastando con el crecimiento inicial del 6,2% respecto al año 

anterior. Este descenso se atribuye principalmente al aumento de los tipos de interés y la 

consecuente moderación del crecimiento económico. Las ventas de propiedades se han 

situado por debajo de los niveles prepandémicos desde octubre, afectando mayormente 

a todas las comunidades autónomas, siendo la venta de viviendas de segunda mano y 

extranjeras las más afectadas. A pesar del incremento del 30.5% en las operaciones 

realizadas por extranjeros, el crecimiento de las transacciones se ha desacelerado 

considerablemente. Asimismo, se observa un cambio en los patrones hipotecarios, con 

una reducción en los préstamos a tipo fijo y un aumento en las amortizaciones como 

respuesta al aumento de los tipos de interés. (BBVA Research, 2023) 

La construcción de nuevas viviendas, así como las ventas de viviendas, se ha visto 

significativamente afectada. La incertidumbre generada por el Anteproyecto de Ley de 

Vivienda, sumada al encarecimiento de las materias primas y la crisis derivada del 

conflicto en Ucrania, contribuyeron al retraso y la ralentización de múltiples proyectos 

en el sector de la construcción. Si bien las ventas de viviendas lograron superar los 

niveles de 2019 en la mayoría de las regiones, la situación de los visados para nuevas 

viviendas no fue igualmente prometedora. 

En el contexto del mercado de alquiler en España, se evidencia una preocupante 

disparidad entre el aumento de los costos de alquiler y el crecimiento de los salarios 

desde 2015. Esta discrepancia ha generado una situación de vulnerabilidad económica 

para numerosos hogares, como revela un estudio reciente. Especialmente alarmante es 

la situación de los jóvenes, quienes enfrentan desafíos adicionales debido a la 

precariedad laboral y los salarios bajos, lo que ha llevado a que una proporción 

significativa de sus ingresos se destine al alquiler y gastos asociados. Esta realidad pone 

de relieve la necesidad de abordar de manera urgente las disparidades en el mercado de 

vivienda y las consecuencias socioeconómicas que acarrean para la población española 

(Rodríguez, 2019) 
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Un aspecto preocupante en cuanto al mercado español es la discrepancia entre la 

creciente demanda y la oferta de vivienda nueva. A pesar de un aumento notable en la 

demanda, la construcción no logró satisfacer la necesidad de nuevos hogares. Esta 

brecha entre la oferta y la demanda ha generado una situación compleja y desafiante 

para el mercado inmobiliario español. Además, la baja iniciación de viviendas durante 

los últimos trimestres, en relación con los visados y la formación de nuevos hogares, 

revela un desajuste en la recuperación del sector. Las estadísticas reflejan que la 

cantidad de visados de obra nueva se ha mantenido relativamente baja en comparación 

con la creación de nuevos hogares, señalando una discrepancia en la recuperación del 

mercado. Los desafíos adicionales, como la escasez de mano de obra cualificada, 

problemas de inseguridad jurídica, y la lentitud en las tramitaciones de licencias, se 

suman al panorama. El encarecimiento y la escasez de ciertos materiales, junto con el 

incremento de los salarios en el sector, sugieren una posible limitación del crecimiento 

futuro en la construcción de viviendas (Taltavull, P., 2020). 

 

d. Proyecciones y desafíos en el mercado inmobiliario 

A partir del análisis mediante un modelo de regresión múltiple enfocado en la evolución 

de la prime yield en el sector inmobiliario, la empresa Colliers ha realizado 

proyecciones relevantes. Estas proyecciones indican una fase crítica prevista para el 

segundo semestre del año 2022, durante la cual se espera que los precios de los activos 

alcancen su punto más bajo. Específicamente, se prevé que la prime yield del mercado 

de oficinas se acerque al 4,9% en este período. Este periodo crítico señala el fin de la 

peor etapa del mercado, con la anticipación de que los tipos de intervención alcancen su 

punto máximo y potencialmente generen oportunidades de inversión a medio plazo. 

Para los años 2024 y 2025, prevén una estabilidad relativa en la prime yield, 

manteniéndose entre el 4,6% y el 4,8%, seguido de una proyección de compresión 

adicional en 2026, alcanzando un 4,3% (descendiendo 60 puntos básicos desde sus 

máximos). Lo que implica una continuidad en las condiciones del mercado. Esta 

estabilidad del prime yield sugiere una tendencia a mantener los precios de los activos 

dentro de ciertos límites, lo que podría reflejar un equilibrio en la oferta y la demanda 

en ese período. Las proyecciones del modelo auguran oportunidades de inversión 

atractivas para aquellos que realicen adquisiciones durante los últimos trimestres de 
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2023 y el primer semestre de 2024. Se espera que estas adquisiciones ofrezcan 

rentabilidades considerables debido a la compresión de yields a mediano plazo y al 

incremento de las rentas durante este período. Estos análisis revelan un panorama 

cambiante en el mercado inmobiliario español, presentando oportunidades y desafíos 

cruciales para los inversores y actores del mercado en la toma de decisiones estratégicas 

a futuro (Colliers, 2023).  

En cuanto al sector residencial, de acuerdo con informes de Colliers, durante 2023 ha 

experimentado una leve disminución en el volumen de transacciones debido al aumento 

de los tipos de interés y la inflación, lo que ha afectado principalmente a la demanda de 

viviendas. A pesar de esto, la producción de viviendas nuevas se mantiene estable, 

especialmente en áreas con alta demanda y escasez de suelo. El mercado de alquiler ha 

ganado protagonismo, aunque la inversión institucional se ha estancado debido a 

mayores rendimientos y costos financieros. Por otro lado, el mercado de lujo sigue 

siendo sólido, con una demanda sostenida por parte de compradores extranjeros. Se 

espera que, para el próximo año, los desafíos principales incluyan la reducción del coste 

financiero, la estabilización de los costos de construcción y la escasez de mano de obra 

cualificada. (Colliers, 2023). 

Puede ser esencial ahondar en la importancia de la diversificación de los productos 

hipotecarios en el mercado actual, específicamente en relación con la accesibilidad para 

diferentes segmentos demográficos. La innovación en productos financieros, como 

hipotecas a tasas fijas o variables con condiciones más flexibles, podría representar una 

solución para mitigar los efectos adversos de los aumentos de los tipos de interés en la 

demanda de viviendas. 

Además, sería relevante considerar estudios que aborden el impacto específico de las 

restricciones regulatorias en la oferta de viviendas, y cómo estas podrían ser 

flexibilizadas para fomentar la construcción de nuevos hogares y atenuar la discrepancia 

entre oferta y demanda en el mercado. 

También se puede explorar más a fondo cómo las tendencias tecnológicas están 

influenciando la comercialización y transacciones inmobiliarias en la era digital. El 

análisis detallado de la influencia de las plataformas online y las estrategias digitales en 

la dinámica del mercado podría ofrecer una visión más completa de cómo estas 

herramientas están afectando las decisiones de compra y alquiler. 
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Asimismo, un enfoque en cómo los programas gubernamentales o iniciativas locales 

están abordando la accesibilidad a la vivienda para jóvenes y otros grupos marginados 

sería crucial. Examinar el impacto de tales políticas en la dinámica del mercado 

inmobiliario podría proporcionar una perspectiva valiosa sobre las soluciones a largo 

plazo para la situación actual de precios elevados y la falta de acceso a la vivienda en 

las principales ciudades europeas. Estas adiciones se centran en áreas específicas que 

podrían complementar la información existente y ofrecer una perspectiva más amplia y 

detallada sobre el mercado inmobiliario. 

 

La creciente preocupación por la sostenibilidad y el impacto ambiental ha generado un 

cambio significativo en el mercado inmobiliario, donde la demanda de edificaciones 

sostenibles y energéticamente eficientes está ganando terreno (Arrieta, Grajales, & 

Padilla, 2023). La adopción de prácticas de responsabilidad social empresarial (RSE) en 

el ámbito inmobiliario ha transformado no solo la manera en que se construyen 

edificaciones, sino también la relación de las empresas con las comunidades locales y el 

entorno ambiental. Una de las empresas comentada en este informe, a través de su 

iniciativa 'Edificio Verde', ha logrado reducir un 30% las emisiones de carbono en sus 

proyectos de construcción mediante el uso de materiales sostenibles y tecnologías de 

eficiencia energética. Este enfoque no solo ha mejorado la huella ambiental, sino que 

también ha generado un ahorro del 20% en costos operativos a largo plazo. Además, 

iniciativas como 'Comunidades Sostenibles' de la empresa ABC han involucrado a 

residentes locales en programas de educación ambiental y han destinado el 5% de sus 

ganancias anuales a proyectos comunitarios, mejorando así la calidad de vida de las 

áreas circundantes. 

Estas prácticas innovadoras son solo un ejemplo de cómo las empresas inmobiliarias 

están liderando el camino hacia un desarrollo urbano más sostenible y equitativo. 

Además, las tendencias emergentes en el sector indican una mayor demanda de 

edificaciones con certificaciones de sostenibilidad, como LEED o BREEAM, lo que 

refleja la creciente preferencia del mercado por propiedades que promueven un estilo de 

vida más sostenible. A medida que la RSE continúa evolucionando en el sector 

inmobiliario, se prevé una mayor colaboración con gobiernos locales para implementar 

regulaciones más estrictas y fomentar prácticas más responsables. Estas acciones no 
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solo impulsan la imagen corporativa de las empresas, sino que también influyen 

significativamente en la calidad de vida de las comunidades y en la preservación del 

entorno natural (Arrieta, Grajales, & Padilla, 2023). 

 

La industrialización está emergiendo como un modelo prometedor en el sector 

inmobiliario, liderando el futuro de la vivienda. Con el hormigón como material 

predominante en estas construcciones, aproximadamente el 30% de los edificios nuevos 

ya incorpora algún componente industrializado. Este enfoque, respaldado por avances 

tecnológicos, tiene el potencial de representar entre el 30% y el 40% de las nuevas 

viviendas para el año 2030, según estimaciones optimistas. La industrialización de 

viviendas implica la aplicación de tecnología en la fabricación de elementos en serie, lo 

que resulta en estructuras completas que se ensamblan fuera de fábrica. Este enfoque, 

que puede ser modular o basado en componentes, ofrece una serie de ventajas, como la 

sostenibilidad, la reducción de los plazos de construcción y la mejora en la calidad de 

las viviendas. Los elementos estructurales, las fachadas, las cubiertas, las ventanas, los 

baños y los paneles de cocina son algunos de los componentes más frecuentemente 

industrializados en las viviendas (Torío, 2021) 

Las ventajas de este modelo de vivienda industrializada incluyen su enfoque en la 

sostenibilidad, siendo más respetuoso con el medio ambiente que el método de 

construcción tradicional, además de reducir los plazos de construcción, entre otros 

beneficios. Sin embargo, sigue habiendo limitaciones para los promotores debido a los 

costos iniciales, además de la evidente necesidad de continuar la inversión en 

investigación sobre este tema, en España, el porcentaje de casas industrializadas es 

inferior al 2%, muy por debajo del resto de Europa (El Economista, 2023).  

En este contexto de la vivienda industrializada, empresas como Avintia, AEDAS 

Homes y ACR están liderando el proceso en España, estableciendo objetivos 

ambiciosos para la integración de métodos modernos de construcción en sus proyectos. 

Alianzas estratégicas y el desarrollo de nuevas tecnologías impulsan aún más esta 

tendencia, con la esperanza de que el 35% de las obras sean industrializadas para 2025 

(Torío, 2021). Aunque las viviendas unifamiliares industrializadas son una realidad, el 

próximo desafío es expandir este enfoque a la construcción en altura. 
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En conclusión, las proyecciones y desafíos en el mercado inmobiliario revelan un 

panorama dinámico y en evolución constante, con estimaciones de estabilidad relativa 

para los próximos años, emergiendo la industrialización y la sostenibilidad como 

aspectos clave para el futuro del sector inmobiliario, buscando promover una 

construcción más eficiente y responsable. 

 

 

3. Análisis  

a. Datos utilizados  

En este trabajo, se empleará un conjunto de datos compuesto por información detallada 

sobre propiedades inmobiliarias. Los datos incluyen variables clave como país, 

ubicación exacta, año de construcción, número total de pisos en el edificio, piso del 

apartamento, cantidad de habitaciones y baños, área total y habitable de la vivienda, así 

como el precio en dólares estadounidenses. Se trata de un archivo CSV que después del 

correcto tratamiento de valores faltantes y coherencia de datos será utilizado para el 

análisis de factores que afectan al precio de la vivienda. 

Esta parte analítica del trabajo sigue el siguiente proceso: 

1. Selección de la base de datos para el trabajo, a partir de las disponibles en 

Kaggle, una plataforma colaborativa de bases de datos, que permite tener una 

muestra de datos del mercado inmobiliario para la posterior aplicación de 

técnicas de machine learning. 

2. Preprocesamiento de datos, eliminando registros con valores faltantes en los 

casos en los que no sea posible trabajar con ellos debido a la poca información 

que presentan o por ser datos claramente erróneos al constar en el archivo con 

años posteriores al actual. Empezando con la eliminación de las observaciones 

para las que no hay datos de ‘price_in_USD’, ya que es la variable objetivo de 

este trabajo. 

3. Análisis exploratorio de los datos, con el fin de conocer las variables que se 

utilizaran en los modelos, identificar conexiones y conocer un poco más sobre 

los datos disponibles para el estudio. 
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4. Estandarización y selección de las variables más representativas, o con mayor 

relevancia para el trabajo. 

5. Partición de los datos en training set y test set, dividiendo los datos en conjunto 

de entrenamiento del 80% y conjunto de prueba de 20%. 

6. Entrenamiento de los modelos de aprendizaje supervisado, y cálculo de las 

métricas necesarias para la evaluación de los modelos. 

 

El conjunto de datos seleccionado ofrece un amplio abanico de variables que 

proporcionan una visión detallada del mercado inmobiliario. Las diversas características 

incluidas en este conjunto permiten un análisis de propiedades de alta gama, abarcando 

aspectos clave como la ubicación geográfica, detalles específicos del inmueble y sus 

características físicas. 

• País: ubicación donde se encuentra la propiedad. 

• Ubicación: dirección especifica dentro del país 

• Año de construcción del edificio. 

• Número total de pisos del edifico: número total de pisos o niveles del edificio 

• Piso del apartamento: piso o planta en la que se encuentra el apartamento dentro 

del edificio. 

• Habitaciones del apartamento: número total de habitaciones en el apartamento. 

• Baños del apartamento: número de baños en el apartamento 

•  Área total de la vivienda: superficie total en metros cuadrados.  

• Área habitable de la vivienda: superficie habitable del total de metros cuadrados. 

• Precio en USD: precio de la propiedad listado en dólares estadounidenses 

(USD). Se trata de dólares nominales por lo que no se ha llevado a cabo ningún 

ajuste por inflación. 

Tras analizar el listado de variables en el conjunto de datos de estudio, podemos afirmar 
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que los datos contienen información valiosa, desde el país y la ubicación de la 

propiedad hasta detalles más específicos como el año de construcción del edificio, el 

número total de pisos, la disposición del apartamento en el edificio, la distribución de 

habitaciones y baños, así como la superficie total y habitable de la vivienda. Además, la 

inclusión del precio en dólares estadounidenses permite una evaluación clara del valor 

de mercado de estas propiedades.  

Esto presenta una sólida base para llevar a cabo un análisis profundo del mercado 

inmobiliario. La diversidad de variables proporciona la oportunidad de realizar análisis 

comparativos, identificar tendencias, y obtener conclusiones fundamentadas. La 

amplitud y detalle de esta información ofrecen un panorama sólido para la toma de 

decisiones informadas y estratégicas en el ámbito inmobiliario. 

 

Dadas las variables disponibles en el conjunto de datos y viendo la distribución por 

países que presentaban los datos y que se puede apreciar en la figura 3, se consideró la 

posibilidad de enfocar el estudio en el mercado inmobiliario de Turquía, ya que las 

características del conjunto de datos parecen estar más alineadas con dicho mercado al 

ser el país con mayor presencia en los datos.  

Figura 3. Frecuencia de cada país en los datos 

 

Fuente: Elaboración propia 

Sin embargo, tras probar el mismo análisis realizado en este trabajo solo para las 3.579 
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observaciones de Turquía no se obtuvieron diferencias significativas en los resultados 

de los modelos, por lo que se ha optado por trabajar con todas las observaciones sin 

distinción por país. Es importante tener en cuenta que, analizar todas las observaciones 

sin distinción y tratarlas como si pertenecieran al mismo país, lo cual se ha hecho al 

eliminar la variable país para entrenar los modelos, puede llevar a una interpretación 

sesgada de los resultados. Las diferencias económicas, sociales y políticas entre países 

pueden tener un impacto significativo en el mercado inmobiliario. Por lo tanto, es 

importante reconocer estas limitaciones y cómo la suposición de que todas las 

observaciones pertenecen al mismo país puede no reflejar con precisión la complejidad 

y la diversidad del mercado inmobiliario real. 

 

b. Preprocesamiento y Análisis Exploratorio de los Datos 

El proceso de análisis empieza con la revisión y preparación de los datos. Se ha llevado 

a cabo un riguroso proceso de preprocesamiento para garantizar la calidad, coherencia y 

consistencia de los datos. Esto implica la detección de valores atípicos y la 

normalización o estandarización de datos según sea necesario, así como la creación de 

nuevas variables relevantes para el estudio. 

En cuanto a la detección de valores atípicos, se definieron como tal aquellos que 

mostraban valores negativos en algunas variables como número de habitaciones, o 

valores extremadamente grandes en otros casos.  Además, se detectaron registros con 

años de construcción superiores al año actual (2024), los cuales también han sido 

considerados como valores atípicos y eliminados de la base datos para este trabajo.  

En la siguiente tabla podemos ver un resumen estadístico y descriptivo de las variables 

que conforman el conjunto de datos: 

Figura 4. Descripción de las variables presentes en los datos. 

Fuente: Elaboración propia 
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Sobre la estandarización de datos, es un proceso importante en el preprocesamiento de 

datos para modelos predictivos, especialmente para aquellos que se basan en métodos 

que asumen una distribución normal de los datos o que son sensibles a la escala de las 

variables. En el caso de los modelos predictivos utilizados, como la regresión lineal, los 

árboles de decisión y las redes neuronales, la estandarización puede ayudar a mejorar la 

convergencia del algoritmo y la interpretación de los coeficientes. La estandarización 

implica transformar las variables para que tengan una media de cero y una desviación 

estándar de uno. Esto se logra restando la media de cada variable y dividiendo por su 

desviación estándar. Esto hace que todas las variables tengan la misma escala y evita 

que las variables con escalas más grandes dominen el modelo. 

Respecto al tratamiento de datos y teniendo en cuenta las variables disponibles en el 

conjunto de datos cabe destacar que las variables título y ubicación, siendo una 

descripción de la vivienda y la ubicación exacta del inmueble en el conjunto de datos 

respectivamente, no aportan información valiosa para los modelos de aprendizaje 

supervisado que se van a utilizar en el trabajo por lo que esta variable ha sido obviada. 

Por otro lado, las variables “apartment_living_area” y “apartment_total_area” contenían 

las unidades (m2), por lo que se ha eliminado para poder tratar con esta variable como 

números y poder incluirlas en los modelos predictivos, así como con el resto de las 

variables. 

Después de este trabajo de preprocesamiento de datos, contamos con un total de 8.333 

observaciones y la correlación entre las variables puede apreciarse en la siguiente 

visualización: 
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Figura 5. Matriz de Correlación entre las variables del modelo. 

 

  Fuente: Elaboración propia. 

 

En general y a la vista de las correlaciones entre variables, las variables relacionadas 

con el tamaño del apartamento (área total, área habitable, número de dormitorios y 

baños) y la planta de la vivienda presentan las mayores correlaciones con el precio de la 

vivienda. Esto sugiere que dichos factores son los que más influyen en el precio de los 

apartamentos en este conjunto de datos. 

Para finalizar con el análisis exploratorio de los datos, se realizó una regresión lineal 

utilizando el método de los mínimos cuadrados ordianrios (OLS) para investigar la 

relación entre las variables predictoras y la variable objetivo, que es el precio en dólares 

de las viviendas. A continuación, se presentan los resultados de la regresión lineal, que 

incluyen los coeficientes estimados, errores estándar, estadísticas t y p-values para cada 

variable predictora. Estos resultados proporcionan información sobre la fuerza y la 

dirección de la relación entre las variables independientes y la variable dependiente.  
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Figura 6. Factores que determinan el precio de la vivienda 

 

Fuente: Elaboración propia 

Al analizar los resultados, es importante observar los valores p (p-value) asociados a 

cada coeficiente. Un valor p menor que 0.05 indica una significancia estadística, lo que 

sugiere que el coeficiente estimado es significativamente diferente de cero y que la 

variable correspondiente tiene un impacto significativo en el precio de la vivienda. En 

este caso, observamos que las variables 'building_construction_year' y 

'building_total_floors' tienen valores p muy bajos, lo que indica una fuerte evidencia en 

contra de la hipótesis nula de que los coeficientes asociados a estas variables son cero. 

Por otro lado, las variables 'apartment_floor' y 'apartment_bathrooms' muestran valores 

p más altos, lo que sugiere que no hay evidencia suficiente para rechazar la hipótesis 

nula de que los coeficientes asociados a estas variables son cero, lo que significa que 

podrían no ser estadísticamente significativos para predecir el precio de la vivienda. 

 

 

4. Desarrollo de Modelos de Predicción para el precio de la vivienda.  

En el ámbito del análisis inmobiliario, la capacidad de anticipar el precio de la vivienda 

desempeña un papel fundamental, así como el conocimiento de las variables con mayor 

influencia en dicho precio, proporcionando información clave para las partes 
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interesadas, desde inversores hasta planificadores urbanos.  

La implementación de modelos de predicción representa una herramienta esencial para 

comprender y prever las dinámicas del mercado inmobiliario. En este trabajo, se 

evaluará la efectividad de los modelos de regresión: el Modelo de Regresión Lineal con 

regulación Ridge, el Modelo Árboles de Decisión, Bosques Aleatorios, Maquinas de 

Vectores de Soporte y Redes Neuronales. Estas herramientas, ampliamente reconocidas 

por su eficacia en distintos contextos, ofrecen enfoques complementarios para abordar 

la tarea de predecir el precio de la vivienda así ofrecer una visión sobre el rendimiento 

del modelo según los diferentes algoritmos.  

Las métricas que elegidas para evaluar el rendimiento de los modelos son:  el 

coeficiente de determinación 𝑅2, el coeficiente de correlación de Pearson, el MAPE 

(Error Porcentual Absoluto Medio) y el MPE (Error Porcentual Medio). El coeficiente 

de determinación indica la proporción de la varianza en la variable dependiente que es 

explicada por la variable independiente, mientras que el coeficiente de correlación de 

Pearson mide la fuerza y dirección de la relación lineal entre las variables. El MAPE 

calcula el promedio de los errores porcentuales absolutos entre las predicciones y los 

valores reales, mientras que el MPE calcula el promedio de los errores porcentuales sin 

considerar su signo. Ambos proporcionan una medida del error porcentual entre las 

predicciones y los valores reales, con el MAPE ofreciendo una evaluación más intuitiva 

debido a su consideración de la magnitud del error. 

 

a. Modelos de Regresión Lineal 

El Modelo de Regresión Lineal asume una relación lineal entre las variables predictoras 

y la variable objetivo (precio de la vivienda). Este enfoque clásico proporciona una 

interpretación sencilla de cómo cada variable afecta al resultado. Sin embargo, su 

simplicidad puede limitar su capacidad para capturar relaciones no lineales complejas 

presentes en conjuntos de datos inmobiliarios. El primer acercamiento a la regresión 

lineal se debe al método de los mínimos cuadrados de Legendre en 1805. 

La ecuación de regresión lineal puede expresarse de la siguiente manera:  
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Donde: 

• y es la variable dependiente que se trata de predecir, el precio en este caso. 

• X1, X2, …, Xn son las variables independientes que se utilizan para predecir y. 

• β0, β1, ..., βn son los coeficientes que representan la relación entre las variables 

independientes y la variable dependiente. 

• ϵ es el término de error, que representa la diferencia entre el valor predicho y el 

valor real de y. 

El primer paso para implementar el modelo de regresión múltiple en el conjunto de 

datos del trabajo es comenzar por la estandarización de las características o variables, 

luego se utilizará la regresión lineal para aprender la relación entre estas características 

y los precios de los apartamentos. Posteriormente, evaluamos el rendimiento del modelo 

con datos de prueba, utilizando métricas como el error cuadrático medio (MSE) y el 

coeficiente de determinación (R2). 

Por otro lado, en el enfoque de regresión Ridge, cuyo estimador fue introducido por 

Hoerl y Kennard en 1970, se seleccionan las variables más relevantes para el análisis. 

Se utiliza un proceso llamado búsqueda de hiperparámetros para encontrar la mejor 

configuración para nuestro modelo Ridge, lo que nos permite ajustar el modelo de 

manera óptima para hacer predicciones más precisas. Luego, entrenamos y evaluamos el 

modelo Ridge con las características seleccionadas, comparando su desempeño con el 

modelo de regresión lineal. 
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Tabla 1. Resultados Modelos de Regresión Lineal y Ridge 

 

Fuente: Elaboración propia 

 

Los resultados mostrados en la tabla contienen las métricas más relevantes para evaluar 

el desempeño de los modelos de regresión. Ambos modelos tienen un coeficiente de 

determinación (R2) similar, indicando que explican una proporción similar de la 

variabilidad en los datos. Sin embargo, el modelo de regresión lineal múltiple muestra 

un coeficiente de correlación de Pearson alto, lo que sugiere una relación lineal fuerte 

entre las variables. Además, el MAPE y MPE indican que las predicciones del modelo 

de regresión lineal tienen un error porcentual medio relativamente bajo en comparación 

con el modelo de regresión Ridge. 

En el siguiente gráfico y la posterior tabla, pueden observarse los coeficientes 

correspondientes a cada variable en el modelo de regresión Ridge, estos coeficientes 

representan la magnitud y dirección de la influencia que tiene cada variable del modelo 

en el precio de la vivienda. Si un coeficiente es positivo, significa que un aumento en 

esa variable está asociado con un aumento en el precio, mientras que si es negativo está 

asociado con la disminución del pecio.  
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Figura 7. Coeficientes del modelo de Regresión Ridge 

 

Fuente: Elaboración propia 

Figura 8. Valor numérico de los coeficientes con Regresión Ridge 

 

Fuente: Elaboración propia 

 

Se observa que la variable "apartment_living_area" tiene el coeficiente más grande y 

positivo, lo que sugiere que el área habitable del apartamento tiene una influencia muy 

fuerte y positiva en su precio. Por otro lado, la variable "apartment_rooms" tiene un 

coeficiente negativo, lo que indica que el número de habitaciones está asociado con una 

disminución en el precio del apartamento. Un aumento de un año de construcción del 

edificio se asocia con un incremento de aproximadamente 1148,74 dólares en el precio, 

mientras que cada piso adicional en el edificio aumenta el precio en alrededor de 

5769,58 dólares. Sin embargo, cada habitación adicional en el apartamento se relaciona 

con una disminución de aproximadamente 99893,03 dólares en el precio, al igual que 

cada baño adicional, que se asocia con una reducción de 10038,27 dólares. Tanto el área 

total como el área habitable de la vivienda muestran una asociación positiva con el 

precio, con aumentos de aproximadamente 3053,24 y 5395,90 dólares, respectivamente. 

Estos resultados sugieren que, aunque características como la antigüedad y el tamaño 

del edificio tienden a aumentar el precio, el número de habitaciones y baños puede tener 

un impacto negativo significativo. Sin embargo, es importante recordar que estos 



30 
 

resultados están sujetos a un 𝑅2 de 0,212, lo que indica que el modelo puede no capturar 

completamente la variabilidad de los datos. 

 

b. Modelo de Árboles de Decisión  

En el contexto de la regresión, los árboles de decisión dividen el espacio de 

características en regiones rectangulares y asignan una predicción a cada región. El 

proceso de construcción de un árbol de decisión implica dividir repetidamente el 

espacio de características en subconjuntos más pequeños y homogéneos, de manera que 

las predicciones sean lo más precisas posible. Esto se logra seleccionando la 

característica y el punto de corte que mejor separan las observaciones de entrenamiento. 

Además, es importante destacar que los árboles de decisión tienen una estructura 

jerárquica compuesta por un nodo raíz, ramas, nodos internos y nodos hoja, lo que les 

permite realizar evaluaciones basadas en las características disponibles para formar 

subconjuntos homogéneos. (IBM, s.f.) 

En contraste, el Modelo de Bosques Aleatorios o “Random Forest” es una técnica más 

flexible y robusta que se beneficia de la combinación de múltiples árboles de decisión. 

Este modelo puede manejar relaciones no lineales y capturar interacciones complejas 

entre variables. Además, proporciona una medida de la importancia relativa de cada 

variable en la predicción. En resumen, los bosques aleatorios son un enfoque avanzado 

de modelado predictivo que aprovechan la aleatorización y la agregación para 

proporcionar resultados precisos en la predicción de evento (Rigatti, 2017) 

En cuanto a las conclusiones que ofrece cada modelo, el Modelo de Regresión Lineal 

puede ser eficaz cuando las relaciones son aproximadamente lineales y se prioriza la 

interpretabilidad. Por otro lado, el Modelo de Bosques Aleatorios es más adecuado para 

capturar relaciones no lineales y manejar conjuntos de datos complejos, aunque su 

interpretabilidad puede ser más desafiante. Después de entrenar el modelo con el 

conjunto de entrenamiento previamente definido, se realizan predicciones sobre el 

conjunto de datos de prueba y las métricas de evaluación del modelo obtenidas son las 

siguientes: 
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Tabla 2. Resultados de Árboles de Decisión 

 

Fuente: Elaboración propia  

A la vista de estos resultados y los anteriores sobre los modelos de regresión, en este 

caso el modelo de árboles de decisión tiene un coeficiente de determinación (R2) 

negativo y una correlación de Pearson ligeramente menor en comparación con la 

regresión lineal, muestra una mejora en los errores porcentuales absolutos y medios. 

Esto indica que el árbol de decisión puede proporcionar una mejor precisión en términos 

porcentuales en la predicción de los precios de los apartamentos en comparación con la 

regresión lineal. Sin embargo, aun así, es necesario considerar mejoras adicionales para 

ambos modelos. 

El modelo de árbol de decisión puede ser visualizado para proporcionar una compresión 

más clara de cómo se toman las decisiones dentro del modelo. Utilizando la función 

‘plot_tree’ de la biblioteca ‘sklearn.tree’ junto con ‘matplotlib.pyplot’ para generar una 

representación gráfica del árbol de decisión entrenado. En la visualización resultante, 

cada nodo del árbol representa una característica de entrada, cada rama muestra una 

regla de decisión basada en esa característica, y cada hoja indica la predicción final. 

Esta representación visual nos permite interpretar fácilmente cómo el modelo clasifica o 

regresa valores basados en las características de entrada. A continuación, se muestra la 

visualización del árbol de decisión resultante: 
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Figura 9. Estructura Árbol de Decisión  

Fuente: Elaboración propia 

Gracias a esta visualización podemos ver que la raíz del árbol de decisión está asociada 

con la variable “apartment_living_area” lo que sugiere su importancia como variable 

para la clasificación de los inmuebles. Las diferentes ramas del árbol van mostrando las 

diferentes condiciones que pueden tomar las variables. Destaca la importancia del 

precio por metro cuadrado, el área total y el número de dormitorios como los principales 

factores influyentes en la clasificación del precio de los apartamentos. 

 

c. Modelo de Bosques Aleatorios 

Los bosques aleatorios son un algoritmo fundamental en el campo del aprendizaje 

automático que se basa en la combinación de múltiples árboles de decisión para 

producir predicciones precisas y robustas. Este enfoque, desarrollado por Leo Breiman 

y Adele Cutler en 1996, ofrece varias ventajas clave sobre otros modelos de aprendizaje 

automático. Este tipo de algoritmo permite abordar el problema de sobreajuste que 

tienden a tener los algoritmos de Árboles de Decisión. Cada árbol se entrena en una 

muestra aleatoria del conjunto de datos original, lo que garantiza una baja correlación 

entre los árboles individuales. Además, en cada división de un árbol, solo se considera 
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un subconjunto aleatorio de características, lo que añade más diversidad al modelo y 

reduce el riesgo de sobreajuste. 

El funcionamiento de este algoritmo se basa en tres hiperparámetros principales: tamaño 

de nodo, número de árboles y número de características muestreadas, que se establecen 

antes del entrenamiento. Consiste en una colección de árboles de decisiones, cada uno 

formado por una muestra de datos extraída de un conjunto de entrenamiento con 

sustitución, llamada muestra de programa de arranque. Se agrega aleatoriedad mediante 

la selección de un subconjunto aleatorio de características en cada árbol, lo que reduce 

la correlación entre ellos (IBM). 

Figura 10. Ejemplo de funcionamiento de los Bosques Aleatorios 

 

Fuente: IBM 

Aunque los bosques aleatorios ofrecen muchas ventajas, como la reducción del 

sobreajuste y la flexibilidad en el manejo de datos, también presentan desafíos, como el 

procesamiento lento y el consumo de recursos. Sin embargo, con una configuración 

adecuada y una comprensión completa de sus capacidades y limitaciones, los bosques 

aleatorios pueden ser una herramienta poderosa para resolver una variedad de 

problemas de aprendizaje automático en el mundo real (IBM, s.f.). Igual que en los 

otros modelos expuestos anteriormente, en la siguiente tabla se muestran algunas 

métricas de evaluación del modelo para obtener una visión completa del rendimiento del 

modelo de Bosques Aleatorios. 
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Tabla 3. Resultados del Modelo de Bosques Aleatorios 

 

Fuente: Elaboración propia 

 

Los resultados obtenidos con este modelo superan, términos generales, a los discutidos 

previamente lo que sugiere que los Bosques Aleatorios predicen mejor el precio de la 

vivienda. Para este modelo de Bosques Aleatorios la importancia de las variables o 

características en los resultados obtenidos pueden observarse en la siguiente figura, 

siendo el área de la vivienda (tanto total como habitable) la variable más relevante. 

Figura 11. Importancia de las variables en el modelo de Bosques Aleatorios 

 

Fuente: Elaboración propia 

 

d. Modelo de Máquinas de Vectores de Soporte (SVM) 

Otro enfoque utilizado en este trabajo es el modelo de Maquinas de Vectores de Soporte 

(SVM), un algoritmo de aprendizaje supervisado que tiene como objetivo encontrar el 

hiperplano que mejor separa las clases o características en el espacio de las 
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características (IBM, 2017) 

La implementación de este tipo de modelos en el análisis implica la optimización de 

parámetros clave como el tipo de kernel. Lo primero es entrenar el modelo, para poder 

después evaluar su rendimiento. Como base de este algoritmo SVM se encuentra la 

función de pérdida o pérdida hinge. Esta función mide la distancia entre la predicción 

del modelo y las etiquetas reales de los datos de entrenamiento. La pérdida hinge 

penaliza las predicciones incorrectas de manera proporcional a su distancia desde el 

hiperplano de decisión y se define como: 

 

Donde: 

• y es la etiqueta de clase verdadera (1 para la clase positiva, -1 para la clase 

negativa). 

• f(x) es la predicción del modelo SVM. 

Otra fórmula importante para los modelos de SVM es la Formula del Problema de 

Optimización que puede expresarse como: 

 

Donde: 

• w es el vector de pesos. 

• b es el término de sesgo. 

• C es el parámetro de regularización, que controla la compensación entre la 

maximización del margen y la minimización del error de clasificación. 

• N es el número de muestras de entrenamiento. 

En la siguiente figura puede apreciarse una explicación grafica del hiperplano óptimo de 

separación en los modelos de SVM: 
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Figura 12. Ejemplo de hiperplano óptimo en SVM 

 

Fuente: Torres Barrán (2024) 

 

Durante el entrenamiento del modelo, el algoritmo SVM ajusta los parámetros del 

modelo (pesos w y sesgo b) para minimizar la perdida hinge. Las métricas de 

evaluación de rendimiento del modelo obtenidas después de entrenar el modelo con los 

datos son las siguientes: 

Tabla 4. Resultados del Modelo SVM 

 

Fuente: Elaboración propia 

 

Los resultados de este modelo pueden estar bastante alejadas de los valores reales 

viendo los resultados de las métricas evaluadas, al ser el coeficiente de determinación 

(R2) negativo, lo que indica que el modelo no se ajusta bien a los datos y es peor que los 

otros mostrados anteriormente. 
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e. Redes Neuronales  

Las redes neuronales son modelos de computación inspirados en la estructura 

interconectada de las neuronas en el cerebro humano. Estas redes están compuestas por 

capas de nodos interconectados, que reciben entradas, realizan cálculos y generan 

salidas. A través de un proceso de aprendizaje a partir de los datos, las redes neuronales 

pueden reconocer patrones, clasificar datos y predecir eventos futuros (Atria, s.f.) 

Son útiles en modelos de regresión porque pueden descomponer las entradas en capas 

de abstracción y aprender de ejemplos para reconocer patrones complejos en los datos. 

Al igual que el cerebro humano, las redes neuronales pueden ajustar automáticamente 

las conexiones entre sus elementos individuales durante el entrenamiento para llevar a 

cabo una tarea específica de manera precisa. Esto les permite modelar relaciones 

complejas entre variables de entrada y salida, lo que resulta especialmente valioso en 

problemas de regresión donde se busca predecir un valor continuo a partir de múltiples 

variables de entrada (Mathworks, 2024). 

Con el objetivo de evaluar el rendimiento de este modelo, igual que en los casos 

anteriores, se han calculado las siguientes métricas de evaluación: 

Tabla 5. Resultados del Modelo de Redes Neuronales 

 

Fuente: Elaboración propia 

 

En este caso, el R2 sugiere que el modelo explica aproximadamente el 13% de la 

variabilidad en los precios de las propiedades. Al tener un coeficiente de Pearson alto, 

de 0,62, esto indica que la correlación entre las predicciones del modelo y los valores  

reales es fuerte y positiva, un MPE negativo indica que las predicciones son, en 
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promedio, menores que los valores reales, y por último, un MAPE del 80,42% significa 

que las predicciones, de media, tienen ese error en comparación con los valores reales, 

lo que es un valore demasiado alto como para poder decir que el algoritmo de redes 

neuronales predice correctamente. 

 

f. Comparación de modelos 

La comparación entre los diferentes modelos utilizados en este trabajo es fundamental 

para concluir cuál de ellos es el que predice mejor el precio de la vivienda, que es la 

variable objetivo de este trabajo. Además, al evaluar diferentes modelos, se obtiene una 

compresión más profunda de como cada algoritmo aborda el problema y cuáles son sus 

fortalezas y debilidades. 

En general, el coeficiente de determinación (R2) es considerado una de las métricas más 

importantes en la evaluación de modelos de predicción de resultados, al ser una medida 

que proporciona la variabilidad que es explicada por el modelo en cuestión. UN valor de 

R2 más cercano a uno indica un mejor ajuste del modelo a los datos y que por tanto 

explica mejor la variabilidad en los precios de las viviendas. En la siguiente tabla 

podemos observar el valor de R2 para los distintos modelos: 

Figura 13. Comparativa de R2 para los diferentes modelos 

 

Fuente: Elaboración propia  
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Es importante reconocer que cada modelo tiene sus propias características distintivas 

que ofrecen ventajas y limitaciones específicas en el contexto de la predicción del 

precio de la vivienda. La Regresión Lineal se destaca por su simplicidad y facilidad de 

interpretación, lo que la convierte en una opción atractiva para análisis preliminares. La 

Regulación Ridge, por otro lado, aborda eficazmente el problema del sobreajuste al 

introducir penalizaciones en los coeficientes, lo que resulta en una mayor estabilidad en 

la predicción. Los Árboles de Decisión son fáciles de entender y visualizar, lo que 

facilita la interpretación de los resultados, pero tienden a ser propensos al sobreajuste, 

especialmente en conjuntos de datos complejos y este sobreajuste es lo que mejoran los 

modelos de Bosques Aleatorios. Las Máquinas de Vectores de Soporte (SVM) son 

especialmente eficientes en espacios de alta dimensión y pueden manejar conjuntos de 

datos con una separación no lineal, aunque su desempeño puede verse afectado por la 

elección del kernel y la optimización de los parámetros. Por último, las Redes 

Neuronales tienen la capacidad de capturar patrones complejos y no lineales en los 

datos, lo que las hace ideales para problemas de alta complejidad, pero su entrenamiento 

puede ser computacionalmente costoso, requerir grandes cantidades de datos y presentar 

desafíos en la interpretación de los resultados. 

Teniendo en cuenta que la comparación de modelos se está haciendo en base al 

coeficiente de determinación, el modelo que mejor predice es el de Bosques Aleatorios, 

con un valor de 0,31. Este resultado sugiere que el modelo tiene mayor capacidad para 

explicar la variabilidad de los datos, lo cual puede atribuirse a la naturaleza del 

algoritmo de Bosques Aleatorios, que combina múltiples árboles de decisión y utiliza la 

aleatoriedad de características para reducir la correlación entre los árboles individuales. 

Al integrar las predicciones de múltiples árboles, el modelo de Bosques Aleatorios 

puede capturar una gama más amplia de patrones en los datos y generalizar mejor a 

nuevos conjuntos de datos, lo que se traduce en un mejor rendimiento predictivo en 

comparación con los otros modelos considerados. 
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5. Análisis de los Resultados 

La inteligencia artificial (IA) desempeña un papel cada vez más relevante en el mercado 

inmobiliario, siendo fundamental para socimis, promotoras, y entidades financieras, 

entre otros actores. Estos algoritmos permiten procesar grandes volúmenes de datos para 

predecir con mayor precisión el valor de una propiedad, identificar tendencias del 

mercado, y personalizar recomendaciones para los clientes. Ofrece nuevas 

oportunidades para la toma de decisiones estratégicas basadas en análisis predictivos, 

así como para la identificación de oportunidades de inversión y áreas de riesgo en el 

mercado inmobiliario. Por todo esto, la inteligencia artificial está transformando la 

forma en que se realizan las valoraciones y la toma de decisiones en el mercado 

inmobiliario, ofreciendo una mayor precisión y eficiencia en los procesos de negocio 

(Pierna, 2018). 

En el análisis comparativo de modelos de predicción de precios inmobiliarios, se han 

evaluado varios modelos, desde regresión lineal hasta redes neuronales, con el objetivo 

de determinar cuál de ellos ofrece la mejor capacidad predictiva. Sin embargo, los 

resultados obtenidos a lo largo de este trabajo revelan ciertas carencias en el 

rendimiento de los modelos, lo que plantea interrogantes sobre su efectividad en la 

predicción de precios de propiedades. 

Existen diversas razones por las cuales los modelos pueden no haber alcanzado un nivel 

de precisión deseado: 

I. Limitación de Variables: si bien se incluyen variables importantes en los datos 

como el año de construcción, el número de pisos o el área de las viviendas, es 

posible que existan otras variables relevantes que hayan limitado la capacidad 

predictiva del modelo. 

II. Tamaño y calidad del conjunto de datos: un conjunto de datos pequeño puede no 

capturar toda la variabilidad presente en el objeto de estudio y teniendo en 

cuenta que los datos originales de Kaggle contaban con 147.537 observaciones 

pero que tras eliminar las observaciones con valores ‘N/A’ en las variables 

‘apartment_total_area’, ‘apartment_bedrooms’, ‘apartment_bathrooms’ y 

‘building_construction_year’ se tienen 8.333 observaciones esto ha podido 

influir en la fiabilidad de los modelos de predicción. 
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III. Multicolinealidad: La multicolinealidad entre las variables presentes en los datos 

también puede haber afectado al rendimiento del modelo, esta se da cuando dos 

o más variables están altamente correlacionadas entre sí, lo que puede dificultar 

la interpretación de los coeficientes del modelo y conducir a estaciones sesgadas. 

IV. Ajuste del modelo: Dado que el RMSE del conjunto de prueba es menor que el 

del conjunto de entrenamiento y los valores de RMSE son altos en general, es 

posible que el modelo necesite ajustes adicionales para mejorar su capacidad 

predictiva. Esto podría incluir la consideración de características adicionales, la 

exploración de modelos más complejos o la aplicación de técnicas de 

regularización para evitar el sobreajuste. 

En definitiva, todos estos factores han podido influenciar en la capacidad de predicción 

del precio de la vivienda y que por tanto las estimaciones obtenidas no sean tan buenas 

como cabría esperar, pero sí que hay una conclusión más clara sobre que variables, de 

las presentes en el conjunto de datos, afectan más al precio de la vivienda.  

 

 

6. Conclusiones 

La creciente influencia de la inteligencia artificial (IA) en el sector inmobiliario español 

está redefiniendo la manera en que se realizan las transacciones y se toman decisiones. 

Aunque la automatización de tareas y procesamiento de grandes volúmenes de datos 

ofrecen eficiencia y precisión, también plantean desafíos en cuanto a la protección de 

datos y el futuro del empleo. No obstante, la IA presenta oportunidades estratégicas para 

los actores del mercado al proporcionar análisis predictivos detallados y personalizar 

experiencias para los clientes, marcando un cambio significativo en la dinámica del 

sector (Rivera Carmona, 2023; Pierna, 2018). 

 

En cuanto a los resultados del análisis en este trabajo sobre el sector inmobiliario y las 

variables más influyentes en la predicción del precio de la vivienda, se revela lo 

siguiente: 

En primer lugar, se identificaron variables fundamentales como el tamaño del 

apartamento, el año de construcción del edificio y el número de habitaciones y baños 

como factores determinantes en la predicción del precio de la vivienda. Esto hace 
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referencia a la importancia de aspectos específicos del inmueble y su entorno en la 

valoración del mercado, lo cual no se ha tenido especialmente en cuenta en los modelos 

ya que solo se han utilizado las variables numéricas.  

En segundo lugar, entre los modelos de predicción evaluados, se destacó el modelo de 

Bosques Aleatorios como el más eficaz en la estimación del precio de la vivienda, 

ofreciendo una mayor capacidad para explicar la variabilidad en los datos.  

 

Dadas las limitaciones identificadas en todos los modelos empleados, como la 

posibilidad de incorporar variables adicionales relevantes y realizar ajustes para mejorar 

la precisión de las predicciones, es crucial reconocer la limitación que supone analizar 

todas las observaciones sin distinción y tratarlas como si pertenecieran al mismo país. 

Esta aproximación, realizada al eliminar la variable país para entrenar los modelos, 

podría resultar en una interpretación sesgada de los resultados. Las diferencias 

económicas, sociales y políticas entre países pueden tener un impacto significativo en el 

mercado inmobiliario, lo que significa que la suposición de homogeneidad entre las 

observaciones puede no reflejar con precisión la complejidad y diversidad del mercado 

real. Por lo tanto, es esencial reconocer estas limitaciones y abordarlas adecuadamente 

para garantizar una interpretación más precisa y sólida de los resultados obtenidos. 

 

Para futuras líneas de investigación sobre este tema, sería interesante incluir en los datos 

variables complementarias que puedan enriquecer el análisis del mercado inmobiliario, 

como indicadores socioeconómicos locales o regionales, índices de calidad de vida, 

tasas de criminalidad, acceso a servicios públicos, entre otros. Asimismo, se podría 

considerar la aplicación de metodologías más avanzadas, con el fin de potenciar la 

capacidad predictiva de los modelos y profundizar en la comprensión de las relaciones 

subyacentes entre las variables. 
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7. Declaración de Uso de Herramientas de Inteligencia Artificial Generativa en 

Trabajos Fin de Grado 

ADVERTENCIA: Desde la Universidad consideramos que ChatGPT u otras herramientas 

similares son herramientas muy útiles en la vida académica, aunque su uso queda siempre bajo 

la responsabilidad del alumno, puesto que las respuestas que proporciona pueden no ser veraces. 

En este sentido, NO está permitido su uso en la elaboración del Trabajo fin de Grado para 

generar código porque estas herramientas no son fiables en esa tarea. Aunque el código 

funcione, no hay garantías de que metodológicamente sea correcto, y es altamente probable que 

no lo sea.  

 

Por la presente, yo, M.ª Fernanda Rius Matas estudiante de E2 + Analytics de la Universidad 

Pontificia Comillas al presentar mi Trabajo Fin de Grado titulado “Inversiones en timberland y 

forestland: la perspectiva de las carteras de inversión” declaro que he utilizado la herramienta de 

Inteligencia Artificial Generativa ChatGPT u otras similares de IAG de código sólo en el 

contexto de las actividades descritas a continuación: 

1. Referencias: Usado conjuntamente con otras herramientas, como Science, para 

identificar referencias preliminares que luego he contrastado y validado. 

2. Corrector de estilo literario y de lenguaje: Para mejorar la calidad lingüística y 

estilística del texto. 

3. Sintetizador y divulgador de libros complicados: Para resumir y comprender 

literatura compleja. 

4. Revisor: Para recibir sugerencias sobre cómo mejorar y perfeccionar el trabajo con 

diferentes niveles de exigencia. 

5. Traductor: Para traducir textos de un lenguaje a otro.  

 

Afirmo que toda la información y contenido presentados en este trabajo son producto de mi 

investigación y esfuerzo individual, excepto donde se ha indicado lo contrario y se han dado los 

créditos correspondientes (he incluido las referencias adecuadas en el TFG y he explicitado para 

que se ha usado ChatGPT u otras herramientas similares). Soy consciente de las implicaciones 

académicas y éticas de presentar un trabajo no original y acepto las consecuencias de cualquier 

violación a esta declaración. 

Fecha: marzo 2024 

 

 

 

Firma: ___________________________ 
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