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RESUMEN Este proyecto se enfoca en la evaluacién y aplicacion de Large Language Models (LLMs)
en el procesamiento de lenguaje natural (PLN). Se analizan las propiedades técnicas, ventajas y
desventajas de los LLMs, resaltando su amplio uso en traduccién automatica, asistentes virtuales y mas.
Se consideran también aspectos éticos y de privacidad en su aplicacién. El proyecto se extiende a la
automatizacion de tareas de oficina mediante Robotic Process Automation (RPA). Se identifican tareas
aptas para la automatizacion, como andlisis de texto y generacion de informes, y se evalla su impacto
en la eficiencia empresarial. Luego, se presenta una demostracion préactica utilizando GPT-3.5 Turbo de
OpenAl para generar respuestas de correo electronico. Esto ilustra como los LLMs pueden agilizar

tareas cotidianas.

PALABRAS CLAVE. Modelos de Lenguaje, Automatizacion, Inteligencia Artificial, Tareas de Oficina.

I. Introduccion

El procesamiento del lenguaje natural (PLN) es un campo
que ha experimentado un gran impulso en los Gltimos afios
en particular gracias al uso de modelos de Deep Learning.
El PLN es un campo que se centra en la interaccién entre
los ordenadores y el lenguaje humano. Se basa en
aplicaciones, algoritmos, modelos y técnicas que permiten a
los ordenadores comprender, interpretar y generar lenguaje
humano de forma que tenga sentido y sobre todo que nos
sea util. [1]

La evolucidon de los modelos nos lleva hasta los Large
Language Models (LLMs) que son el claro ejemplo de
cémo el Deep Learning ha revolucionado el campo del
PLN. El desarrollo de LLMs ha sido un proceso evolutivo
que se remonta varias décadas atras. Los primeros sistemas
de PLN se centraron en la comprensién de patrones y la
identificacion de estructuras gramaticales dentro del
lenguaje. La verdadera revolucion llego con la aparicion del
Deep Learning. Se empezd a poder utilizar grandes
cantidades de datos para los andlisis y aumenté la capacidad
de computacién de los ordenadores. El desarrollo de
algoritmos de aprendizaje, permitieron la creacion de
sistemas de procesamiento de lenguaje natural mas
avanzados. [2]

Estos avances y la rapida evolucion que en los dltimos afios
estan teniendo estd cambiando la manera con la que

interactuamos con la tecnologia y la informacion. Estos
nuevos modelos de inteligencia artificial, como BERT y
T5, son capaces de generar texto coherente y comprensible
a partir de una entrada de texto. Se han empezado a
implantar la utilizacion de modelos de lenguaje en una gran
cantidad de sectores y para diversas aplicaciones. Los
LLMs, hoy en dia, se utilizan para aplicaciones que van,
desde la sintesis de textos y traduccion automatica, hasta la
asistencia virtual y la creacion de contenido. Empresas
como Google, Microsoft y Amazon estan invirtiendo en la
investigacién y desarrollo de LLMs, y las empresas
emergentes estan explorando nuevas aplicaciones para esta
tecnologia en campos como la atencién médica, la
educacion y el comercio electrénico. [3]
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Figura 1. Arbol de evolucién de los LLMs

Como podemos ver en la figura a partir de 2021 aparecen
cada vez mas y mas modelos. La gran mayoria de ellos de
arquitectura Decoder-Only. Se espera que esta rapida
evolucion vaya a tener un gran impacto en la sociedad,
hasta llegar al punto en el que tareas complejas en una gran
variedad de campos se realicen por estos sistemas o se
utilicen para mejorar la accesibilidad para aquellos con
discapacidades del habla o la escritura y muchas otras
aplicaciones.

Es importante tener en cuenta que los LLMs todavia
enfrentan desafios significativos en areas como la igualdad
y la privacidad de los datos. Sin embargo, con un enfoque
ético y responsable hay un gran potencial para utilizar los
LLMs de manera efectiva para mejorar nuestras vidas.

Il. Descripcion de las tecnologias

El Deep Learning y el Machine Learning son dos
tecnologias fundamentales que han impulsado el desarrollo
de la inteligencia artificial. En el Machine Learning, se
crean algoritmos que permiten a los sistemas informaticos
aprender de los datos, hacer predicciones y tomar
decisiones sin ser programados explicitamente. Al analizar
patrones y extraer informacion de grandes conjuntos de
datos, estos algoritmos pueden mejorar su rendimiento de
manera automatica a lo largo del tiempo. [4]

El Deep Learning es una parte del Machine Learning que
se enfoca en entrenar redes neuronales artificiales con
multiples capas para aprender automaticamente de datos
complicados. Usando grandes conjuntos de datos, los
algoritmos de Deep Learning pueden descubrir patrones
complejos y hacer predicciones o clasificaciones precisas.
Esto ha causado una revolucién en areas como la robdtica,
el reconocimiento de voz y sistemas generacién de texto.
[5]

La evolucion de las tecnologias de IA condujo a la
aparicion del procesamiento del lenguaje natural (PLN),
que implica la interaccion entre los ordenadores y el
lenguaje humano. Inicialmente estaban basados en sistemas
que seguian reglas, pero el PLN progreso con la llegada de
los métodos estadisticos y el Machine Learning, en

particular con las técnicas de Deep Learning. Este progreso
permitié a las méquinas comprender, analizar y generar
textos en lenguaje humano. Los algoritmos de PLN pueden
realizar tareas como el analisis de sentimientos, la
extraccién de informacion, la traduccion automética y los
sistemas de respuesta a preguntas, lo que los convierte en
un componente crucial en las aplicaciones de 1A que
implican la comprension del lenguaje.

Uno de los avances transformadores en el campo de la PLN
es el auge de los large language models (LLMs). Estos
modelos aprovechan las técnicas de Deep Learning, en
particular las arquitecturas de modelo transformer, para
procesar y generar texto similar al humano a una escala sin
precedentes. Al entrenarse con grandes cantidades de datos
de texto, estos modelos adquieren una comprensién
contextual y la capacidad de generar respuestas coherentes
y contextualmente relevantes. Los LLMs han recibido una
gran atencion recientemente debido a sus aplicaciones en
chatbots, asistentes virtuales, generacién de contenidos y
traduccion de  idiomas. Han  hecho  avanzar
significativamente las capacidades de comprension vy
generacion de lenguaje natural, permitiendo interacciones
mas sofisticadas entre humanos y ordenadores. [6]

Como ya hemos mencionado, la evolucion desde, el Deep
Learning y el Machine Learning hasta, el PNL y los LLMs
ha impulsado las tecnologias de IA en el ambito de la
comprension del lenguaje natural. Estos avances han
facilitado el desarrollo de sistemas capaces de comprender
y generar lenguaje con una precision y sofisticacion cada
vez mayores. La investigacion y el desarrollo en curso en
este campo encierran un inmenso potencial para potenciar
aun mas los sistemas de IA en la comprension y el
procesamiento del lenguaje natural en diversas aplicaciones
del mundo real. A pesar de sus impresionantes capacidades,
los LLM se enfrentan a retos relacionados con la
parcialidad, la ética y la seguridad. Los investigadores y
desarrolladores estan explorando activamente formas de
abordar estos problemas y garantizar el uso responsable de
los LLM en aplicaciones del mundo real.

De cara al futuro, continGa el desarrollo de LLMs aiin mas
grandes y sofisticados. Estos modelos se esfuerzan por
mejorar no s6lo en términos de comprension y generacion
del lenguaje, sino también en su capacidad para razonar,
inferir y realizar tareas mas complejas. A medida que
avanzan las tecnologias de los LLMs, tienen el potencial de
revolucionar las interacciones entre humanos y
ordenadores. [7]

Con todos estos avances surge la posibilidad de utilizar
estos modelos para la realizacion de tareas rutinarias.
Empiezan a surgir aplicaciones impulsadas por LLMs que
realizan tareas como resumir textos, clasificar dialogos,
traducciones, etcétera. El siguiente paso en esta evolucion
se convirtio en el proceso de automatizar todas estas
actividades y aplicaciones, lo que dio lugar al Robotic
Process Automation. [8]

A. Robotic Process Automation y la automatizaciéon
inteligente de procesos
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Robotic Process Automation (RPA) consiste en sistemas
gque permiten automatizar tareas muy repetitivas que
normalmente representan tareas de escaso valor afiadido
para las personas. En muchos sectores, estos sistemas
suelen emplearse para automatizar tareas de back office,
donde pueden aportar un alto retorno a la inversion.
Ademas, son especialmente Utiles en casos de uso que
implican sistemas muy dispares y poco integrados entre si,
donde pueden utilizarse para eliminar la necesidad de
intervencion humana en cada paso del flujo de trabajo y
sustituirla por un operador automatico, que se limita a
simular exactamente lo que hace el ser humano, pero de
forma automatizada. El resultado es un flujo de trabajo mas
eficiente que requiere menos intervenciones humanas, lo
que se traduce en un menor riesgo de errores manuales y
una reduccion de los costes operativos.

Algunos ejemplos de tareas que pueden automatizarse
mediante RPA son:

- Crear documentos de Excel/Word.

- Exportar datos de una aplicacion de oficina a otra.

- Dar formato a los datos.

- Generar tablas y diagramas.

- Ejecutar macros de MS Excel o cédigos.

- Guardar un archivo en una carpeta especifica.

- Abrir correos electrdnicos y exportar los archivos
adjuntos.

- Enviar correos electrénicos.

- Iniciar sesion en una aplicacion web introduciendo
las credenciales a través de la interfaz web.

- Y muchos mas

La automatizacion de las tareas a menudo consiste
simplemente en simular mediante un agente de software
(bot) la interaccion del usuario para lanzar el proceso,
pasando como parametros de entrada los resultados de la
tarea anterior. Como tal, la automatizaciéon pura mediante
RPA es sobre todo un sistema basado en reglas que no
requiere 1A avanzada.

Sin embargo, hoy en dia la RPA ha evolucionado hacia la
Automatizacion Inteligente de Procesos (IPA), combinando
funcionalidades de IA y aprendizaje automatico, como la
PLN y el andlisis de textos. Por ejemplo, los modelos
basados en LLM pueden analizar un documento escaneado
y clasificarlo automaticamente segin su categoria, lo que
permite automatizar partes enteras de procesos de middle y
back office.

Es importante sefialar que la RPA puede automatizar
algunos pasos manuales, pero no debe utilizarse para
sustituir por una maquina los pasos criticos que requieren
validacion humana. Ademas, deben aplicarse controles de
seguridad estandar para restringir y asegurar el acceso a las

credenciales utilizadas por el RPA para lanzar los distintos
pasos del flujo de trabajo, y garantizar un seguimiento y
una auditabilidad adecuados de todas las acciones. Las
acciones realizadas por los bots deben estar claramente
marcadas como tales en el registro de auditoria.
Por lo general, la RPA se presenta en forma de ofertas
predefinidas de proveedores que proporcionan la
herramienta y la experiencia para su implantacion. Sin
embargo, no debe subestimarse la dependencia de los
proveedores externos para el mantenimiento del RPA vy la
institucion también debe evaluar la necesidad de formar al
personal interno para el mantenimiento continuo y la
evolucion del proceso de RPA.
Por ultimo, es importante sefialar que, aunque la RPA
puede mejorar mucho un proceso operativo al automatizarlo
y, por tanto, hacerlo méas rapido y menos propenso a errores
manuales, estas tecnologias no mejoran el proceso en si. A
veces, se podria ganar mas eficiencia mediante la
reingenieria de todo el proceso, es decir, revisando todas las
fases e interacciones que componen el proceso e
implementando un STP (Straight Through Processing). [9]
Segun estimaciones, alrededor del 47% del empleo total de
EEUU. se encuentra en la categoria de alto riesgo. Se
denominan empleos de riesgo a aquellos que se prevén que
podrian automatizarse relativamente pronto, quiza en la
proxima década o dos. Se estima que la mayoria de los
trabajadores de los sectores del transporte y la logistica,
junto con el grueso de los trabajadores de apoyo
administrativo y de oficina, y la mano de obra de los
sectores productivos, estan en riesgo. [10]
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Figura 2. Grafica comparativa entre empleo y probabilidad de automatizacion.
[10]

Se puede observar en la gréfica ese 47% de los empleos que
tienen una probabilidad de automatizacion por encima del
70%. Estos resultados son coherentes con los recientes
avances tecnoldgicos documentados en la literatura. Los
rapidos avances de la 1A implican que los trabajadores poco
cualificados se reasignardn a tareas que no sean
susceptibles de informatizacion, es decir, tareas que
requieran inteligencia creativa y social.
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Ill. Estado de la cuestién

Los LLMs han ido evolucionando progresivamente a lo
largo de los afios, y no fue hasta 2017, con la publicacion
del paper: “Attention is all you need” [11], donde se marc
un hito en la historia de la tecnologia de procesamiento de
lenguaje natural. Fue publicado por un equipo de
investigadores de Google, y mostraron por primera vez la
arquitectura Transformer para LLMs y si hice una
demostracion de sus capacidades. La aparicién de los
Transformers supuso un gran salto con respecto a las
tecnologias previas (redes neuronales recurrentes con
memoria corto plazo y largo plazo (LSTMs), se elimin por
ejemplo la recurrencia 0 se minimizo la distancia entre
elementos de las secuencias de las redes.

Aparecerian en 2018 modelos como BERT [12] y GPT-1
[13], utilizando esta arquitectura. Desde entonces, los
LLMs han experimentado una rapida evolucion, con el
lanzamiento de un gran nimero de modelos de lenguaje
desarrollados por una gran variedad de empresas.

Las capacidades de memorizacion combinadas con la
versatilidad hacen que los LLMs sean capaces de ejecutar
varias tareas, como la comprension del lenguaje o la
generacion de texto condicional y no condicional, a un
nivel de rendimiento muy avanzado, dando cavidad a una
interaccion con las personas muy avanzada.

A pesar de estos avances, los LLMs siguen teniendo
limitaciones que impiden su despliegue mas amplio. Siguen
cometiendo errores y pueden incluir tendencias a ciertos
sesgos que vengan derivadas de los datos utilizados para
entrenarlos. Por ello se sigue investigando para abordar sus
limitaciones.

Se estan explorando nuevas técnicas para su aprendizaje
exprimiendo las técnicas de Deep Learning, como la
utilizacion de unsupervised learning y aprendizaje
colaborativo. Con ellas se pretende mejorar la precision y la
eficiencia de los LLM. Ademas, se estan investigando
enfoques para el disefio de conjuntos de datos de
entrenamiento que reduzcan los sesgos y prejuicios.
Actualmente hay una gran variedad de modelos de lenguaje
disponibles. Desde el més conocido GPT-3 de OpenAl [14],
evoluciéon de GPT-1 de 2018, también hay otros LLMs
importantes en el mercado, como T5 de Google [15],
Turing-NLG de Microsoft [16] y ELMo del Allen insitute
for articial inteligence [17]. Estos modelos tienen sus
propias fortalezas y debilidades, y cada uno esta disefiado
para abordar diferentes problemas en el procesamiento del
lenguaje natural

Se podria decir que los desarrollos de estos modelos se han
realizado con un enfoque para especializarlos en un area
determinada. T5 de Google es especialmente conocido por
su capacidad para realizar tareas de comprension del
lenguaje en multiples idiomas, mientras que Turing-NLG
de Microsoft ha demostrado ser excepcionalmente efectivo
en la creacion de dialogos coherentes y en el razonamiento
I4gico.

Las posibilidades son cada vez mayores en cuanto a lo que
se puede lograr en términos de automatizacion y mejora de
la eficiencia en el procesamiento del lenguaje natural.
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IV. Modelos y caracteristicas

Como hemos podido comprobar ha habido una gran
evolucion en el desarrollo de modelos de lenguaje.
Podriamos resumir la gran mayoria de los LLMs en dos
categorias. Encoder-Decoder [18]y Decoder only[19].
Ambos tipos de arquitectura se disefiaron intentando
resolver el mismo problema desde dos angulos distintos.
Para determinadas tareas realizan un trabajo tan eficiente
que es dificil determinar qué tipo de arquitectura es mejor.

Tabla 1. Tabla resumen de los LLMs

Ejemplos de

Caracteristicas LLMs

ELMo [17], BERT
[12], ROBERTa
[20], DistilBERT
[21], BioBERT
[22], XLM [23],
XLNET [24],
ALBERT [25],
ELECTRA [26],
T5 [15], GLM [27],

Tipo de
entrenamiento:
Masked Language
Models

Encoder-
Decoder 0
solo Encoder

Estilo del modelo:
Discriminativo
Tarea: Predecir la

palat;)r_a 0 tokeln XLM-E [28], ST-
encubierta en la MoE [28],

frase AlexaTM [29].

GPT-3 [14] OPT
[30], PaLM [31],

Tipo de BLOOM [32], MT-

entrenamiento:

Autoregressive NLG [16]
Language Models g:;am r[???d],]
Decoder only | Tipo de modelo: Ch!onchilla [éS]

Generativo '

Tarea: Predecir la ti';/ll\?l: [[g’%] GPT-

préxima palabra o ’
4[38],

token de la frase. BloombergGPT
[39].

Antes de pasar a seleccionar que modelos se han
considerado los méas relevantes para analizar se analizaran
las principales caracteristicas que se pueden utilizar para
definir y comparar los LLMs que se seleccionaran. Con
ellas se tendra un mayor conocimiento de los modelos para
posteriormente compararlos.

A. Caracteristicas analizadas

Estas han sido las 13 principales caracteristicas que se ha
decidido analizar y que permiten por lo tanto definir todo
LLMs.

1) Desarrollador

Cuando comparamos varios modelos de lenguaje, es de
vital importancia conocer al desarrollador o entidad detras
de cada uno debido a diversas razones cruciales. A partir de
quien lo desarrolla vamos a ser capaces de extraer el resto
de las caracteristicas delo modelo. Ademas, la reputacion y
prestigio del desarrollador influyen en la credibilidad y

2023




confianza que podemaos tener en el modelo. Desarrolladores
reconocidos suelen seguir précticas sélidas de desarrollo y
ética, lo que aumenta la confianza en la calidad y seguridad
del modelo. Seran los propios desarrolladores los que nos
permitan acceder a detalles importantes como la
documentacion técnica, el codigo fuente y los datos
utilizados para entrenar el modelo, lo que nos ayuda a
evaluar su transparencia y adecuacion para casos
especificos de uso.

A su vez, conocer al desarrollador proporciona informacion
valiosa sobre la ética y responsabilidad asociada al modelo,
como las medidas para evitar sesgos y cumplir con
regulaciones relevantes. Por lo tanto, saber quién desarrolld
el modelo es esencial para tomar decisiones informadas y
responsables al utilizar inteligencia artificial vy
procesamiento del lenguaje natural.

2) Afo

Es importante conocer el afio en que se desarroll6 un
modelo de lenguaje por varias razones. En primer lugar, los
avances tecnoldgicos y mejoras en inteligencia artificial
hacen que los modelos més recientes tengan un rendimiento
y resultados mas precisos. Ademas, la actualidad del
modelo es relevante para garantizar que se base en datos y
conocimientos actualizados para abordar problemas
actuales de manera efectiva.

Otro aspecto clave es la posibilidad de correcciones y
mejoras. Los modelos mas nuevos pueden haber abordado
errores conocidos y realizado actualizaciones para ser mas
confiables. Asimismo, las leyes y regulaciones sobre el uso
de datos y privacidad pueden cambiar con el tiempo, y un
modelo mas antiguo puede no estar alineado con las Ultimas
normativas, lo que podria tener implicaciones legales o
éticas.

Conocer el afio de desarrollo es esencial para comparar
modelos y comprender las diferencias de rendimiento. Los
modelos mas recientes pueden haber superado limitaciones
y ofrecer resultados mas prometedores en comparacién con
modelos mas antiguos.

3) Tipo de Modelo

Es esencial tener en cuenta el tipo de modelo y la
arquitectura utilizada, ya que estos aspectos desempefian un
papel crucial en el rendimiento y las capacidades del
modelo. Cada tipo de modelo, como Transformers [11],
Recurring Neural Networks (RNN) o Long Short-Term
Memory (LSTM) [40], entre otros, se han desarrollado con
enfoques distintos para procesar el lenguaje natural.

Cada tipo de modelo tiene sus propias fortalezas y
debilidades. Por ejemplo, los Transformers han demostrado
un excelente rendimiento en tareas de procesamiento de
lenguaje, gracias a su capacidad para capturar relaciones
complejas y patrones en el texto.[11] Por otro lado, las
RNNs son conocidas por manejar eficientemente
secuencias largas y mantener la memoria a largo plazo, lo
que las hace Utiles en tareas donde el contexto histdrico es
relevante. [41]

La eleccion de la arquitectura también es un factor
determinante. Algunas arquitecturas pueden ser mas

efectivas para tareas especificas, como la traduccién
automatica o la generacion de texto creativo. Por ejemplo,
los modelos de lenguaje pre-entrenados como han
demostrado excelentes resultados en la generacion de texto,
mientras que los modelos basados en LSTM se han
destacado en tareas de procesamiento de lenguaje
estructurado.

Ademas, la arquitectura también afecta la eficiencia
computacional y los requisitos de recursos. Algunas
arquitecturas pueden requerir mas tiempo de entrenamiento,
lo que puede ser un factor critico a considerar,
especialmente en aplicaciones con recursos limitados o en
tiempo real. [42]

Otro aspecto importante es la disponibilidad de recursos
adicionales. Algunos tipos de modelos o arquitecturas
pueden estar mas respaldados por la comunidad de
investigacion y desarrollo, lo que puede resultar en una
mayor cantidad de recursos, tutoriales y herramientas
disponibles para su implementacion y uso.

Conocer el tipo de modelo y la arquitectura afecta
directamente al rendimiento, la adaptabilidad a diferentes
tareas, la eficiencia computacional y la disponibilidad de
recursos adicionales.

4) Tamafio del modelo

La cantidad de pardmetros que componen los modelos
determinan su tamafio. Los tres tipos principales de
parametros que contribuyen al tamafio de los modelos de
lenguaje son:

1. Numero de Capas (L): La arquitectura de muchos
modelos de lenguaje estd compuesta por multiples
capas apiladas. Cada capa contiene conjuntos de
pesos que se utilizan para aprender representaciones
progresivamente mas complejas del lenguaje. A mas
capas, mas grande sera por lo tanto el modelo.

2. Dimension Oculta (H): La dimension oculta hace
referencia al tamafio de capa del modelo. Cuanto
mayor es la dimension oculta, mas capacidad tiene el
modelo para capturar caracteristicas y relaciones
complejas en los datos de entrada. Un mayor valor de
H aumenta la cantidad de pardmetros del modelo.

3. NUmero de Cabezas de Atencion (A): Las cabezas
de atencion son una parte esencial de los modelos, se
utilizan para capturar diferentes patrones y relaciones
en el texto. Permiten que el modelo se enfoque en
diferentes aspectos de la entrada, mejorando el
procesamiento del lenguaje natural. Cada cabeza de
atencién tiene su propio conjunto de parametros.
Aumentar el nimero de cabezas de atencion suele
mejorar el rendimiento del modelo.

Es importante tener en cuenta el tamafio del modelo debido
a que afecta directamente a diversos aspectos.

El rendimiento y la eficiencia se ven afectados ya que los
modelos mas grandes tienden a tener un mejor rendimiento
en tareas complejas de procesamiento del lenguaje, porque
pueden capturar mas informacion y patrones. Sin embargo,
modelos méas grandes también requieren mas recursos
computacionales para su entrenamiento e inferencia, lo que
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puede ser un factor limitante en entornos con recursos
limitados.

Hay que saber buscar el equilibrio entre la generalizacién y
sobreajuste. Un modelo grande suele sobre ajustarse a los
datos de entrenamiento, lo que podria afectar su habilidad
para generalizar a datos nuevos o desconocidos. En ciertos
casos, modelos mas pequefios y menos complejos pueden
generalizar mejor.

Y por dltimo el tamafio de los modelos suele afectar
considerablemente a el coste y mantenimiento. Los
modelos mas grandes suelen requerir mas almacenamiento
y capacidad computacional, lo que implica costes
adicionales.

5) Como ha sido entrenado

Una caracteristica muy importante de los modelos es como
este ha sido entrenado. Ya que el proceso de entrenamiento
puede afectar significativamente el rendimiento y la calidad
del modelo de lenguaje. Un modelo que ha sido entrenado
con una cantidad suficiente y diversa de datos puede tener
un mejor desempefio en una amplia variedad de tareas de
procesamiento del lenguaje natural.

El entrenamiento va a determinar como representa el
modelo el lenguaje. Un modelo bien entrenado deberia ser
capaz de capturar relaciones complejas y patrones en el
lenguaje, lo que afecta su habilidad para comprender y
generar texto coherente y significativo.

Asimismo, la calidad y diversidad de los datos de
entrenamiento pueden afectar la presencia de sesgos y
discriminacién. Un entrenamiento cuidadoso y una
seleccidn adecuada de datos pueden ayudar a mitigar estos
problemas y producir modelos més justos y equitativos.

Se puede por lo tanto analizar el rendimiento de un modelo
bas&dndonos en parte en como ha sido entrenado.

6) Usosy Tareas para los que se desarrollé

Para tener una mejor vision de como de eficaz es un modelo
debemos también analizar para que tareas se penso
originariamente que se podria utilizar el modelo.
Podriamos, por lo tanto, evaluar su adecuacion a la tarea
que nosotros queremos abordar. Ademas, comprender sus
usos previstos permite optimizar la seleccion de modelos
para cualquier aplicacion, al ser capaces de identificar los
modelos lideres en un campo especifico y detectar posibles
limitaciones en tareas fuera de su dominio.

7) Precisién en dichas tareas

La precision va a permitir comprender la efectividad y
eficiencia de cada modelo en abordar esas tareas con
resultados confiables. Al conocer la precision de los
modelos, podemos tomar decisiones informadas vy
seleccionar el méas adecuado para nuestras necesidades.

La precision también proporciona una vision clara de las
fortalezas y debilidades en los diferentes contextos. Esto
ayuda a entender las fortalezas y debilidades que pueden
llegar a tener. Se pueden aprovechar las ventajas de cada
modelo y utilizarlos de manera mas efectiva en aplicaciones
précticas.

8) APIs que ofrece

Las Interfaces de Programacién de Aplicaciones (APIs) que
tienen los desabolladores para sus modelos son esenciales.
Cada modelo puede tener diferentes APIs con
funcionalidades especificas, lo que afecta su facilidad de
integracion, la disponibilidad de herramientas de desarrollo
y la flexibilidad para adaptarse a nuestras necesidades.
Evaluar las APIs de los modelos permite identificar qué
funcionalidades y capacidades estan disponibles para la
interaccion con el modelo. Podemos determinar si el
modelo es compatible con nuestras aplicaciones y si ofrece
las herramientas necesarias para obtener los resultados
deseados. Por lo tanto, revisar las APIs que ofrece cada uno
nos permite seleccionar el modelo mas adecuado para
nuestras aplicaciones y garantizar una integracién exitosa y
eficiente.

9) Localizacion del Sistema y Donde se puede ejecutar

Es importante tener en cuenta si los modelos son puablicos o
privados, ya que esto afecta a donde y cémo se pueden
ejecutar. Los modelos de lenguaje publicos suelen estar
disponibles para su descarga y uso en cualquier ordenador,
lo que brinda la flexibilidad de ejecutarlos localmente en
nuestros propios ordenadores. Esto puede ser beneficioso
para aplicaciones que requieran privacidad, autonomia o
para evitar la dependencia de servicios externos.

Por otro lado, si los modelos son privados o de acceso
limitado, es probable que estén alojados en los sistemas del
desarrollador o en plataformas especificas. En este caso, se
requeriria acceso a los servidores o infraestructura del
desarrollador para ejecutar el modelo. Esto puede implicar
la necesidad de comunicarse con el proveedor del modelo
para solicitar permisos de uso o adquirir licencias para
acceder a su funcionalidad. Aunque la privacidad de
nuestros datos pueda estar afectada por lo general son
infraestructuras mas faciles de escalar lo cual puede ser
altamente beneficioso.

10) Privacidad de los datos

Es esencial analizar si el desarrollador hace uso de nuestros
datos, ya que la privacidad de los datos es un aspecto muy
relevante en el contexto actual de la tecnologia. Seréa
importante saber qué tipo de datos se estan recopilando,
coémo se utilizan y si existe algin riesgo de que nuestra
informacién personal sea comprometida o utilizada de
manera inapropiada.

La privacidad de nuestros datos es un derecho fundamental
que debe ser respetado. Al permitir que un desarrollador
acceda y utilice nuestros datos, estamos confiando en que
estos serédn tratados de manera adecuada y segura. Hay que
analizar por lo tanto que el desarrollador tenga politicas
claras de privacidad y proteccion de datos, y que esté
cumpliendo con las regulaciones y leyes aplicables.
Ademas, la privacidad de nuestros datos también puede
tener implicaciones éticas. Al utilizar modelos de lenguaje
entrenados con datos sensibles o personales, podriamos
estar contribuyendo a la propagacion de sesgos o
discriminacion. Por lo tanto, es crucial evaluar si el
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desarrollador tiene medidas para abordar estos problemas y
garantizar un uso ético de los datos.
11) Propiedad Intelectual
La propiedad intelectual protege los derechos legales de los
desarrolladores sobre sus creaciones, como algoritmos,
arquitecturas y datos, fomentando la innovacion y la
inversion en nuevas tecnologias. Al garantizar que los
creadores tengan derechos exclusivos sobre sus modelos, se
promueve el intercambio de conocimientos y el avance.
La propiedad intelectual también puede afectar el acceso y
la distribucion de los modelos de lenguaje. Algunos
modelos pueden estar sujetos a licencias y restricciones, lo
que puede influir en su disponibilidad y uso.
12) Trasparencia del desarrollador y del modelo
La transparencia del desarrollador nos permite entender
cdémo se construyd el modelo y qué datos se utilizaron para
su entrenamiento. Esto es esencial para evaluar la calidad y
la validez del modelo y asegurarnos de que esté bien
fundamentado y libre de sesgos. Ademas, la transparencia
nos proporciona informacion sobre las limitaciones y las
areas en las que el modelo puede no ser adecuado.
La transparencia también es crucial para la confianza y la
credibilidad. Cuando el desarrollador proporciona
informacion detallada y accesible sobre el modelo, sus
métodos y resultados, se fomenta la confianza de los
usuarios y la comunidad en la aplicacion del modelo.
13) Regulacion especifica
Es importante analizar si los modelos tienen regulacion
especifica porque diferentes regiones y paises pueden tener
leyes y normativas que afecten el uso y la aplicaciéon de
modelos de lenguaje. Al conocer la regulacion especifica
aplicable a un modelo, podemos garantizar su
cumplimiento y evitar posibles consecuencias legales o
éticas.
Ademas de las regulaciones especificas, también es
importante tener en cuenta las regulaciones globales, ya que
el uso de modelos de lenguaje puede trascender fronteras y
afectar a usuarios y comunidades en diferentes paises.
Considerar las regulaciones globales nos permite adoptar un
enfoque mas amplio y asegurarnos de que el modelo sea
aplicable y seguro en una escala internacional. Una de ellas
que afecta a todos ellos es la Regulacion para la 1A de la
unién europea. [43]
B. Modelos a analizar
Con las caracteristicas ya definidas se pasa al analisis de los
modelos. Primero de todo seleccionamos los modelos que
han resultado mas interesantes para analizar. Se han
seleccionado un total de 16 modelos. Las razones detras de
la seleccion de estos son la relevancia que tienen
actualmente, sus tamafios, sus desarrolladores. De esta
manera se pretende tener diversidad con la seleccidn.

1. BERT [12]

2. T5[15]

3. ELECTRA[26]

4. REFORMER [44]
5. GPT-4[14], [38]

6. ROBERTa [20]
7. LLAMA [45]
8. ELMO [17]

9. XLNET [24]
10. DistilBERT [21]
11. UniLM [46]

12. Megatron-Turing NLG [16]
13. LaMDa [36]
14. Jurassic-1 [47]
15. Gopher [34]

16. Chinchilla [48]

La tabla resumen se encuentre en el apéndice 1.

V. Andlisis de tareas de back office

Como ya hemos mencionado anteriormente, se pretende
analizar la capacidad de los modelos anteriormente
mencionados para automatizar tareas rutinarias. Para poder
tener una vision de como de eficiente serian dichos
procesos automatizados vamos a primero establecer una
metodologia y un criterio para determinar como de
efectivas serias esas automatizaciones a la automatizacion
robdtica de procesos (RPA).

A. Eficacia de tareas para RPA

Para evaluar la eficacia de cualquier tarea a RPA, nos
vamos a centrar en dos aspectos. El primero de ellos se
centrara en valorar si la tarea es rutinaria o no rutinaria y el
segundo de ellos si requiere el uso de funciones manuales o
capacidades cognitivas. Las tareas altamente cognitivas
requieren pensamiento creativo, al igual que las tareas no
rutinarias con pocos o ningun patrén que tienen una gran
variabilidad. Este tipo de tareas no son adecuadas para la
automatizacion. Una regla préctica para determinar si una
tarea es apta para la automatizacion es determinar si se
pueden escribir con precision todos los pasos del proceso,
teniendo en cuenta todos los posibles acontecimientos y
resultados a lo largo del camino. Aunque los avances en
Inteligencia Artificial han permitido automatizar algunas
tareas no rutinarias, el principio general que utilizaremos
para determinar la eficacia seguird siendo el mismo.
Resumimos estos dos aspectos en la siguiente gréfica:
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Figura 3. Guia para la automatizacion [49]

Para determinar si una tarea es adecuada para RPA, hay que
tener en cuenta mas factores. Ademds de la necesidad de
gue una tarea sea manual y rutinaria, una empresa dispuesta
a utilizar la RPA debe considerar si es viable reemplazar a
los humanos por robots para determinadas tareas y cuales
serfan las implicaciones a largo plazo de tal decisién. Estos
criterios también influyen en las decisiones estratégicas de
los proveedores de RPA en relacion con la
comercializacion y el marketing de la tecnologia. La Tabla
1 presenta los criterios genéricos para decidir si una tarea es
adecuada para RPA, utilizaremos estos criterios para
asignar una puntacion a las tareas que hemos seleccionado
para determinar asi su eficacia a la automatizaciéon. [49]

Tabla 2. Criterios para RPA [49]

Propension al error
humano

La tarea es propensa a que se
cometan errores especificos a
los humanos y no a los
ordenadores. Por ejemplo,
comparar valores de distintas
columnas.

Necesidad limitada de
tener que lidiar con
excepciones

La tarea este estandarizada y
por lo tanto no haya cavidad a
excepciones mientras se
completa la tarea.

Comprension clara de los
costes de la tarea

El comprender el desglose de
costes permite estimar las
diferencias al automatizar la
tarea y determinar si se
produce un retorno a la
inversion.

Criterio Descripcién

Elevado niimero de
transacciones

Tareas consideradas para RPA
son tareas que se realizan de
manera frecuente o incluyen
un gran volumen de sub-
tareas.

Necesidad de acceso a
maltiples sistemas

El que haya que acceder a
multiples sistemas es un factor
relevante. Por ejemplo, copiar
datos de un Excel a una base
de datos.

Entorno estable Tareas que se ejecutan con un
sistema predeterminado que
no cambia durante la

gjecucion.

Bajos requisitos
cognitivos

La tarea no requiere
creatividad, juicios subjetivos
0 complejas interpretaciones.

La tarea es facil de
descomponer en sencillos
pasos entre los cuales no hay
espacio a las ambigiiedades o
malinterpretaciones.

Facil de descomponer en
pasos

Tras establecer unos criterios y unas reglas analizaremos las
tareas y les daremos una puntuacién del 1-5 en dos escalas:
La primera siendo 1 - Tarea altamente Cognitiva y 5 -
Altamente Manual. Y la segunda escala siendo 1 - Nada
rutinaria y 5 — Altamente Rutinaria. Con estas dos escalas
podremos tener una vision y comparas la eficacia a la
automatizacion de las tareas seleccionadas para el analisis.
B. Tareas de Back Office
Como ya hemos mencionado anteriormente vamos a
analizar las tareas que se han considerado relevantes en la
industria para ser automatizadas. Son las siguientes:

1. Tareas de analisis de textos.

2. Extraccion de datos, analisis de datos no
estructurados y su organizacion.

Clasificacién automatica de documentos.
Generacion automatica de informes y resimenes.

Traduccion.

o 0 M w

Generaci6on automatica de sugerencias de

respuestas de mensajes y correos electrénicos.
7. Asistentes virtuales
8. Controles y verificaciones de compliance.

9. Sistemas de analisis y prevencién de riesgos

Tareas de andlisis de textos

El analisis de textos es un tipo de técnica que identifica los
contenidos clave de grandes cantidades de documentos y
los transforma en informacion procesable. Esta tarea de
automatizacion extrae patrones e informaciéon de grandes
fuentes de texto no estructurado y los transforma en datos
estructurados.

Por ejemplo, esta tecnologia permite identificar conceptos
(como nombres de empresas, direcciones, fechas, etc.) en
texto sin formato, o resumir informacion clave contenida en
documentos extensos. También puede permitir identificar
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informacién incoherente en documentos distintos (por
ejemplo, entre el folleto y otros documentos.

Este tipo de tarea requiere de pensamiento cognitivos ya
que requiere de la interpretacion de los textos para poder
extraer la informacion, pero por el contrario es una tarea
rutinaria ya que requiere constantemente de la busqueda de
informacion en textos de manera frecuente ya que en el dia
a dia es bastante comun la necesidad de buscar informacion
en paginas web o documentos. Por lo tanto, puntuamos
dicha tarea como: 2 — Cognitiva y 4 — Rutinaria.

Extraccion de datos, analisis de datos no estructurados y su
organizacién

Similar a la tarea anterior, pero centrandonos en el analisis
de datos, tablas y bases de datos mas que en texto. Es uno
de los objetivos mas perseguidos por la comunidad de
expertos en gestion de datos. El desarrollo de sistemas
automatizados que puedan procesar documentos
semiestructurados y generar tablas que puedan consultarse
sin esfuerzo humano ni personalizacion especifica. Dada la
enorme variedad de documentos que se podrian intentar
estructurar, los sistemas mas avanzados hacen suposiciones
para simplificar y se basan en aprender informacion
especifica del sector para facilitar las tareas.

Los sistemas disefiados para abordar este problema deben
equilibrar un triple balance entre coste (los lagos de datos
pueden contener millones de documentos), calidad (las
tablas de salida deben ser capaces de soportar con precision
las consultas de un analista) y generalidad (los diferentes
lagos de datos tienen diferentes tipos de documentos y
estructuras).

Este tipo de tareas son a la vez muy manuales y de
realizacion rutinaria. Para un ser humano requiere mucho
tiempo el analizar y estructurar grandes cantidades de datos.
Un modelo de lenguaje puede realizar estas tareas
rapidamente y si los resultados no son los esperados se
puede facilmente modificar una serie de parametros
partiendo del primer analisis realizado por el modelo.
Punteamos esta tarea como 4 - Manual y 5 - Muy rutinaria.
Clasificacion automatica de documentos

A diferencia de las tareas anteriores no pedimos que se
analicen el contenido de los documentos ni que se extraigan
resultados de ellos. El objetivo principal es interpretar su
contenido para determinar a donde pertenecen para poder
tener unas bases de documentos estructuradas.

Los LLM aprovechan sus amplios conocimientos y
capacidades de procesamiento del lenguaje para analizar
datos no estructurados y extraer informacion significativa.
Al entrenarse en amplios conjuntos de datos, los LLM
pueden aprender patrones, semantica y claves contextuales
dentro de los documentos, lo que les permite clasificar con
precision diversos tipos de contenido. Esta automatizacion
elimina la necesidad de clasificacion manual, ahorrando
tiempo y recursos valiosos en diversos sectores.

Se pueden utilizar principalmente para estructurar
documentos dentro de una empresa o donde mas
rendimiento se le puede dar a un clasificador de este tipo es
para clasificar articulos, documentos, literatura facilitando

la busqueda de informacion a la hora de investigar ya que
tendremos guardado en un mismo sitio toda la informacion
relativa a el tema. La versatilidad en la clasificacion
automatica de documentos los convierte en una poderosa
herramienta para la automatizacion de back-office,
mejorando la productividad y permitiendo a las empresas
gestionar de forma eficiente sus procesos intensivos en
documentos.

Dado que esta tarea si que requiere una alta capacidad
cognitiva para interpretar los textos la consideramos como
un 1- Altamente cognitiva. Por otro lado, es una tarea que
se realiza de manera muy constante por lo que la
consideramos un 4 - Rutinaria.

Generacion automatica de informes y resimenes

La tarea de crear informes a partir de datos de entrada es
una importante tarea. Aprovechando las tecnologias
avanzadas Y las capacidades de procesamiento del lenguaje
natural, las organizaciones pueden agilizar el proceso de
generacion de informes. Los datos de entrada, que pueden
incluir resultados de investigaciones, analisis u otra
informacion relevante, se analizan y transforman en
informes completos mediante sistemas automatizados.

La generacién automatizada de informes elimina la
necesidad de compilacién manual y reduce el riesgo de
errores o incoherencias. Los informes generados mediante
este proceso automatizado no sélo son eficientes, sino
también precisos y coherentes en diferentes tareas y
proyectos.

Ademas, la automatizacion del proceso de creacién de
informes permite a las organizaciones ahorrar tiempo y
recursos, al tiempo que garantiza un plazo de entrega mas
rapido. Esta tarea es de gran utilizad y requiere una
capacidad cognitiva elevada, pero a su vez se realiza de
manera continua. Por lo tanto, le damos unas puntaciones
de: 1- Altamente Cognitiva y 5 — Altamente Rutinaria.
Traduccion

La traducciéon es una tarea administrativa que puede
automatizarse considerablemente con la ayuda de la
inteligencia artificial. Los sistemas de traduccion
automatica han revolucionado el proceso de traduccion al
ofrecer soluciones de traduccién rapidas y eficaces.

La automatizacion de la traduccion no sélo acelera el
proceso, sino que también mejora la coherencia y la
precision. A diferencia de la traduccién manual tradicional,
que puede llevar mucho tiempo y ser propensa a errores
humanos. Ademads, los sistemas de traduccion automaética
pueden personalizarse y ajustarse a a&mbitos o sectores
especificos, lo que mejora aun mas la precision y
pertinencia de las traducciones.

Aunque la traduccion automatica es una herramienta
valiosa, es importante sefialar que la revision humana sigue
siendo crucial para garantizar el maximo nivel de precision
linguistica. Es por ella que es una tarea que requiere mucha
capacidad cognitiva, 1 - Altamente Cognitiva. Por otro
lado, es una tarea que se realiza a menudo, pero no tanto
como otras de las que tenemos en la lista, es por ello por lo
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que se le da una. Puntuacion de 3 — Medianamente
Rutinaria.

Generacion automatica de sugerencias de respuestas de
mensajes y correos electronicos

Las organizaciones y particulares pueden agilizar sus
comunicaciones y ahorrar tiempo garantizando una
respuesta coherente a los mensajes que se reciben que se
asimile al estilo de escritura de cada uno. Cabe destacar que
una comunicacion personal, actualmente, es algo que
requiere de verificacion del duefio del contenido. Pero es un
sistema que es de gran utilidad para agilizar las respuestas y
la jornada laboral.

Cuando se recibe un correo electrénico, los LLM pueden
analizar el contenido, extraer informacién clave y generar
sugerencias de respuesta adaptadas al contexto especifico.
Se pueden comprender los matices del contenido del correo
electronico, incluidos el tono, el sentimiento y la intencion,
lo que permite generar sugerencias apropiadas vy
contextualmente relevantes.

Ademds, se pueden utilizar datos histéricos de correos
electronicos anteriores para ofrecer sugerencias de
respuesta mas personalizadas.

No solo se ahorra tiempo, sino que también se reduce la
carga cognitiva de los empleados. En lugar de elaborar
manualmente las respuestas desde cero, los empleados
pueden revisar y modificar las respuestas sugeridas, lo que
hace que el proceso sea mas eficiente y sin errores.
También el modelo puede aprender de los comentarios y
ajustes  realizados por los usuarios, mejorando
continuamente sus capacidades de generacion de respuestas
con el tiempo.

Los emails y cualquier tipo de comunicacion entre personas
es una tarea de gran importancia que nunca se va a dejar de
realizar de manera diaria. Si que aun asi es una tarea que
requiere de gran personalizaciéon y depende mucho del
mensaje de entrada por ello no es una tarea tan monotona.
Por ello puntuamos esta tarea con un 3 - Medianamente
cognitiva y 4 - Rutinaria.

Asistentes virtuales y Chatbots

Los asistentes virtuales o chatbots han revolucionado las
industrias automatizando una amplia gama de tareas de
consulta de informacion.

Al aprovechar la potencia de los LLM, los asistentes
virtuales ofrecen a las organizaciones soluciones escalables
y eficientes para las interacciones con los clientes. Pueden
proporcionar  respuestas instantdneas a  preguntas
frecuentes, resolver problemas comunes e incluso simular
conversaciones similares a las humanas. Los asistentes
virtuales no so6lo ahorran tiempo a los clientes, sino que
también mejoran su satisfaccion ofreciéndoles una
asistencia precisa y personalizada. Estos asistentes pueden
acceder y recuperar informacion de bases de datos, realizar
busquedas complejas y presentar resultados relevantes. Al
automatizar estas tareas, los asistentes virtuales agilizan las
operaciones administrativas, reducen el esfuerzo manual y
permiten a las organizaciones ofrecer asistencia las 24
horas del dia.

Ademas, los asistentes virtuales basados en modelos LLM
aprenden continuamente y mejoran su rendimiento con el
tiempo. A medida que interactian con los usuarios,
recopilan datos y conocimientos que pueden utilizarse para
mejorar su comprension del lenguaje y sus capacidades de
generacion de respuestas. Este proceso de aprendizaje
iterativo permite a los asistentes virtuales ser mas
eficientes, precisos y capaces de gestionar tareas complejas.
Las organizaciones pueden aprovechar este aprendizaje
continuo para formar a los asistentes virtuales en dominios
especificos, asegurandose de que poseen conocimientos
especializados y pueden responder a consultas especificas
del sector.

Cabe destacar que también es importante que el &mbito de
aplicacion del chatbot siga siendo limitado y que los
humanos tomen el relevo cuando se discutan temas mas
criticos. La responsabilidad por la informacion
proporcionada y las acciones realizadas por los chatbots,
incluso cuando son de naturaleza puramente informativa,
siguen siendo de la institucion.

Dado que nunca van a sustituir las consultas con personas si
que pueden facilitar tareas mas sencillas de busqueda de
informacion y procedimientos sencillos para los usuarios.
Es por ello por lo que no son de uso bastante rutinario y no
requieren de gran capacidad cognitiva. 3 — Medianamente
Manuales y 3 — Rutinario.

Controles y verificaciones de compliance

Los controles de conformidad son fundamentales para
garantizar el cumplimiento de los requisitos normativos y
las politicas internas. Actualmente se realizan este tipo de
verificaciones a través de auditorias, tanto internas como
externas que pueden llegar a tener repercusiones serias si no
se estan cumpliendo determinadas normas.

Las organizaciones pueden automatizar la verificaciéon y
validacion de documentos, bases de datos e informacion
con respecto a diversas normativas. Se pueden automatizar
tareas de identificacién de los principales requisitos a
cumplir por las empresas, extraer la informacion esencial de
textos juridicos complejos y estudio de las politicas
internas. Esta automatizacion reduce significativamente la
necesidad de revision manual, ahorra tiempo y mejora la
eficacia general del cumplimiento, asegurando la deteccién
en caso de no cumplimiento para poder remediar la
situacion.

Un enfoque proactivo ayuda a las organizaciones a
identificar posibles problemas de cumplimiento en fases
temprana o de aparicién de nuevas normativas, lo que
permite tomar medidas correctivas a tiempo. Esta
automatizacion garantiza la coherencia, precision vy
puntualidad de los informes de cumplimiento, reduciendo la
carga de trabajo de los equipos de cumplimiento.

Este tipo de tareas no se realizan de caracter rutinario, pero
con un sistema automatico de deteccion una empresa se
podria asegurar el correcto cumplimiento en todo momento.
A su vez no es una tarea manual ya que requiere mucha
experiencia sobre las legislaciones vigentes. Por lo tanto, se
considera que, aunque es una tarea que tendria un gran
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impacto su automatizacion no es de las mas sencillas y
eficaces de automatizar. 2- Coherente y 1 — No rutinaria.
Sistemas de analisis y prevencidn de riesgos

Los sistemas de andlisis y prevencion de riesgos son
herramientas esenciales para las operaciones, ya que
permiten a las organizaciones identificar y mitigar
proactivamente los riesgos potenciales en diversos ambitos.
Los LLM, con su capacidad para analizar grandes
cantidades de datos y detectar patrones, ayudan a las
organizaciones a tomar decisiones informadas y proteger
sus intereses.

Al entrenar ser capaces de entrenar a un modelo con datos
historicos e incorporar informacion en tiempo real, los
sistemas de analisis de riesgos pueden evaluar eficazmente
los riesgos y proporcionar sefiales de alerta temprana. Los
sistemas de mantenimiento predictivo se basan en la
identificacion de anomalias, valores atipicos y tendencias
que pueden indicar riesgos o amenazas potenciales.
Automatizar la supervision y deteccion de riesgos
proporcionan a las organizaciones una vision completa de
su panorama de riesgos, lo que les permite tomar medidas y
aplicar estrategias de mitigacion de riesgos antes de que
sucedan.

Al introducir continuamente nuevos datos en los modelos,
las organizaciones pueden mantener actualizados sus
sistemas de mantenimiento predictivo y asegurarse de que
estan equipados para hacer frente a los riesgos emergentes.
Son tareas que sin ningln sistema ni modelo son
complicadas de realizar, son manuales ya que se basan en el
analisis de los mismos datos y estudiar las mismas
tendencias, por ello son de gran utilizad su automatizacion,
4 - Medianamente Manual. Por otro lado, el verificar que
los sistemas y maquinas funcionan de manera adecuada es
una tarea que se realiza a menudo, pero no diariamente por
lo tanto se puntla también como un 3 - Medianamente
Rutinaria.

VI. Comparativa y analisis

Tras analizar los distintos tipos de tareas podemos analizar
estos resultados. Primero podemos ver a que cuadrante de
nuestra grafica de la guia para la automatizacién pertenece
cada tarea:

wn

Automatizacién Automatizacion sencilla

Intermedia

Sistemas Andlisis de
prevencion de datos y
riesgos organizacion

Manual

Asistentes Generacion
virtuales mensajes y correos
[ ]
Automatizacion

intermedia

Automatizacién
compleja

Controles de Andlisis de textos

compliance

Cognitivia «

. Clasificacién de Generacién de
Traduccion  documentos informes

1 No Rutinariag Ruti-naria 5

Figura 4. Gréfica de automatizacion con las tareas

En la tabla anterior podemos ver que se han delimitado 4
cuadrantes, en funcidon de como de factible y eficaz se
considera la automatizacién de ese proceso. Podemos ver la
gran mayoria se encuentran actualmente en los cuadrantes
que requeririan tiempo automatizar las tareas, lo que no
implica que no sea posible. Esto demuestra que los avances
de estas tecnologias nos llevan a que cada vez serd mas
facil este proceso.

B. Comparativa modelos y tareas

En el andlisis realizado sobre los modelos seleccionados
hemos podido ver que son disefiados con ciertas tareas en
mente, por lo tanto, se van a comparar y analizar que
modelos se podrian utilizar para automatizar cada tarea.

De los modelos que se han analizado, se pueden clasificar
en las siguientes categorias:

Tabla 3. Tabla resumen tareas y modelos.

Nuestros Nuestras Tareas

Modelos

Tareas que
pueden procesar

Clasificacion
automatica de
documentos.

Clasificacion de
textos

BERT,
ELECTRA,
RoBERTa,
LLAMA, ELMO,
XLNET,
DistilBERT y
JURASSIC 1

Responder a
preguntas

BERT, T5,
ELECTRA,
GPT- 4,
ROBERTa,
LLAMA, ELMO,
XLNET,
DistilBERT,
JURASSIC 1,
GOPHER 'y
Chinchilla

Generacion
automatica de

Resumen de
documentos

T5, GPT-4vy
XLNET
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informes y
resimenes.
Clasificar T5, GPT- 4,
sentimientos LLAMAY
ELMO
Generacion de Reformer, GPT- | Generacion
textos 4, UniLM y MT- | automatica de
NLG 530B mensajes y
COrreos
Generacion Reformer
mdsica, imagenes
y videos
Generacién de LLAMA
cédigo
Razonamiento de GPT- 4,
sentido comdn LLAMA, ELMO
y MT-NLG 530B
Compresion UniLM y MT- Tareas de
lectora NLG 530B analisis de
textos.
Chatbot GPT-4y Asistentes
LaMDA virtuales
Traduccion GOPHER 'y Traduccion
Chinchilla
Razonamiento de GOPHER 'y Controles y
Seguridad y Chinchilla verificaciones de
Justicia compliance.
Extraccion de
datos, analisis de
datos no
estructurados y
su organizacion.
Sistemas de
analisis y
prevencion de
riesgos

Como podemos comprobar al analizar

la tabla anterior

vemos que la gran mayoria de modelos pueden servir para
realizar el mismo tipo de tareas. Modelos como LLAMA 'y
GPT-4 son los mas versatiles.

Por el contrario, solamente dos de las tareas que se han
analizado no tienen ningun modelo especificamente
disefiado para realizarlas. La extraccion, analisis de datos
no estructurados y su organizacién; y los sistemas de
analisis y prevencion de riesgos; se clasifican como unos
tipos de tarea distintos a los anteriores. A diferencia de las
demas, estas no se centran tanto en el lenguaje natural y
mas en los nimeros y los datos. Es por ello por lo que estos
modelos especificamente disefiados para trabajar con el
lenguaje tienen mas dificultades con la realizacion de este

tipo de tareas.
1) Seleccion tarea y modelo para la realizacién de una demo

Dado que la gran mayoria de los modelos analizados son
open source, se podrian utilizar para realizar un caso

practico de uso. Valdria con descargarselo y generar una
aplicacion propia con el modelo.

Otra opcion es conectandose directamente a la API de los
modelos directamente en internet, de esta manera nos
ahorrariamos el tener que descargar y tener el modelo en
nuestro propio ordenador. Se escogio, por lo tanto,
concertarse directamente a la API de Openai para acceder a
sus modelos, para simplificar al maximo la demo y a su vez
utilizar uno de los modelos mas relevantes de la actualidad.
Se utilizard por lo tanto GPT 3.5 Turbo.

En cuanto a la tarea se quiere automatizar, los modelos
GPT se especializan en la generacion de texto y respuestas
a preguntas por lo tanto se seleccionara una tarea en estos
ambitos para la demo. A la hora de la seleccién se ha tenido
en cuanta intentar automatizar una tarea que resulte Util y
de realizacion diaria para todo el mundo. Es por ello por lo
que se selecciona la generacion automética de correos
electrénicos, ya que en el dia a dia se reciben una gran
cantidad de ellos y el poder partir de una posible respuesta
facilitara la vida a quienes utilicen la aplicacion.

VII. Simulacién

Como hemos podido comprobar en el apartado anterior la
eficacia de los modelos analizados para poder automatizar
las tareas presentadas se estima que es muy elevada debido
a lo avanzadas que se encuentran. Para demostrar cémo se
podria realizar dichas automatizaciones y su eficacia hemos
decidido centrarnos en una tarea que actualmente nos ha
parecido que seria de gran utilizad para un elevado
porcentaje de la poblacion: La Generacion automaética de
sugerencias de respuestas a mensajes Yy COrreos
electrénicos.

Se ha desarrollado una sencilla aplicacion haciendo uso de
Python. En esta pequefia demo nos centraremos en generar
una sugerencia a un correo electronico entrante. Los
pardmetros de entrada serdn conversaciones de correo
electronico pasadas para que el modelo pueda analizar el
estilo de escritura del usuario para utilizarlo en su
sugerencia de respuesta.

Como hemos mencionado anteriormente, el modelo
seleccionado para esta demo ha sido el modelo de Open Al
GPT 3.5 Turbo, que, aunque no es uno de los modelos
analizados es el modelo en el que se basaron para GPT 4, al
cual todavia no se tiene acceso total para ser utilizado. Se
ha elegido este modelo porque se ha visto que los modelos
de Open Al son los mas versatiles y los que mejor
interaccionan con el usuario, en tareas de generacion de
texto y respuesta a preguntas.

1. Parametros de entrada

Dado que se pretendia solamente realizar una pequefia
demo de como se podria automatizar este proceso y no
realizar una aplicacion, el codigo desarrollado no se ha
conectado directamente a una aplicacion de correo
electronico, como podria ser Outlook. Esta conexion se
hubiera utilizado para extraer tanto los correos ya
contestados para ser utilizados como repositorio para que el
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modelo aprenda, y también para saber a qué correo debe el
modelo generar una respuesta.

Para simplificar dicha extraccién de datos se introducen al
modelo un archivo Excel. Se titula repositorio de mails y
tiene la siguiente estructura en su Unica hoja:

Tabla 4. Estructura archivo Repositorio de mails

Emisor Asunto Contenido RESpL.JESta del
usuario
Respuesta del
Nombre Asunto Contenido usuario a
Emisor 1 mail 1 maill dicho correo
electrénico.
Emisor 2 Asunto 2 Contenido 2 | Respuesta 2

El tamafio de este archivo dependerd de cuantos correos
queremos que el modelo analice para después sugerir la
respuesta.

Una vez introducido esto el modelo analiza el estilo de
escritura del usuario para poder después sugerir una
respuesta a un correo entrante. Dicho correo entrante se
introducird al modelo de forma manual directamente en la
interfaz de usuario que se explica a continuacion.

2. Interfaz Usuario

Se ha desarrollado una sencilla interfaz usuario para que sea
facil de manejar el programa.

Nada maés inicializar el cédigo nos aparece la siguiente
pantalla de inicio:

# Generador Autemético de Respuestas de Correos Blectrénicos. - ] %

al generador puestes de comeos electrénicos

Has introducide en la carpeta el archive con tu historico de correos electronices para que lo podamos analizar?

Si Ne

Figura 5. Ventana de Inicio

Una sencilla ventana que nos da la bienvenida y nos
pregunta si hemos insertado el archivo Excel de correos
electrénicos en la carpeta correspondiente.
Si se pulsa que no, salta un aviso indicando que es
necesario tener el Excel.

¢ info b4

Por favor, introduce el archivo en la carpeta antes de
continuar.

Figura 6. Ventana emergente con aviso

Tras confirmar la presencia del archivo, la aplicacién pide
al usuario que introduzca el correo al que se desea
contestar:

# Generador Automitico de Respusstas de Comreos Electrénicos a

Bienvenido al generador automatico de respuestas de correos electronicos
e hemes analizado tu estilo de escritura
Introduce a continuacién el comeo que quieres que te ayudemos a contestar,
Emisor:

Asunto:

Menssje

Generar

Figura 7. Venta de introduccion de correo entrante

Una vez introducido se pulsard generar y el programa
automaticamente genera una posible respuesta a dicho
correo. La cual, puede ser editada por el usuario antes de
enviarla.

¥ sugerencia de respuesta o X

Respuesta

Modifica o Envia el comeo!

Erviae

Figura 8. Correo Autométicamente Generado

Dicho correo una vez se pulse enviar, serd guardado dentro
del archivo de correos histéricos para que la proxima vez
que se vuelva a utilizar el programa lo tenga en cuenta para
analizar el estilo de escritura del usuario.

3. Anélisis de los aspectos mas relevantes del codigo

Vamos a continuacién a analizar algunas partes del cddigo
para entender cual ha sido el razonamiento utilizado para
esta automatizacion.

La parte mas importante del cédigo es la funcion que nos
permite, una vez accedido con la APl Key a Openali,
mandar preguntas al modelo para que nos las conteste.
Estos bloques de texto, prompts, contienen la informacion
relevante para que el modelo nos dé una respuesta o si se lo
pedimos nos genere un texto directamente.

def get_completion(prompt, model="gpt-3.5-turbo™):

messages = [{"role": "user", "content": prompt}]

2023



response = openai.ChatCompletion.create(
model=model,
messages=messages,

temperature=0,

)

return response.choices[0].message["content"]

Figura 9. Funcién con la conexion a través de la API a Openai

Es una funcion donde introducimos el promt y nos genera
directamente la respuesta del modelo. El dnico otro
pardmetro de entrada que se puede variar es la temperatura.
La temperatura es un oarametro de los LLMs que controla
la aleatoriedad en la generacién de texto, una temperatura
alta produce resultados mas creativos y una temperatura
baja genera respuestas mas deterministas y coherentes.

La segunda funcién de gran relevancia de nuestro programa
es la cuenta los tokens de las frases o promts. Los tokens
son palabras o partes mas pequefias de las palabras que el
modelo utiliza para entender y procesar textos. Se define
por lo tanto un proceso para realizar esta division en tokens.
Este proceso se llama tokenizacion.
La division en tokens es importante para representar y
procesar el texto de manera adecuada en modelos de
lenguaje. También mejora la eficiencia, el manejo de
palabras desconocidas y la comprension del lenguaje.

La division en tokens al usar modelos de lenguaje tiene
muchas razones importantes, y para nosotros, tres de ellas
destacan. La primera razén crucial es evitar problemas de
memoria y ajustarse a los limites del modelo, ya que estos
tienen una capacidad limitada para procesar tokens en una
secuencia. Ademas, contar los tokens nos permite optimizar
la eficiencia computacional, asignando recursos adecuados
y estimando el rendimiento necesario para procesar la
entrada de manera eficaz. Por otra parte, el costo en
sistemas de pago por token es relevante, ya que algunas
API de modelos de lenguaje, como la que se esta utilizando
en este caso, cobran por el nimero de tokens utilizados.
Contar los tokens ayuda a estimar los costos y ajustar el uso
para mantenerse dentro de los limites presupuestarios.

def num_tokens_from_string(string: str, encoding_name:

str) -> int:

encoding = tiktoken.get_encoding(encoding_name)

encoded_string = encoding.encode(string)

num_tokens = len(encoding.encode(string))

print("Encoded string:", encoded_string)

return num_tokens

Figura 10. Funcion contadora de tokens

Es por ello por lo que nos queremos cefiir a 3000 tokens de
entrada cada vez que llamemos al modelo. Por ello antes de
realizar esta llamada se contaran los tokens del promt. La
metodologia seguida es la siguiente:

Primero se intentan meter todos los correos como
informacién historia dentro del promt para poder tener la
mayor precision posible. Si hay mas de 3000 tokens
analizamos uno a uno el estilo empleado en cada uno de los
correos y vamos guardando en una cadena de caracteres, el
analisis realizado por el modelo. De esta manera reducimos
el nimero de tokens de entrada de cada promt, pero se
mantiene como informacion relevante el estilo de escritura
del usuario para que el modelo se intente asemejar a €l lo
mas posible.

El siguiente trozo de codigo es el utilizado para guardar el
nuevo correo al que se le ha generado una respuesta dentro
del archivo historico de correos de tal manera que la
siguiente vez que se vuelva a utilizar el programa se tiene
toda la informacién disponible.

nuevo_emisor = emisor
nuevo_asunto = asunto
nuevo_contenido = message

nueva_respuesta = respuesta_final

df.loc[ultima_fila] =

[nuevo_emisor, nuevo_asunto, nuevo_contenido,

nueva_respuesta]

df.to_excel('C:\\Users\\jacobozf\\Documents\TEST\\repositorio_de_mails.xlsx',

sheet_name='Sheet1’, index=False)

Figura 11. Cédigo que guarda el nuevo correo

Como se puede ver se guardan los nuevos valores en la
siguiente fila disponible del archivo.

VIIl. Conclusiones

Este trabajo se ha enfocado en llevar a cabo un exhaustivo
analisis y comparativa de los modelos de lenguaje mas
importantes, con el fin de identificar sus caracteristicas y
capacidades para abordar diversas tareas de back office.
Este proceso permitié evaluar la eficacia y versatilidad de
los LLMs en el ambito de la automatizacion inteligente de
procesos.

Durante el desarrollo de este estudio, se destacé la
importancia de contar con LLMs eficientes y precisos para
el procesamiento del lenguaje natural. La diversidad de
modelos disponibles, cada uno con sus propias
caracteristicas y tamafios, ofrecié un panorama amplio para
la seleccién de aquellos mas adecuados para tareas
especificas de back office.

La segunda fase del trabajo consisti6 en el andlisis de
posibles tareas de automatizacién en el ambito del back
office. Se exploraron diferentes areas, como el analisis de
textos, la extracciébn y organizaciéon de datos no
estructurados, la clasificacién automética de documentos, la
generacion de informes y resimenes, la traduccion, entre
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otras. Cada tarea se evalud cuidadosamente en términos de
su idoneidad para la automatizacién.

La posterior comparativa detallada entre los modelos de
lenguaje y las tareas seleccionadas revel6 importantes
perspectivas sobre cémo los LLMs pueden desempefiar un
papel fundamental en la automatizacion de tareas de back
office, mejorando la eficiencia y reduciendo la carga de
trabajo manual.

Es importante destacar que el desarrollo y avance de los
Modelos de Lenguaje de Aprendizaje Profundo es un
campo en constante evolucion. A medida que se avance en
la investigacion y la mejora de estos modelos, se espera un
crecimiento continuo en sus capacidades y aplicaciones. La
combinacién de una seleccion adecuada de modelos con
tareas optimizadas para la automatizacién inteligente
promete un futuro prometedor en el ambito de la
transformacion digital y la eficiencia empresarial.

Con una simple demo final se ha conseguido demostrar la
facilidad con la que se pueden automatizar determinadas
tareas. Escogiendo los modelos y las aplicaciones
adecuadas rapidamente se pueden empezar a automatizar
tareas de oficina de realizacion diaria.

Este trabajo, por lo tanto, ha sentado las bases para futuras
investigaciones y aplicaciones en la utilizacién de LLMs en
el ambito del back office, resaltando el potencial de estas
tecnologias para revolucionar y mejorar el mundo laboral a
través de la automatizacion inteligente y la optimizacion de
procesos.
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1| BERT Google Al | 2017 - Numero Total de Parameteros=110M) y BERT P ' . . clasificacion de frases individuales, tareas | 90% Adhoc P Privados autor propios | Total | Ninguna
Transfor _ _ _ datos. Los datos de entrnamiento estan Source .
LARGE (L=24, H=1024, A=16, Numero Total de responder preguntas y tareas de de google ai
er de Parametros=340M) compuestos por dos sets de datos, BookCorpus etiquetado de frases
' (800M de palabras) y los pasajes de texto de la '
Wikipedia en inglés (2.500M de palabras).
Se utilizan grandes conjuntos de datos no
etiquetados para el aprendizaje no supervisado
Las redes feed-forward de cada blogue constan "Colossal Clean Crawled Corpus” (C4), un
de una capa densa con una dimensionalidad de conjunto de datos formado por cientos de
salida seguida de una funcion de activacion no gigabytes de texto.
linear ReLU y otra capa densa. Todos los Preentrenamos cada modelo durante 219 en C4
mecanismos de atencion tienen una antes de afinarlo. Utilizamos una longitud
dimensionalidad interna de 64 y todos los méaxima de secuencia de 512 y un tamafio de
Encoder mecanismos de atencion tienen 12 cabezas. lote de 128 secuencias. Siempre que es posible,
Todas las demés subcapas e incrustaciones tienen | "empaquetamos" varias secuencias en cada
- . . . ~ Respuesta a preguntas, resumen de Derechos de
una dimensionalidad de 768. En total, esto da entrada del lote10. En total, este tamafio de lote g Open . - .
2| T5 Google Al | 2020 | Decoder | - , documentos y clasificacion de 86% Adhoc Privados autor propios | Total | Ninguna
como resultado un modelo con unos 220 y nmero de pasos corresponde a un L Source .
Transfor - . . g sentimientos, por nombrar algunas. de google ai
mer millones de pardmetros. Esto es preentrenamiento en 235 =~ 34B tokens. Esto es
aproximadamente el doble del nimero de considerablemente menos que BERT, que
parametros de BERT BASE, ya que nuestro utiliz6 aproximadamente 137B tokens, o
modelo base contiene dos capas en lugar de una. | ROBERTa, que utilizd aproximadamente 2,2T
Para la regularizacion, utilizamos una tokens. El uso de solo 235 tokens resulta en un
probabilidad de abandono de 0,1 en todos los presupuesto computacional razonable al tiempo
lugares en los que se aplica el abandono en el gue proporciona una cantidad suficiente de pre-
modelo. entrenamiento para un rendimiento aceptable.
Se realiza también ajuste fino para tareas
especificas.
. o Se realizaron una seria de modificaciones al
Lenguaje enmascarado modificado. En .
modelo Base para su entrenamiento. Se
lugar de enmascarar la entrada, su . o
: o . propuso mejorar la eficacia del
método la modifica sustituyendo algunos - -
: preentrenamiento compartiendo los pesos entre
tokens por alternativas probables SN .
. ~ el generador y el discriminador. Se implementa L )
extraidas de una pequefia red de . . ~ . . ~ . Las 4 tareas principales son: Tareas de
Two s Existen varios tamafios del modelo, el mas un generador mas pequefio y se utilizan las e .
ELE generacion. Entonces, en lugar de . _ A 4 - . - clasificacion de parejas de frases, tareas de Derechos de
CTR Transfor - pequefio; L=12, H=256, A=64; disefiado con la incrustaciones del tamafio de los estados e L Open . - .
3 Google Al | 2020 entrenar un modelo que prediga las : - - s . . clasificacion de frases individuales, tareas | 91% Adhoc Privados autor propios | Total Ninguna
A mers . . . intencién de ser corrido por una sola GPU. Y el ocultos del discriminador. Las incrustaciones Source -
identidades originales de los tokens o _ _ N P de responder preguntas y tareas de de google ai
models e modelo grande; L=24, H=1024, A=64. de token de "entrada™ y "salida" del generador .
modificados, entrenamos un modelo . L etiquetado de frases.
L . L siempre estan vinculadas, como en BERT. Al
discriminatorio que predice si cada token o . N
o - utilizar un generador méas pequefio se reducen
de la entrada modificada ha sido - . .
L los tiempos de calculo, se consigue este
sustituido por una muestra de un . T
generador més pequefio disminuyendo el
generador o no. ~
tamafio de las capas.
Los modelos Transformer de gran
tamafio suelen obtener los mejores
resultados en una serie de tareas, pero su
entrenamiento puede resultar muy
costoso, sobre todo en secuencias largas.
Se han introducido dos técnicas para
mejorar la eficiencia. . . .
. . La capacidad de manejar secuencias largas
Las capas reversibles, permiten bre el . | del Ref
almacenar una sola copia de las H lizad . abre € ﬁamlno para el uso de A(ej 0”3163
funciones de activacién en todo el En todos los experimentos se utilizé un modelo L | . emos realizado nuestros experimentos en en muchas tareas generativas. Ademas de
Large _ ~ _ ~ imagenet64 y enwik8-64K. Utilizamos modelos | generar textos coherentes muy largos, el Derechos de
4| R modelo, por lo que el factor N = 1024, H = 4096, A = 8 y un tamafio total de - - . Open . . .
eformer | Google Al | 2020 | Transfor q o - . . o de 3 capas para nuestras depuraciones con el fin | Reformer puede llevar la potencia de los Adhoc Privados autor propios | Total Ninguna
esaparece. Se dividen las activaciones lote de 8 secuencias. Utilizamos el optimizador S Source .
mer . de poder compararlo con el Transformer modelos Transformer a otros dominios de google ai
dentro de las secuencias feed-forward Adafactor para entrenar estos modelos. . . L -
. g normal, que tiene un alto consumo de memoria. | como la prevision de series temporales o
para ahorrar memoria. El célculo | - L
) a generacion de mdsica, imagenes y
aproximado de los puntos basado en .
. . . videos.
hashing sensible a la localidad lo que
permite trabajar con secuencias largas.
El modelo resultante, el Reformer, tiene
un rendimiento similar al de los modelos
Transformer, pero es mucho mas
eficiente en memoria y mucho mas
rapido en secuencias largas.
Al igual que para GPT-3. Se utilizo
CommonCrawl con modificaciones para el
entrenamiento:
1. Se filtr6 una version de CommonCrawl
basada en la similitud con una serie de corpus
de referencia de alta calidad.
2. Se realiz6 una deduplicacion difusa a nivel
de documento para evitar la redundancia y
preservar la integridad de nuestro conjunto
3. Se afiadid un corpus de referencia de alta
calidad a la mezcla de entrenamiento para
Casual aumentar CommonCrawl e incrementar su
Unidirac diversidad. Se afiadieron varios conjuntos de Propias
tional datos curados de alta calidad, incluida una de
Transfor | Desarollado a partir de GPT-3 pero Al igual que el modelo GPT-3 mad grande el versioén ampliada del conjunto de datos Toto tipo de tareas de generacion de texto, OpenA Plataform Accesibles | Derechos
5| GPT-4 Open Ai 2023 | mer, permite como entrada tanto texto como tamafio maximo de GPT-4es: L =96, H=y A= | WebText. actividades de razonamiento, respuesta de | 96% i como por Open | propios de Total Ninguna
s . a Open Al
large iméagenes. 12288. Los datos de CommonCrawl constituyen 45 TB | preguntas. un Al Open Al
multimo de texto plano comprimido antes del filtrado y ChatG
dal 570 GB después del filtrado, lo que equivale PT
model aproximadamente a 400.000 millones de tokens
codificados por pares de bytes.
Los modelos mas grandes pueden utilizar
normalmente un tamafio de lote mayor, pero
requieren una tasa de aprendizaje menor. Se
midio la escala de ruido de gradiente durante el
entrenamiento y se utilizé para guiar nuestra
eleccion del tamafio del lote. Todos los
modelos se entrenaron en GPUs V100 que
formaban parte de un cluster de gran ancho de
banda proporcionado por Microsoft.
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Diferenciandose en que se entrend con

El tamafio y los pardmetros son los mismos
utilizados en BERT Yy se desarrollaron también

Se modifica la estructura de entrenamiento para
la ocultacion de pardmetros de entrada, en
BERT se realizaba de manera estatica y
aleatoria con un 15% de ocultacién y con
RoBERTa se realiza de manera dindmica.

A su vez, se realizaron mas pasos en el
entrenamiento. ROBERTa mejoro el

Las 4 tareas principales son: Tareas de

A partir | batches mas grandes, no se entrena para _ entrenamiento de BERT utilizando 160 GB de | clasificacidn de parejas de frases, tareas de Derechos de
RoOBERT | Facebook L N - dos modelos, Base y Large. BASE (L=12, e L Open . - .
6 a Al 2019 | de prediccion de siguiente frase y utiliza H=768. A=12 Numero Total de datos de texto, frente a los 16 GB de BERT, clasificacion de frases individuales, tareas | 92% Adhoc Source Privados autor propios | Total Ninguna
BERT unos patrones de ocultacién de datos de e _ _ elimind la prediccion de la siguiente frase, de responder preguntas y tareas de de meta ai
- - Parameteros=110M) y LARGE (L=24, H=1024, X . . .
entrenamiento distintos. _ O entreno con lotes mas grandes y aumento el etiquetado de frases.
A=16, Numero Total de Parametros=340M). ~ )
tamafio del modelo a 355 millones de
parametros, lo que mejor6 el rendimiento y la
comprension del lenguaje. Los datos utilizados
en el entrenamiento fueron: BookCorpus, la
Wikipedia en Ingles, Common Crawl,
OpenWebText y Stories. Todos ellos de acceso
publico.
Prenormalizacién: En lugar de
normalizar la salida de cada capa
transformadora, aplicamos la
normalizacion a la entrada. Esto mejora
la estabilidad del entrenamiento de
nuestro modelo.
Funcion de activacion SwiGLU: En vez
de utilizar la funcion de activacion
ReL U, empleamos la funcién SwiGLU.
Esta funcion, ha demostrado mejorar el
rendimiento del modelo al proporcionar - | il
Transfor | una no linealidad méas adecuada para . . . . . Las tareas tipicas para las que se utiliza Zero shot
mer con | nuestras necesidades El modelo LLAMA mas grande tiene 65,2 Datos de caracter publico para el entrenamiento | ese modelo son tareas de tareas de erformanc Oven Derechos de
7 | LLAMA | Meta Al 2023 o . o billones de parametros con 8192 dimensiones, 64 | de estos modelos como puede ser Common razonamiento de sentido comun, P Adhoc P Privados autor propios | Total Ninguna
modifica | Incrustaciones rotativas: En lugar de . : L . L eentornoa Source .
. S . . self attention heads y 80 capas. Crawl, C4, GitHub, Wikipedia, ArXiv. generacion de textos, Respuesta a de meta ai
ciones utilizar incrustaciones posicionales , - 80%
- preguntas y generacion de cddigo.
absolutas, las cuales asignan una
posicion fija a cada palabra en la
secuencia, empleamos incrustaciones
posicionales rotativas (ROPE). Las
RoPE, asignan una incrustacién
posicional que varia dependiendo de la
posicion relativa de las palabras en cada
capa de la red. Esto ayuda al modelo a
capturar mejor las relaciones entre las
palabras en diferentes posiciones de la
secuencia.
Los modelos biLM preentrenados se han
modificado para permitir el entrenamiento El
conjunto en ambas direcciones y afiadir una modelo
conexion residual entre las capas LSTM. Vinculacion textual, tarea de determinar si en si
Después de entrenar durante 10 épocas en el 1B | una "hipotesis” es cierta, dada una Entornoal | mismo
Allen Word Benchmark, el promedio de perplejidades | "premisa”. 85%, salvo | esuna
Institute Bidirecti S . . hacia adelante y hacia atras es de 39,7. En Etiquetado de funciones semanticas analisis de API
2 capas bidireccionales con 512 dimensiones y S L . S Derechos de
for onal : . - general, encontramos que las perplejidades Resolucion de correferencias, tarea de sentimiento | para Open . - .
8 | ELMO I 2018 - 4096 unidades. Conexion residual entre las dos - . ) - . . Privados autor propios | Total Ninguna
Artificial Transfor hacia delante y hacia atras son aproximadas. agrupar referencias en un texto que s al 55% mejora | Source .
. capas . - - - de google ai
Intelligenc er Para realizar el ajuste fino en una tarea corresponden a las mismas cosas. (por r otros
e determinada, se ignoraron temporalmente las Respuesta a preguntas enncima de | modelo
variables de supervision, y se ajusto durante Andlisis de sentimiento cinco niveles la media) sen las
una época en la division de entrenamiento y se | desde muy negativo a muy positivo tareas
evalud en la division de desarrollo. Una vez que
ajustados, los pesos biLM se fijaron durante el realiza
entrenamiento de la tarea.
Data sets: BooksCorpus , Wikipedia en inglés,
Gigab (16 GB de texto), ClueWeb 2012-B y
Common Crawl para el preentrenamiento.
En total, 32,89 GB de texto.
Modelo El método de entrenamiento se basa en la
autorregr . . .
. arquitectura de este modelo ya que a diferencia
esIvo d_e de un Transformer normal, utiliza aparte de Este modelo se utiliza para responder Derechos de
lenguaje Igual que BERTLARGE (L=24, H=1024, A=16, s P . s Open . - .
9 | XLNET Google Al | 2019 - - atencion bidireccional, prediccion parcial. La preguntas, comprension lectora y tareas de | 92% Adhoc Privados autor propios | Total Ninguna
basando Numero Total de Parametros=340M). e . . Source .
en el atencion bldlre(_:cmnal cqpsmte en tener en relacion de frases de google ai
cuenta tanto la informacion de la izquierda
Transfor
como la de la derecha del dato oculto que
mer XL. : - L
estamos intentando predecir. La prediccion
parcial, no intenta predecir solo la siguiente
palabra de una secuencia, sino que considera
todas las combinaciones de palabras dentro de
la frase para hacerlo.
El entrenamiento se basa en el aprendizaje
maestro-alumno, una técnica de compresion
donde un modelo compacto, DistilBERT actla
como el alumno, se entrena para replicar el
comportamiento de un modelo més grande,
BERT. DistilBERT conserva la misma
estructura general que BERT, pero se realizan
modificaciones para reducir su tamafio y
complejidad. Se eliminan las incrustaciones de
tipo token y el agrupador, y se reduce a la
mitad el nimero de capas. Estas modificaciones
se basan en la optimizacion de las operaciones
utilizadas en la arquitectura Transformer, como
Modelo . L las capas lineales y la normalizacion de capas,
. ... | Seaprovecho la extraccion de p o
simplific s que estan altamente optimizadas en los marcos
conocimientos durante la fase de . . . . - .
ado de - de algebra lineal modernos. Las investigaciones | Las 4 tareas principales son: Tareas de
. preentrenamiento y demostramos que es I e e .
- . BERT: ; X ~ han demostrado que las variaciones en la ultima | clasificacion de parejas de frases, tareas de Derechos de
DistilBER | Huggin . posible reducir el tamafio de un modelo . S o . e L 97% de Open . : .
10 2020 | mas 40% deBERT dimension del tensor (tamafio oculto) tienen un | clasificacion de frases individuales, tareas Adhoc Privados autor propios | Total Ninguna
T Face ~ BERT en un 40%, conservando al . C . BERT Source -
pequefio, - - impacto menor en la eficiencia computacional de responder preguntas y tareas de de google ai
L mismo tiempo el 97% de sus . .
rapido, - o en comparacion con otros factores, como el etiquetado de frases.
capacidades de comprension del ,
barato y - . A numero de capas, por lo que se enfoca en
. lenguaje y siendo un 60% mas rapido. . A
ligero. reducir este ultimo.

Ademas de las consideraciones de optimizacion
y arquitectura, es crucial encontrar una
inicializacién adecuada para lograr una
convergencia éptima. DistilBERT se entrena en
lotes de gran tamafio, aprovechando la
acumulacidn de gradientes y utilizando
enmascaramiento dindmico. A diferencia de
BERT, DistilBERT prescinde del objetivo de
prediccion de la siguiente oracion. El corpus
utilizado para entrenar DistilBERT es el mismo
que el del modelo BERT original, que consiste
en una concatenacion de Wikipedia en inglés y
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el Toronto Book Corpus.

Pre-entrenado conjuntamente sobre
grandes cantidades de texto, optimizado
para tres tipos de objetivos de modelado
linglistico no supervisado: prediccion

La arquitectura del modelo de UNILM sigue la
de BERTLARGE para una comparacion justa. La

El objetivo general del entrenamiento es la
suma de los distintos tipos de objetivos
descritos anteriormente. Especificamente,
dentro de un lote de entrenamiento, 1/3 del
tiempo se utiliza para el objetivo bidireccional,
1/3 para secuencia-a-secuencia, y ambos
objetivos izquierda-derecha y derecha-
izquierda se muestrean con una tasa de 1/6.

Modelo | unidireccional, bidireccional y de . T - UNILM es inicializado como BERTLARGE, y
. . funcion de activacion gelu se utiliza como en e
Transfor | secuencia a secuencia. P luego pre-entrenado usando Wikipedia en - . Derechos de
. . GPT. Especificamente, usamos un Y N Utilizado para tareas de comprension y Open . - .
11 | UniLM Microsoft | 2019 | mer _ _ | inglés y BookCorpus. El tamafio del - . 90% Adhoc Privados autor propios | Total Ninguna
. - . Transformador de 24 capas con H =1.024,y A = . . ‘o generacion de lenguaje natural Source -
multicap | ElI modelado unificado se consigue . vocabulario es de 28.996. La longitud maxima de google ai
16, que contiene alrededor de 340M de .
a empleando una red Transformer . - - de la secuencia de entrada es 512. La
- . . parametros. La matriz de pesos del clasificador - .
compartida y utilizando mascaras de - . probabilidad de enmascaramiento de tokens es
- . softmax esté ligada con token embeddings. -
autoatencion especificas para controlar del 15%. En este enmascaramiento el 80% de
en qué contexto condiciona la las veces se elimina el valor de entrada, el 10%
prediccion. se sustituye por un token aleatorio y el otro
10% se mantiene original. Ademas, el 80% de
las veces enmascaramos aleatoriamente un
token cada vez, y el 20% de las veces
enmascaramos un bigrama o un trigrama.
Para compilar nuestro conjunto de datos de
entrenamiento, utilizamos un trabajo reciente
destinado a recopilar un conjunto de
entrenamiento diverso para el modelado del
Modelo lenguaje, The Pile: Un conjunto de datos de APIs
de 800 GB de texto diverso para el modelado propias
lenguaje linglistico. Ademas, incluimos RealNews, de
basado Common Crawl y CC-Stories, que ya se han NVIDI
en . . utilizado para el preentrenamiento de grandes Las tareas que se realizan con este modelo A que
Tiene dos componentes clave: , . . . L .
transfor El nimero de capas, dimensiones ocultas y LM. son: Prediccion de palabras completas, realiza | Enla .
. Megatron-LM, para el modelado - - - . . - - Accesibles | Derechos de
MT-NLG | Microsoft madores | ,. "2 cabezas de atencion son L = 105, H =20480 y A | La longitud de la secuencia es de 2048 y el comprension lectora, razonamiento de n las plataforma - .
12 2022 - | linguistico a gran escala, y el modelo _ . . ~ . - . - - 92% por autor propios | Total Ninguna
530B y NVIDIA generati - . = 128, respectivamente. Con 530.000 millones de | tamafio global del lote es de 1920. Usamos mil | sentido comun, deduccién del lenguaje tareas | de
Turing NLG, para tareas de generacion . . o e . NVIDIA de NVIDIA
VoS - parametros millones de tokens para el aprendizaje lineal. natural, distincion del sentido de las para NVIDIA
de lenguaje natural. S
autorregr Usamos el decaimiento del coseno para que la | palabras. las que
esivos de tasa de aprendizaje alcance el 10% de su valor ha sido
izquierd en 340.000 millones de tokens. Durante los entrena
aa primeros 12.000 millones de tokens, do el
derecha empezamos con un tamario de lote de 32 y se modelo
fue aumentando gradualmente el tamafio de lote
en incrementos de 32, hasta alcanzar el tamafio
de lote final de 1920. Se utilizé el optimizador
Adam.
LaMDA utiliza una arquitectura Transformer a
gran escala y se entrena con una amplia gama
de datos de dialogo para mejorar sus
capacidades conversacionales. Google ha
LaMDA utiliza un dnico modelo para destacado que L_al_\/!DA esta O!|se_nad(_) para tener
- P . - una mayor sensibilidad a las indicaciones y
realizar multiples tareas: genera posibles . ,
- proporcionar respuestas mas detalladas en
respuestas, que luego se filtran para - .
: escenarios de dialogo.
comprobar su seguridad, se respaldan en . : .
LaMDA o Para mejorar la calidad, seguridad y
una fuente de conocimiento externoy se o d
es una i fundamentacion del modelo se realizaron
- vuelven a calificar para encontrar la . - -
familia - interacciones diversas entre LaMDA y
respuesta de mayor calidad. ! f .-
de . crowdworkers, segun la caracteristica se pidio
LaMDA (Language Model for Dialogue :
modelos Applications) esta disefiado que se llevaran las conversaciones de
de Ppiice - El modelo LaMDA mas grande tiene 137B de determinada manera, y se les pidié que
| . | especificamente para el didlogo. A . ) : Bard, .
enguaje | e oncia de los modelos linaiisticos parametros. Utilizamos un modelo de lenguaje evaluaran las respuestas para posteriormente chatbot Accesibles | Derechos de
13 | LaMDA | Google Al | 2022 | basados g g Transformer sélo decodificador como incluir los resultados dentro del propio modelo. | Chatbot - Online por autor propios | Total Ninguna
tradicionales, que generan texto ; . g de .
en ) : arquitectura del modelo para LaMDA. El LaMDA se preentrend para predecir la Google de google ai
basandose en el contexto previo, . _ _ . . : . google
Transfor Transformer tiene L = 64 , H=8192, A = 128. siguiente palabra en un texto. A diferencia de
LaMDA se centra en comprender el -
mery L otros modelos de dialogo entrenados
.. | significado que subyace a la - iy
especiali - . Unicamente con datos de dialogo, LaMDA se
conversacion y generar respuestas mas . ;
zados en - preentrend con un conjunto de datos creado a
relevantes desde el punto de vista . < S
el i partir de datos de dialogo pablicos y otros
- contextual. Su objetivo es captar los -
dialogo documentos web publicos. Por lo tanto,

matices y el contexto de las
conversaciones, permitiendo
interacciones mas interactivas y
dinamicas.

LaMDA puede utilizarse como modelo
linglistico general antes de su ajuste.

El conjunto de datos de preentrenamiento
consta de 2.97B de documentos, 1.12B de
dialogos y 13.39B de enunciados de dialogos,
con un total de 1.56T de palabras. Méas del 90%
del conjunto de datos de preentrenamiento esta
en inglés.
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Para J1-Jumbo disefiamos nuestra arquitectura
con la idea de encontrar para un determinado
presupuesto de pardmetros una profundidad
Optima. En concreto, para un presupuesto de

pardmetros de 175B (sin incluir la matriz de APlIs
Se baso incrustacion), la profundidad 6ptima deberia propias
en el rondar las 80 capas. de
modulo Al21
decodifi La arquitectura se compone de L Transformer de | Nuestro modelo se entrend con el objetivo de . ) que
. . L . . . . Las 4 tareas principales son: Tareas de .
cador de | Los tokens de entrada se convierten dimension oculta H, cada una equipada con un entrenamiento autorregresivo autosupervisado e . realiza
. . - . g = ~ . . clasificacion de parejas de frases, tareas de En la . Derechos de
JURASSI la primero en representacion vectorial con | modulo de autoatencion atencién de tamafio Ay | convencional sobre 300B tokens extraidos de e L n las Accesibles - .
14 Al21 2021 . : - - . _ _ . . - clasificacion de frases individuales, tareas | 80% plataforma autor propios | Total Ninguna
Cl1l arquitect | una matriz de incrustacion y luego se un modulo feed-forward. J1-Large (L= 32, H= recursos disponibles publicamente. En cuanto tareas por Al21
. ~ ~ _ N A S de responder preguntas y tareas de de Al21 de Al21
ura introducen en la red del Transformer 4095, A= 128) y J1-Jumbo (L= 76, H= 13824, al procedimiento de optimizacion se utiliz6 una etiquetado de frases para
Transfor A= 96). tasa de aprendizaje base de 1,2 x 10-4 y 0,6 x g ' las que
mer con 10-4, y un tamafio de lote de 2M y 3,2M de ha sido
modifica tokens, para J1-Large y J1-Jumbo, entrena
ciones respectivamente. También utilizamos un do el
calentamiento lineal durante aproximadamente modelo
los primeros 375 millones de tokens y
aumentamos gradualmente el tamafio del lote
desde 32.000 tokens hasta su valor objetivo
para los primeros miles de millones de tokens.
Utilizamos RMSNorm en lugar de Entrepamos la familia de_ [nodelos Gopher en
L MassiveText, una coleccion de grandes
LayerNorm, y utilizamos el esquema de . 2
o L : conjuntos de datos de texto en inglés de
La codificacion posicional relativa del 0 . : .
. multiples fuentes: paginas web, libros, articulos
arquitect | Transformer XL en lugar de L 0
ura codificaciones posicionales absolutas de noticias y cpdlgo. . . Model
autorrear | Las codificaciones relativas ermiten. En total, MassiveText contiene 2.350 millones 0 Modelo Modelo
esiva g evaluar en secLencias mas Ia? as de las El modelo Gopher més grande tiene el siguiente | de documentos, unos 10,5 TB de texto. Dado Tareas como Traduccion, responder privad | privado privado Derechos de
15 | GOPHER | Google Al | 2022 ;arg tamafio: L=80, H = 128 y A= 128; 280B de gue entrenamos a Gopher con 300.000 millones | preguntas o el avance de la seguridad y la | 75% o para | parala para la autor propios | Total Ninguna
Transfor | que se entrenan, lo que mejora el . . e ' S . .
. . parametros. de tokens (el 12,8% de los tokens del conjunto | justicia la investigaci | investigaci | de google ai
mer con | modelado de articulos y libros. : . .
- . de datos), realizamos un submuestreo de investi | on on
dos Tokenizan el texto utilizando . . :
- . : MassiveText con proporciones de muestreo gacion
modifica | SentencePiece con un vocabulario de o . . L
. ) i . especificadas por subconjunto (libros, noticias,
ciones: 32.000 y utilizan un backoff a nivel de - .
etc.). Ajustamos estas proporciones de
byte para apoyar el modelado de S o
- . muestreo para maximizar el rendimiento
vocabulario abierto. .
posterior.
Chinchilla utiliza la misma arquitectura de
modelo y configuracién de entrenamiento que
Gopher, con la excepcidn de las diferencias que
se indican a continuacion.
- Entrenamos Chinchilla en MassiveText (el
mismo conjunto de datos que Gopher) pero
utilizamos una distribucién de subconjuntos Model
N ligeramente diferente para tener en cuenta el 0 Modelo Modelo
. El tamafio 6ptimo del modelo para el presupuesto . ) L, . . .
N Misma . . o mayor nimero de tokens de entrenamiento. Tareas como Traduccion, responder privad | privado privado Derechos de
Chinchill Es un modelo Gopher optimizado con un | de célculo de Gopher se sitda entre 40.000 y . S - - .
16 Google Al | 2022 | que . L . . o - Utilizamos AdamW para Chinchillaen lugar | preguntas o el avance de la seguridad y la | 77% opara | parala para la autor propios | Total Ninguna
a entrenamiento distinto 70.000 millones de pardmetros. Para 70B: L = - - e ' T — .
Gopher _ _ de Adam, ya que esto mejora la pérdida de justicia la investigaci | investigaci | de google ai
80,H=64yA=128 . L . .
modelado del lenguaje y el rendimiento de la investi | on on
tarea descendente gacion

después del ajuste fino.

- Entrenamos a Chinchilla con SentencePiece
tokenizer que no aplica la normalizacién
NFKC. El vocabulario es muy similar: el 94,15
% de los tokens son los mismos que los
utilizados para entrenar a Gopher.
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